
强化学习

算法

AC Actor-Critic

A2C Advantage Actor-Critic

A2C的引⼊是为了改善策略梯度
的更新。A2C利⽤⼀个优势函数
来减少策略梯度的⽅差

critic⽹络不是只估计价值函数，
⽽是估计优势函数。因此，对⼀
个动作的评估不仅取决于该动作
有多好，⽽且还考虑它能有多
好。这样，它就减少了策略⽹络
的⾼⽅差，使模型更加稳健。

A2C使⽤同⼀agent的副本来更
新不同数据样本的梯度。每个
agent独⽴⼯作，与同⼀环境互
动。在每个迭代中，在所有
agent完成计算其梯度后，A2C
使⽤⼀个协调器将所有agent的
平均梯度传递给⼀个全局⽹络。
这样，全局⽹络就可以更新actor
和critic⽹络。

全局⽹络的存在增加了训练数据
的多样性。同步梯度更新的成本
效益更⾼，速度更快，在⼤批次
的情况下效果更好

⽬标函数

\nabla 
J_\theta(\theta)=\mathbb{E}
\left[\sum_{t=1}^T 
\nabla_\theta \log 
\pi_\theta\left(a_t \mid 
s_t\right) A\left(s_t, a_t\right)
\right]

A3C
Asynchronous Advantage 
Actor-Critic

异步优势演员⼀评论家, Actor-
Critic就是类似GAN，Actor是执
⾏者，Critic是
判别者

Google DeepMind 提出的⼀种
解决 Actor-Critic 不收敛问题的
算法. 它会创建多个并⾏的环境, 
让多个拥有副本的 agent 同时在
这些并⾏环境上更新主结构中的
参数. 并⾏中的 agent 们互不⼲
扰, ⽽主结构的参数更新受到副
结构提交更新
的不连续性⼲扰, 所以更新的相
关性被降低, 收敛性提⾼.

DDPG
Deep Deterministic Policy 
Gradient

深度确定性策略梯度

DDPG结合了Q-learning和策略
梯度的框架，并使⽤神经⽹络作
为函数近似器

与通过Q值表间接学习并遭受维
度诅咒问题的DQN相⽐，DDPG
通过策略梯度直接从观察中学
习。它被建议以确定性的⽅式将
状态映射到动作，以更好地适应
连续的动作空间环境

DDPG能有效地处理连续动作空
间

损失函数

⽬标critic⽹络Q'和critic⽹络Q的
输出之间的预期差异

L\left(\theta^Q\right)=\mathb
b{E}_{s_t, a_t, r_t, s_{t+1} \sim 
\text { buffer }}\left[\left(y_i-
Q\left(s_t, a_t \mid 
\theta^Q\right)\right)^2\right]

PPO
Proximal Policy Optimization 
Algorithms

近似策略优化

PPO是⼀种信任区域优化算法，
它使⽤对梯度的约束来确保更新
步骤不会破坏学习过程的稳定性

PPO的引⼊是为了控制策略梯度
的更新，确保新的策略不会与之
前的策略有太⼤的不同， PPO通
过限制每个训练步骤的策略更新
来提⾼策略⽹络训练的稳定性

对⽐TRPO信任区域策略优化，
更简单通⽤，PPO试图通过在⽬
标函数中引⼊剪切项来简化信任
区域策略优化（TRPO）的⽬标

它是⼀种基于梯度的策略搜索算
法。与其他强化学习算法不同，
PPO算法在保证收敛性的同时，
通过限制策略的变化来降低⽅
差，使得训练更加稳定。

PPO算法对于训练复杂控制问题
（如机器⼈控制、游戏控制等）
特别有效，因为它可以在限制策
略变化的同时，通过多次采样改
善策略，从⽽获得更好的效果。

论⽂

DouZero: Mastering DouDizhu 
with Self-Play Deep 
Reinforcement Learning DouZero:⽃地主强化学习

挑战 巨⼤的状态空间和⾏动空间

深度蒙特卡洛:DMC

对⽐策略梯度

策略梯度不能使⽤⾏动特征来推
理以前未⻅过的⾏动

DMC可以很⾃然地利⽤动作特征
来概括未⻅过的动作

对⽐Q-leanring

在⾏动空间⾮常⼤的情况下,⾼估
偏差很明显

⼀个具有⻓视野和稀疏奖励的任
务,Q-learning的收敛速度慢

由于⾏动空间⼤且多变，DQN在
每个更新步中的最⼤运算将导致
⾼计算开销

⽹络结构

扑克牌的表示⽅法

4x15的one-hot矩阵，4代表最
多4张同样的拍，15代表1到K和
⼤⼩王

Q⽹络（图3）

动作 类似扑克牌的表示⽅法

状态
⽬前的牌⾯状态

历史的动作

REINFORCEMENT LEARNING 
WITH HUMAN ADVICE: A 
SURVEY 交互式的强化学习

分类

从建议中学习

从评价性反馈（或批评）中学习

从演示中学习

⼀般框架

1. 要求或接受建议。

传达给学习agent的⽅式

⾃然语⾔

计算机视觉

⼿写程序

⼈⼯界⾯

物理交互

教学信号的产⽣⽅式
演示

建议

形式
⼀般建议 在学习过程之前（离线）

情境建议 跟随任务交互地提供

2. 将建议转换为内部表述: 解读
建议

监督解读

基于RL的解释  eg:策略梯度

3. 将建议转换为可⽤的形式（运
算化）。

分类形式1

奖励函数 

价值函数 即时奖励和延迟奖励

策略或决策 建议直接整合到agent的策略

分类型是2
Model-free

Model-based

从探索-控制（⼈类和机器的交
互程度）:图4

⾃主学习：奖励函数

评价性反馈

纠正性反馈 提⾼了评价性反馈的信息量

指导

指导允许agent被告知任务的未
来⽅⾯，例如要执⾏的下⼀个动
作

表明
表明在两个主要⽅⾯更直接地告
知最优策略

演示

演示与提供⼀连串⾏动的⼀般指
令没有什么不同。唯⼀的区别在
于机器⼈应该经历的状态序列。

4. 将重新制定的建议整合到
agent的知识库中。

5.  判断建议的价值。

EVOLVING REINFORCEMENT 
LEARNING ALGORITHMS 遗传进化强化学习算法

亮点
强化学习算法作为计算图 图2

能够泛化到未⻅的环境

训练agent的问题表述为元学习

外循环

在计算图或程序的空间上进⾏搜
索，计算agent的⽬标函数，使
其最⼩化

内循环
使⽤学到的损失函数进⾏更新参
数

元学习：meta-learning

学会学习的⽅法，快速找到⼀个
新的模型

⽬标是更新策略最优，⽽不是奖
励的最⼤化

演化搜索算法

保持⼀个P算法的种群，并通过
循环改善该种群。每个周期随机
挑选⼀个T<P算法的对⽐，并选
择对⽐中最好的算法作为⽗算
法。⽗算法被突变为⼦算法，被
添加到种群中，⽽种群中最古⽼
的算法被移除

使⽤的损失函数

DQNClipped

损失函数是由两个最⼤运算的总
和组成的

从DQN的⾃举中训练出来的

DQNReg

直接⽤⼀个始终有效的加权项来
规范Q值

从DQN的⾃举中训练出来的

学习⽅式
从零开始 从零开始学习算法

⾃举⽅法 通过现有算法学习

Towards Playing Full MOBA 
Games with Deep 
Reinforcement Learning RL-MOBA

难点

多agent合作和竞争

agent的组合数量爆炸，40个英
雄，可组合的类型
213,610,453,056

状态-动作空间⼤ 约10^20000个

复杂的控制

模型架构（图1）

课程⾃我对战学习CSPL
 解决多agent的⾮稳定的移动⽬
标

策略蒸馏 CSPL的第⼆部进⾏

off-policy适应 Dual-clip PPO

多头价值估计 计算强化学习的奖励

蒙特卡洛搜索 解决英雄挑选问题

特征

标量：共9227个
例如，健康点（HP）、技能冷却
时间、⾦币、等级等

空间特征：共6个
局部视图地图（⼤地图）进⾏卷
积

流程

特征经过CNN和MLP处理后，输
⼊LSTM和注意⼒机制，加上多
头机制，预测动作，通过强化学
习，对模型进⾏训练，输出的动
作分层的输出What，How，
Who

训练
320个GPU和35,000个CPU，
336⼩时

CONTINUOUS CONTROL 
WITH DEEP REINFORCEMENT 
LEARNING DDPG: 深强化学习连续控制

其它

tile-coding：tile-coding是连续
空间强化学习问题中最实⽤和计
算效率最⾼的⼯具。tile-coding
是连续状态空间中的特征表示。
⼀个tiling的意思是⼀张⼤⽹，⾥
⾯有划分成不同的⼩⽹，观察的
像素会落到这个tiling中的⼩⽹
内，就可以⽤这个⼩⽹内的坐标
表示这个特征，多个tiling就是⽤
多个⼩⽹内的坐标表示这个特
征，就像self-attention的多头和
卷积中的多个卷积核⼀样。

定义：

基于确定性策略梯度的actor-
critic、model-free的算法，可
以在连续动作空间上运⾏。

对⽐DQN

1. DQN只能⽤于离散动作

2. DQN对于连续动作的处理是映
射到离散动作，例如动作值是0
到100，那么我映射为10个动
作，动作值是0，10，20，
30，。。。100，但这样的弊病
是导致离散动作的数量爆炸，⽽
且动作不够精细。

3. DDPG借鉴了DQN和DPG的思
想

结构

1. 重放缓冲区: off-policy

2. ⽬标⽹络更新yi

1.Actor的⽹络和Actor的⽬标⽹
络 

2. Critic⽹络和Critic的⽬标⽹络

3. 软⽬标⽹络更新，是乘以⼀个
0到1之间的超参数。

3. 归⼀化

对状态输⼊和μ⽹络的所有层以
及⾏动输⼊前的Q⽹络的所有层
进⾏了批次归⼀化

实验

消融实验：分别对⽐去除⽬标⽹
络和归⼀化效果都变差

Q-learning很容易⾼估价
值,DDPG不会

Google Research Football: A 
Novel Reinforcement Learning 
Environment RL⾜球游戏环境

引擎特点

⽀持很多⾜球规则
每局游戏默认3000帧（每秒10
帧，5分钟⼀局）

内置AI对⼿机器⼈ 可以设置不同难度

提供的状态

球的位置和占有率、所有球员的
坐标、活跃的球员、⽐赛状态
（球员的疲劳程度、⻩牌、得分
等）和当前的图像

提供的图像 1280 × 720 RGB

超级迷你地图 Super Mini Map, SMM

动作 单个球员提供20个动作

奖励

SCORING
每队在进球时获得+1的奖励，⽽
在向对⽅丢球时获得-1的奖励

CHECKPOINT

解决SCORING的稀疏性

为 "SCORING"奖励增加了⼀个
额外的辅助奖励，即以可控的⽅
式将球靠近对⼿的球⻔

可访问性

可以⼈⼯游戏或与智能agent进
⾏对战，还可以查看训练时的回
放

提供标准api

⾜球引擎⽤C++编写，⽀持GPU

遵循gym标准

基准

PPO策略梯度⽅法

IMPALA策略梯度⽅法

Ape-X DQN

⾜球学术（学院） 11个分解得⾜球场景（图5，6）

多⼈实验⽀持

同⼀个Agent与不同的内置AI进
⾏⽐赛，类似和不同球队进⾏⽐
赛

多Agent⽀持
同时控制球队中的⼏个⼈，⽽不
是单单⼀个⼈

表示性实验
仅仅使⽤原始图像作为观察状态
（表4）

Deep Reinforcement Learning 
that Matters 复现RL算法的影响因素

超参数

⽹络结构
MLP的层数，神经元个数，和不
同的激活函数

奖励缩放 奖励缩放到0，1之间

随机数种⼦

环境 环境本身的随机性

不同的代码
不同⼈⽤不同的库实现相同的算
法，那么也有影响

评价指标

平均累积奖励

固定的时间步数上取得的最⼤奖
励

与置信区间相结合

测试环境和算法

OpenAI Stable Baseline

TRPO

PPO

DDPG

Using RGB Image as Visual 
Input for Mapless Robot 
Navigation RL-⽆地图导航

导航⽹络的结构

⼀个卷积⽹络来提取视觉特征，
⼀个局部特定的循环神经⽹络来
记忆环境，⼀个局部不变量的递
归⽹络来产⽣导航策略。

实验的⽹络
E2E PPO

E2E DQN

结构

VAE： 图像变成潜在向量

重建损失：潜在向量恢复成图像

约束损失：潜在向量符合⾼斯分
布，潜在向量与单位⾼斯的KL散
度

3个全连接，拼接特征
图像的潜在向量

运动信息

奖励设计 公式12

REPAINT: Knowledge Transfer 
in Deep Reinforcement 
Learning REPAINT

定义

REPresentation And INstance 
Transfer， 深度强化学习中进⾏
知识迁移

主要解决了当原任何和⽬标任务
相似度低时，也能进⾏迁移

算法

actor-critic，策略梯度

actor更新

策略上的表示迁移学习 策略蒸馏的⽅法

采⽤⼀个辅助损失函数，⿎励学
⽣策略在学⽣采样的轨迹上接近
教师策略 重要超参数：βk

较⼤的βk⿎励agent更好地匹配
教师的策略

off-policy的实例迁移学习

使⽤基于优势的经验选择对教师
实例的重放缓冲区S~更新actor

经验选择⽅法被⽤来选择与⽬标
任务具有⾼语义相关性的样本

重要超参数ζ
较⼤的ζ会导致较少的样本被保留
⽤于策略更新

余弦相似度

⽬的是在早期训练阶段复制教师
策略的⾏为，这样可以提⾼
agent的初始性能

critic更新 有监督的回归

使⽤Clipped PPO⽬标函数

Revisiting Rainbow: Promoting 
more Insightful and Inclusive 
Deep Reinforcement Learning 
Research Review_Rainbow

实验RainBow时的主要问题：算
⼒

给Rainbow提供令⼈信服的经验
证据， 需要⼤约34200个GPU⼩
时（或1425天）

原Rainbow论⽂是⽤得ALE环
境，即Atari 游戏环境

本论⽂要在⼩型环境上
CartPole、Acrobot、
LunarLander和MountainCar证
明Rainbow的有效性

RainBow结合的增强能⼒

Double Q-learning 缓解Q-估计的⾼估偏差

优先的经验重放

以与时序差分误差成⽐例的概率
pt对轨迹t=（s，a，r，s'）进⾏
采样

dueling⽹络
两个流共享初始卷积层，分别估
计V∗(s)，以及每个动作的优势

多步学习

分布式RL

噪声⽹络

模型

全连接使⽤的2-3层，每层⾄少
有256个单元

⼤于64的批次⼤⼩

分布式RL的参数
量化回归：QR-DQN

隐性量化⽹络（IQN）

损失的优化器的最佳组合
Adam+MSE

RMSProp+Huber

定义

策略搜索

Policy Search

策略搜索算法通过不断地尝试和
评估不同的决策策略来找到最优
的策略。

策略搜索算法的⼯作原理是通过
试验和错误来不断改进策略。它
们将环境抽象成⼀个回报函数，
该函数对于每种决策策略输出⼀
个回报值，回报值表示采取该决
策策略所带来的奖励。策略搜索
算法会不断地通过模拟决策策略
并计算回报值来评估策略的优
劣，并根据评估结果来调整策
略，从⽽不断接近最优策略。

策略搜索算法与其他强化学习算
法（如Q学习、SARSA等）的区
别在于，策略搜索算法不需要预
先学习状态价值函数，⽽是直接
评估策略并进⾏调整。因此，策
略搜索算法通常更适合处理复杂
的控制问题，⽽且更容易应⽤于
⾼维状态空间。

基于梯度的策略搜索

策略搜索算法的⼀种改进⽅法。
它基于梯度优化算法，使⽤梯度
信息来更新策略。

在基于梯度的策略搜索算法中，
策略是通过神经⽹络实现的，该
⽹络的输出是策略。算法通过在
训练过程中不断计算神经⽹络的
梯度，并根据梯度的信息来调整
⽹络的权重，从⽽更新策略。

基于梯度的策略搜索算法具有许
多优点，例如：
效率⾼：使⽤梯度信息可以快速
更新策略，减少搜索时间。
稳定性好：通过梯度信息来更新
策略，可以保证策略更新的稳定
性。
容易扩展：由于使⽤神经⽹络实
现策略，因此容易扩展到复杂的
控制问题。

通过计算策略梯度来更新策略，
使⽤概率分布表示策略

包括

Policy Gradient Search（PG)

策略是通过概率分布来表示的，
并通过梯度优化算法来更新策
略。算法通过计算策略的梯度来
实现更新，并在每次更新后重复
进⾏试验以评估策略的效果。

Trust Region Policy 
Optimization（TRPO）

TRPO算法是⼀种增量式策略优
化算法，其在保持策略稳定性的
同时实现了⾼效的策略更新。

Proximal Policy Optimization
（PPO）

PPO算法是⼀种简化版的增量式
策略优化算法，具有⾼效且稳定
的性能。

Actor-Critic

Actor-Critic算法是⼀种基于梯
度的策略搜索算法，其中Actor
⽹络⽤于⽣成策略，Critic⽹络
⽤于评估策略。


