
计算机视觉
论⽂

YOLOv7： Trainable bag-of-
freebies sets new state-of-
the-art for real-time object 
detectors

YOLOv7：可训练的bag-of-
freebies为实时⽬标检测器树⽴
了新的榜样

定义

结构图

https://picx1.zhimg.com/v2-
c65976919813aba839b77f207
622086b_1440w.jpg?
source=172ae18b

Bag of freebies是指只增加训练
成本⽽不增加推理成本来提⾼检
测精度的⽅法，通常指的是数据
增强

conv-bn-activation拓扑结构中
的批次归⼀化。这⼀部分主要是
将批次归⼀化层直接连接到卷积
层。这样做的⽬的是为了在推理
阶段将批次归⼀化的均值和⽅差
整合到卷积层的偏差和权重中。

YOLOR中的隐性知识以加法和乘
法⽅式与卷积特征图相结合。
YOLOR中的隐性知识可以通过在
推理阶段的预计算简化为⼀个向
量。这个向量可以与前⼀个或后
⼀个卷积层的偏差和权重相结
合。

EMA模型。EMA是⼀种⽤于平均
教师的技术

边缘GPU、普通GPU和云GPU对
应着YOLOv7tiny、YOLOv7和
YOLOv7-W6

YOLOv7-tiny使⽤leakyReLU作
为激活函数，其他模型使⽤SiLU
作为激活函数

复合缩放⽅法对整个模型的深度
和宽度进⾏缩放，并以此得到
YOLOv7-X

对YOLOv7-W6使⽤新提出的复
合缩放⽅法，得到YOLOv7-E6
和YOLOv7-D6

对YOLOv7-E6使⽤提议的
EELAN，从⽽完成YOLOv7E6E

模型重新参数化技术

在推理阶段将多个计算模块合并
为⼀个

模块级集成

训练时将⼀个模块分成多个相同
或不同的模块分⽀，在推理时将
多个分⽀模块整合成⼀个完全等
价的模块

模型级集成

⼀种是⽤不同的训练数据训练多
个相同的模型，然后对多个训练
模型的权重进⾏平均

另⼀种是对不同迭代次数的模型
的权重进⾏加权平均

模型缩放

将已经设计好的模型放⼤或缩
⼩，使其适合不同的计算设备

缩放⽅法通常使⽤不同的缩放因
⼦，如分辨率（输⼊图像的⼤
⼩）、深度（层数）、宽度（通
道数）和阶段（特征⾦字塔
数），从⽽实现对⽹络参数量、
计算量、推理速度和准确性的良
好权衡。

⽹络结构搜索（NAS）是常⽤的
模型缩放⽅法之⼀

NAS可以从搜索空间中⾃动搜索
出合适的缩放因⼦，⽽不需要定
义太复杂的规则。NAS的缺点是
它需要⾮常昂贵的计算来完成对
模型缩放因⼦的搜索。

模型

Extended-ELAN：即E-ELAN

所提出的E-ELAN采⽤扩展、打
乱、合并cardinality的⽅式，实
现了在不破坏原有梯度路径的前
提下不断增强⽹络的学习能⼒

复合缩放⽅法
保持模型在初始设计时的属性，
并保持最佳结构。

重新参数化卷积 去掉了身份拼接的RepConv

YOLOX: Exceeding YOLO 
Series in 2021 YOLOX

改进： ⽆锚，解耦头，标签分配
策略SimOTA

作者没有对⽐transformer系列，
作者提到transformer系列的效果
更好

结构

基于YoloV3

解耦头
分类和回归任务解耦 查看图2

改善了收敛速度，提⾼性能

更强⼤的数据增强 Mosaic和MixUp

⽆锚点

锚点需要训练前进⾏聚类分析，
对于领域适应的通⽤性较差，锚
点机制增加了检测头的复杂性，
以及每张图像的预测数量

多正例
将中⼼的3×3区域指定为 正例区
域

SimOTA

⾼级标签分配， OTA[4]从全局
⻆度分析了标签分配，⽽我们简
化为动态top-k策略，命名为
SimOTA

SimOTA不仅减少了训练时间，
⽽且还避免了SinkhornKnopp算
法中额外的求解器超参数

端到端YOLO 

可选，增加了两个额外的卷积
层，⼀对⼀的标签分配和停⽌梯
度

不同主⼲
DarkNet53

修正的CSPNet

Training data-efficient image 
transformers & distillation 
through attention DeiT

解决了ViT需要⼤量数据预训练
模型，模型性能才能提⾼的问题

因为依赖了教师模型的蒸馏

事实证明transformer结构需要⼤
量的训练数据才能达到饱和

蒸馏⽅法

软标签蒸馏法

使教师模型的softmax和学⽣模
型的softmax之间的Kullback-
Leibler散度最⼩

硬标签蒸馏法
教师的标签作为真实标签，计算
和学⽣标签的交叉熵损失

硬标签：教师的预测yt与真实标
签y起着相同的作⽤，⽐软标签效
果要好

模型结构：图2

输⼊嵌⼊

碎⽚（patches token）

class token

蒸馏token（⽐ViT额外添加）

其它部分和ViT相同

蒸馏token和class token联合进
⾏分类的效果最好

实验

训练
使⽤RegNetY-16GF作为教师模
型

对⽐
Convnet模型 即各种卷积的模型 EfficientNet，ResNet

transformer结构模型 主要是ViT和本⽂的DeiT

AN IMAGE IS WORTH 16X16 
WORDS: TRANSFORMERS 
FOR IMAGE RECOGNITION AT 
SCALE ViT

优缺点

缺点

transformer缺乏CNN固有的⼀
些归纳偏差，所以在⼤规模数据
集上预训练更好。

缺乏归纳偏差的原因：ViT中⼆
维邻域结构的使⽤⾮常少，碎⽚
之间的所有空间关系都要从头开
始学习，所以需要⼤规模数据训
练。

暂不⽀持⽬标检测和图像分割
等。

优点
预训练时间⽐Resnet等模型时间
短，效果好

transformer⽤于图像分类

图像上不能每个像素的进⾏self-
attention计算，因为self-
attention计算是平⽅的复杂度，
所以才考虑了图像碎⽚化

结构

产⽣碎⽚

N=HW/P^2， 其中HW是图的⾼
和宽，P是每个图像碎⽚的分辨
率，N是碎⽚数量

每个碎⽚可以理解为NLP中的⼀
个token了

也可以有CNN的特征图代替碎⽚
（混合模型）

碎⽚Flatten 拉平碎⽚

碎⽚嵌⼊
拉平后的碎⽚经过线性投影

附加位置嵌⼊ 1维位置嵌⼊

transformer结构 嵌⼊经过transformer结构

分类token进⾏分类(class 
token) 类似NLP任务的CLS的特殊token

预训练和微调

⼤型数据集上预训练，任务数据
集上微调，预训练的数据集的分
辨率可以低

微调时去掉预训练的预测头，附
加⼀个零初始化的D×K前馈层，
其中K是下游类的数量。

建议下游任务⽤更⾼分辨率的图
像

因为保持碎⽚的⼤⼩不变，这导
致了更⼤的有效序列⻓度，那么
效果更好。

实验

数据集

预训练数据集

1000分类的ImageNet

21000分类的Super ImageNet

18000分类JFT

下游任务数据集

ImageNet ReaL，
CIFAR-10/100，Oxford-IIIT 
Pets，Oxford Flowers-102，
VTAB

模型

基线ResNet（BiT）

混合模型（CNN的特征图代替碎
⽚的ViT） 较⼩的模型有优势

ViT ⼤型的模型更强

Semantic-aligned Fusion 
Transformer for One-shot 
Object Detection

⽤于One-shot⽬标检测的语义对
⻬融合transformer

定义

one-shot⽬标检测
仅根据⼀个给定实例来检测新⽬
标

Semantic-aligned Fusion 
Transformer (SaFT) 

⼀个⽤于跨规模语义增强的垂直
融合模块 (VFM) 和⼀个⽤于跨样
本特征融合的⽔平融合模块 
(HFM)

单阶段⽆建议设计

FSD few-shot object detection

OSD one-shot object detection 

PMA

position-encoded multi-head 
attention， 带有位置编码的多头
注意⼒ (MHA) 

DA dense attention, 密集注意⼒ 

CA cross-attention ,交叉注意⼒

FFN
feed-forward network, 前馈⽹
络

CAF 交叉注意⼒和前馈⽹络

VA vertical attention, 垂直注意⼒

HA
horizontal atttention, ⽔平注意
⼒

FPN

feature pyramid networks ，特
征⾦字塔⽹络 

在⽬标检测中⼴泛采⽤，是解决
规模⽅差的有效插件

VFM
vertical fusion module,垂直融合
模块

多规模特征融合技术

⾃上⽽下 、⾃下⽽上 和规模态
内，注意⼒机制等丰富了多层次
的信息交互

其它模型： DETR，FCOS,AIT, CoAE, DeFRCN, FSCE

模型（图3）

交叉样本⽔平注意⼒（图4）
样本Q和样本S之间的CAF，还有
它们⾃身的SA

跨规模垂直注意⼒（图5）
VFM 在横向和输出卷积之间插⼊
注意⼒层

Adaptive Image Transformer 
for One-Shot Object Detection

⽤于one-shot⽬标检测的⾃适应
图像transformer

定义

AIT
⾃适应图像transformer，
Adaptive Image Transformer

OSD One-shot object detection

MCA
多头共同注意⼒，multi-head 
co-attention

RPN
region proposal network，区域
建议⽹络,⽣成候选区域

SCA
selective channel attention，选
择性通道注意⼒

SPA
选择性并⾏注意⼒，selective 
channel Attention

SEDA

Selective Encoder-Decoder 
Attention, 选择性的编码器-解码
器注意⼒

模型

模型基于两阶段检测器 Faster 
R-CNN，采⽤视觉特征提取器 
ResNet-50作为主⼲

第⼀阶段

查询类对象的潜在位置⽣成区域
建议

Step

采⽤ ResNet-50 的孪⽣⽹络分
别提取⽬标图像 I 和query块 Q 
的视觉表示

通过多个嵌⼊应⽤多头共同注意
⼒来关联 I 和 Q

使 RPN 能够⽣成在各个视觉⽅
⾯与查询更相关的区域建议

第⼆阶段

相似性度量对每个区域建议进⾏
评分

Step

使⽤AIT将每个区域提议的视觉
表示转换为查询的特征

提议特征与查询特征之间的相似
性，使⽤的 SCA 模块

Balanced and Hierarchical 
Relation Learning for One-
shot Object Detection

⽤于one-shot⽬标检测的平衡和
层次关系学习

定义

代码：https://github.com/
hero-y/bhrl

IHR

实例级层次关系模块，Instance-
level Hierarchical Rela- tion

查询特征和⽬标特征之间的对
⽐，注意⼒，显著层关系

IHR 模块将查询⽬标特征匹配分
解为三个层次语义级别，分别负
责捕获全局差异、局部显着区域
和局部判别部分

全局差异揭示了⽬标对象在与查
询对象进⾏⽐较时应该使⽤其对
⽐特征来描述

通过深度卷积架构提取局部显着
区域，以更好地包含不同的激活
模式并推理实例级显着语义

局部判别部分由注意⼒机制学
习，以捕获影响匹配的不同特征

RPL

保持⽐率损失，Ratio-
Preserving Loss

解决正负样本不平衡影响模型学
习的问题，训练不平衡和性能⽋
佳

OSOD One-Shot Object Detection

Few-shot⽬标检测
Meta R-CNN，FSDetView，
FSOD，TFA，FSCE

其它one-shot⽬标检测

任务⽬标： ⼆分类和定位问题

SiamMask，CoAE， FOC 
OSOD，AIT

BHRL

Balanced and Hierarchical 
Relation Learning，平衡和层次
关系学习，本模型的结构的名称

模型（图1）

平衡学习（虚线框）

⽣成区域建议

使⽤ ResNet-50 的 feature 
pyramid network (FPN)提取查
询图⽚和⽬标图⽚的特征

按照 SiamMask使⽤匹配模块来
计算query向量与整个⽬标特征
的每个位置之间的相似性特征

相似性特征使标准 RPN 能够⽣
成⼀组与查询碎⽚更相关的潜在
区域建议

IHR 模块（绿⾊）

学习关系表示
查询图像块和⽬标图像之间的语
义关系

图2

对⽐层（公式2）
计算全局查询特征和局部⽬标特
征之间的关系

显著层（公式3）

query向量被视为卷积核，以深
度⽅式提取与局部⽬标特征的关
系特征

注意⼒层（公式4，5）

解决查询特征和⽬标特征之间的
局部⽐较可能会遇到空间错位问
题

融合三个层的输出（公式6）最
为最终特征

以分层⽅式突出查询和⽬标对的
复杂相互依赖性

R-CNN head（橘⾊）

⽤于检测与查询相关的实例

使⽤RPL 来重新平衡所涉及的样
本，从⽽实现更平衡的 IHR 模块
训练

RPL（公式9）

动态地增加正样本的权重，减少
负样本的权重，以保持⼀个合适
的特定的数权⽐

⽐值太⼩会使模型难以从正样本
中学习，⽽⽐值太⼤会导致过拟
合

Simple Open-Vocabulary 
Object Detection with Vision 
Transformers

使⽤ Vision Transformers 进⾏
简单的开放式单词表⽬标检测

定义

OWL-ViT

Vision Transformer for Open-
World Localization

作为one-shot检测学习器

⽀持以⽂本为条件的检测

⽀持以图像为条件的one-shot检
测

对⽐视觉-语⾔预训练

模型可以从⽹络衍⽣的图像和⽂
本对中学习⼀致的视觉和语⾔表
示，⽽⽆需明确的⼈⼯标注

开放单词表⽬标检测 给定单词直接进⾏⽬标检测

模型（图1）

预训练

使⽤图像-⽂本对进⾏对⽐训
练，类似CLIP，ALIGN，LiT

图像编码器 标准的 Vision Transformer 

⽂本编码器  Transformer 架构

微调

移除token池并将轻量级⽬标分
类和定位头直接附加到图像编码
器输出token，将预训练编码器
迁移到开放单词表⽬标检测

⼆分匹配损失
使⽤ focal sigmoid 交叉熵⽽不
是 softmax 交叉熵作为分类损失

使⽤

可以使⽤⽂本派⽣嵌⼊进⾏开放
式单词表检测，或使⽤图像派⽣
嵌⼊进⾏few-shot图像条件检测

Quasi-Dense Similarity 
Learning for Multiple Object 
Tracking

⽤于多⽬标跟踪的准密集相似性
学习

 定义

QDTrack
Quasi- Dense Tracking， 准密
集跟踪 

官⽹：http://vis.xyz/pub/
qdtrack

代码：https://github.com/
SysCV/qdtrack

MOT

Multiple Object Tracking多⽬标
跟踪

应⽤于安全监控、⾃动驾驶、视
频分析

估计检测到的对象和先前轨迹之
间的实例相似性，然后将对象关
联为⼆分匹配问题

模型

训练（公式7）

损失1（公式1） ⽬标检测的三个损失之和

损失2（公式5）
对个⽬标的正负样本对⽐学习损
失

损失3（公式6）
辅助损失旨在限制对数幅度和余
弦相似度，⽽不是提⾼性能

推理 使⽤双向 softmax

bi-softmax下的⾼分将满⾜双向
⼀致性

2个临近的图像帧，两个匹配的
对象应该是嵌⼊空间中彼此最近
的邻居

数据集
MOT16，MOT17，BDD100K，
Waymo，TAO

FSCE： Few-Shot Object 
Detection via Contrastive 
Proposal Encoding

FSCE: 通过对⽐性建议编码进⾏
的few-shot⽬标检测

定义

FSOD

few-shot⽬标检测,few-shot 
object detection,少样本⽬标检
测

IoU

Intersection-of-Union,区域交
集, 2个区域的交集除以2个区域
的合集

FSCE

Few-Shot object detection via 
Contrastive proposals 
Encoding， 少样本对⽐性建议
编码的⽬标检测

代码：

https://github.com/open-
mmlab/mmfewshot/blob/
main/configs/detection/fsce/
README.md

https://github.com/megvii-
research/FSCE

TFA
two-stage fine-tune based 
approach，两阶段微调的⽅法

CPE
contrastive proposal 
encoding ,对⽐性建议编码

FPN

feature pyramid networks ，特
征⾦字塔⽹络 

在⽬标检测中⼴泛采⽤，是解决
规模⽅差的有效插件

RPN

region proposal network，区域
建议⽹络,⽣成候选区域,输出
bounding boxes

ROI

region of interest,感兴趣区域

https://docs.opencv.org/3.4/
js_basic_ops_roi.html

NMS

Non-maximum suppression 
threshold, ⾮极⼤值抑制算法, 检
测多类时⽤, 在候选框分类的时
候使⽤

模型（图3）

预训练
⽤丰富的基类数据训练标准的
Faster R-CNN检测模型

微调

迁移到fewshot数据集上

主⼲特征提取器在微调期间被冻
结

训练FPN，RPN，和RoI

将NMS后保留的提案的最⼤数量
增加⼀倍，这为新的实例带来了
更多的前景提案

将RoI头中⽤于损失计算的采样提
案数量减半

对⽐头(公式2-3）

1层多层感知器（MLP）头

不同对象直接⽤余弦相似度计
算，带⼊公式3

训练⽬标：⼆分类交叉熵损失
Lrpn, 交叉熵损失Lcls分类
bbox，Lreg 回归bbox位置，
Lcpe对⽐损失

Few-Shot Object Detection 
with Attention-RPN and Multi-
Relation Detector

使⽤Attention-RPN和多关系检
测器进⾏few-shot⽬标检测

定义

模型优点：⽤于检测新的⽬标⽽
不需要重新训练和微调

代码

https://github.com/fanq15/
Few-Shot-ObjectDetection-
Dataset

FSOD
Few-Shot Object Detection，
少样本⽬标检测

数据集：包含1000个类别，训练
集和测试集分别有800/200

⽀持图像，⽀持集 给定的的⽬标图像示例

查询图像，查询集
待检测的图像，⾥⾯还有⽬标物
体

模型（图4）

查询图像和⽀持图像由权重共享
⽹络处理

基于注意⼒的区域建议⽹络: 
attention-RPN

RPN有助于产⽣潜在的相关框，
以促进下⾯的检测任务。具体来
说，RPN不仅要区分⽬标和⾮⽬
标，还要过滤掉不属于⽀持类别
的负⾯⽬标

使⽤⽀持信息来实现过滤掉⼤多
数背景框和那些不匹配的类别
（图5）

⽀持向量特征X和查询向量特征Y
的内积作为相似度

多关系检测器

对RPN的建议进⾏重新打分和类
别识别，测量来⾃查询和⽀持对
象的建议框之间的相似性

三个注意⼒模块

全局关系头，⽤于学习全局匹配
的深度嵌⼊

局部相关头，⽤于学习⽀持和查
询建议之间的像素级和深度级交
叉相关

碎⽚关系头，⽤于学习碎⽚匹配
的深度⾮线性指标

训练策略 双向对⽐训练
匹配同⼀类别，同时区分不同类
别

Meta-Baseline： Exploring 
Simple Meta-Learning for 
Few-Shot Learning

元基线: 探索简单的元学习，⽤
于few-shot的学习

定义

代码

https://github.com/yinboc/
few-shot-meta-baseline

https://github.com/open-
mmlab/mmfewshot/blob/
main/configs/classification/
meta_baseline/README.md

⽬标

任务通常采取N-way和K-shot的
形式，其中包含N个类，每个类
中有K个⽀持样本和Q个查询样
本。⽬标是根据N×K的⽀持样本
将这些N×Q的查询样本分类到N
类中。

模型（图1）

第⼀阶段

分类训练阶段

在所有基类上训练⼀个分类器，
并删除其最后的FC层，得到f

第⼆阶段

元学习阶段

微调特征编码器f

损失

在⽀持集中，计算每个样本输⼊
映射到嵌⼊，平均所有嵌⼊作为
N个类的中⼼点（公式1）

使⽤查询集中每个样本，计算样
本的嵌⼊和中⼼点的距离作为样
本的类别（公式3）

将余弦相似度乘以⼀个可学习的
标量τ

OS2D： One-Stage One-Shot 
Object Detection by Matching 
Anchor Features

OS2D:通过匹配锚点特征进⾏单
阶段one-shot⽬标检测

定义

OS2D
One-Stage One-Shot Object 
Detection

代码
https://github.com/aosokin/
os2d

仿射变换(Affine 
Transformation) 

Affine Transformation是⼀种⼆
维坐标到⼆维坐标之间的线性变
换，保持⼆维图形的“平直性”
（译注：straightness，即变换
后直线还是直线不会打弯，圆弧
还是圆弧）和“平⾏性”（译注：
parallelness，其实是指保⼆维图
形间的相对位置关系不变，平⾏
线还是平⾏线，相交直线的交⻆
不变。）。

变换前是直线的，变换后依然是
直线, 直线⽐例保持不变

ranked list loss（RLL）
排名列表损失

更好地加权负样本

soft-inlier count

来⾃：End-to-end weakly-
supervised semantic align- 
ment

⽤于评估当前变换对两幅图像的
对⻬程度

是⼀个可微的函数

ConvNet
https://libccv.org/doc/doc-
convnet/

模型（图2）

从输⼊图像和类别图像中提取局
部特征

使⽤Reset提取

对于类图像，使⽤可微调的双线
性重采样（bilinear resample)提
取特征

特征的相关匹配
⼀个4D相关张量表示输⼊图像和
类别图像的相关性

根据成功匹配的特征进⾏空间对
⻬

TransformNet权重将输⼊图像与
类别图像对⻬，使⽤仿射变换

计算定位bounding boxes和识别
分数

训练 负样本

对于每个批次，取该批次的标注
类，并添加⼀些随机类作为负样
本，以填补类批次的⼤⼩

One-Shot Object Detection 
without Fine-Tuning ⽆需微调的one-shot⽬标检测

定义

代码：https://github.com/
RyanXLi/OneshotDet

其它类似模型：LSTD，
Repmet，CoAE

度量学习
学习类别样本和查询样本之间的
度量距离

FCOS

Fully convolutional one-stage 
object detection

完全卷积的、单阶段的、⽆锚的
⽬标检测⽹络

模型(图1）

第⼀阶段Matching-FCOS（图
2）

通过以⽆锚、度量学习的⽅式整
合⽀持信息来最⼤化bounding 
boxes建议的召回率

⽀持实例碎⽚

通过Backbone和通过加权特征
⾦字塔⽹络得到⽀持特征

⽀持特征经过平均池化

查询图像
通过Backbone和通过加权特征
⾦字塔⽹络得到查询特征

计算每个规模上的⽀持特征和查
询特征的余弦相似度（图5）

损失：⼆分类向量p∈[0,1]，分别
代表背景和⽬标⽬标的概率

应⽤焦点损失进⾏分类来解决⽬
标和背景⽬标的不平衡问题

第⼆阶段Structure-Aware 
Relation Module（SARM）（图
3）

结构感知关系模块

通过分类和box回归提⾼检测精
度

⾸先⽤ROI Align运算将⽀持和查
询特征分别裁剪成N×N的固定⼤
⼩的特征图

然后，加⼊⼀系列像素级的卷积
块，强制⽹络学习⽐较⽀持和查
询特征图的局部特征

最后，合并后的特征图被扁平
化，并通过全连接层进⾏分类和
回归

损失：输出包括背景和⽬标⽬标
的分类向量p∈[0,1]和box回归向
量

A Broad Dataset is All You 
Need for One-Shot Object 
Detection

⼴泛的数据集和one-shot⽬标检
测

定义

本⽂证明了增加训练期间使⽤的
⽬标类别的数量，能增加模型的
泛化能⼒

代码：https://github.com/
open-mmlab/mmdetection/
tree/
5bf935e1b7621b234ddb34ef6c
32b2b524243995/configs

模型

使⽤的是Siamese Faster R-
CNN

⼀个特征提取器

⼀个标准的ResNet-50与特征⾦
字塔⽹络

即backbone，主⼲

⼀个匹配步骤

计算特征⽅⾯的L1差异

⽀持图像的表示和查询图像的表
示进⾏⽐较，得到的相似性编码
表示与图像表示相拼接

⼀个标准区域建议⽹络
提出了⼀组可能包含⽬标的
bounding boxes

bounding boxes头

box回归和分类

重叠的box⽤⾮最⼤限度的抑制
来移除

Siamese RetinaNet

单阶段检测器

保留特征提取和匹配步骤，合并
RPN提出和分类bounding boxes
部分

数据（表1）

COCO：80类

Objects365： 365类

LVIS： 1203类

Pascal VOC：20类

Towards improving 
classification power for one-
shot object detection 

提⾼one-shot⽬标检测的分类能
⼒

定义

OSOD

one-shot⽬标检测， one-shot 
object detection

挑战

如何获得查询图像和⽬标图像之
间的⾼质量相似性特征

如何有效地对这个获得的相似性
特征进⾏分类

FSOD
few-shot⽬标检测，few-shot 
object detection

CBAM

卷积块注意⼒模块, 
Convolutional Block Attention 
Module

CFDA

Classification feature 
deformation-and-attention 分
类特征变形和注意⼒

CFA
Classification Feature 
Attention，分类特征注意⼒

SIH Split iterative head,分裂迭代头

FOC
Focus On Classification, 专注
于分类

SF

similarity feature

SF是⽤来衡量查询图像和⽬标图
像中的图像区域之间的相似性的
特征

QF
Siamese⽹络⽣成的查询图像的
特征

TF
Siamese⽹络⽣成的⽬标图像的
特征

其它模型：LSTD，RepMet，
SiamMask

模型

Siamese⽹络主⼲
对查询图像和⽬标图像以提取特
征得到QF和TF

度量学习层

衡量查询图像和⽬标图像中的图
像区域之间的相似性的特征，得
到SF

标准RPN
RPN预测出⼀组可能包含⽬标的
bounding boxes

CFDA（图6）

CFDA模块⽣成⾼质量的查询RoI
特征和分类⽬标RoI特征

CFD

使⽤RoI Align对特征进⾏分类特
征变形，以提⾼空间轴上的RoI特
征的质量

CFA 使⽤CFA进⼀步提⾼RoI特征质量

SIH

预测最终的bounding boxes

解决分类任务和定位任务之间的
差异，共享权重⽅式会造成相互
⼲扰的问题

将共享加权头分成分类专⽤头和
定位专⽤头，减少定位头和分类
头之间的⼲扰

再迭代⼀次分类头，使整个分类
头专注于分类

CAT： Cross-Attention 
Transformer for One-Shot 
Object Detection

CAT: ⽤于one-shot⽬标检测的
交叉注意⼒transformer

定义 CAT

Cross Attention Transformer

⽤于查询图像和⽬标图像中任何
成对的像素之间语义相似性⽐较

模型（图2）

特征提取器（主⼲） 使⽤ResNet-50

交叉注意⼒模块

CAT模块

2个Transformer模块分别处理查
询图像和⽬标图像的特征，所以
是双流

⼀个Transformer结构的K和V来
⾃查询图像，那么Q来⾃⽬标图
像，另⼀个Transformer结构反
过来

和标注的注意⼒结构⼀样，就是
注意Q，K，V来⾃哪⾥

基于相似度的检测头

基于RPN的头把聚合的⽬标特征
作为输⼊，并产⽣进⼀步分类和
回归的建议

OSCD: A one-shot conditional 
object detection framework 

OSCD：one-shot条件⽬标检测
框架

定义

好像还不如Cross-Attention 
Transformer for One-Shot 
Object Detection的有些依据，
测试数据集也⽐较简单

模型

Siamese特征提取器 提取⽀持图像和查询图像的特征

C-RPN(图4a）

初步定位与⽀持对象相似的图像
区域

⽀持特征经过最⼤池化，平均池
化平均，通过1x1卷积，然后和查
询特征拼接，

C-Detector（图4b)

⽀持特征和查询特征拼接，然后
经过3x3卷积，然后经过2个全连
接，最后进⾏分类和bbox回归

One-Shot Instance 
Segmentation one-shot实例分割

定义

代码：https://github.com/
bethgelab/siamese-mask-
rcnn

Mask R-CNN

实例分割模型

对⽐⽬标检测模型（Faster R-
CNN）的升级版

两阶段的⽬标检测器

主⼲特征提取器

多个对这些特征进⾏操作的头组
成

区域建议⽹络（RPN）被卷积地
应⽤于整个图像，以预测场景中
可能的⽬标位置

最有希望的区域建议被从主⼲特
征图中裁剪出来

作为bounding boxes分类
（CLS）和回归（BBOX）头以
及实例masked头（MASK）的输
⼊

N-way, K-shot
当⽀持集包含来⾃n个类别的k个
例⼦时

one-shot⽬标检测的⽅法
度量学习

元学习

模型（图2）

Siamese⽹络主⼲
提取查询图像和⽬标图像特征

ResNet50+特征⾦字塔⽹络FPN

特征匹配模块

衡量查询图像和⽬标图像不同区
域之间相似性

由Siamese得到参考图像（⽬标
图像）特征，如果是多个参考图
像（即few-shot模式)，那么所
有参考图像的特征进⾏平均

计算参考嵌⼊和场景（查询图像
嵌⼊）在每个（x,y）位置的绝对
差异，即L1范式

将差异值和查询图像嵌⼊进⾏拼
接

⽤1×1卷积法减少特征的数量

头部模块（与Mask R-CNN相
同)

RPN和ROI Pooling

分类头

⼆分类即可，分类匹配和不匹
配，即查询图像和提取的bbox是
否匹配

bbox回归头

Mask头 预测实例

JOINT CO-ATTENTION AND 
CO-RECONSTRUCTION 
REPRESENTATION LEARNING 
FOR ONE-SHOT OBJECT 
DETECTION

⽤于one-shot⽬标检测的联合共
同注意⼒和共同重构表示学习

定义

CoAR
co-attention and co- 
reconstruction结构

CoAE

co-attention and co-
excitation结构

HOCA
high-order co-attention ⾼阶
共同注意⼒

LRCR
low-rank co-reconstruction  
低秩共重构

模型（图1）

Faster R-CNN提取查询图像Q和
⽬标图像的特征

两个特征图被输⼊到HOCA模
块，获取⽬标-查询特征对的深
度共注意⼒相关图

⾸先设计⼀个⾼阶块来⽣成查询
和⽬标的多阶特征图

执⾏共同注意⼒： 余弦距离计算
查询和⽬标特征之间的语义相似
度（公式1）

融合上述不同阶数的相关图，得
到最终结果特征相关图（公式
2）

融合操作：拼接不同阶数的相关
图，然后接softmax，得到特征
相关图

特征相关图和原始的查询特征和
⽬标特征分别进⾏加和操作，得
到最新的特征

经过RPN⽹络得到查询图像和⽬
标图像的特征

拼接后放⼊LRCR模块

去除特征图中的噪声，从⽽获得
更准确的定位和分类

查询特征和⽬标特征拼接得到串
联特征

串联特征被送⼊卷积检测⽹络
Fcnn得到检测特征

低秩损失Lr (公式5） 使⽤核函数优化

分类和bbox回归 分类和回归损失

One-Shot Object Detection 
with Co-Attention and Co-
Excitation

使⽤共同注意⼒和共同激发的
one-shot⽬标检测

定义

代码：https://github.com/
timy90022/One-Shot-Object-
Detection

CoAE

Co-Attention and Co-
Excitation

使⽤⾮局部运算来探索每个查
询-⽬标对中所体现的共同注意
⼒，产⽣区域建议

制定了⼀个挤压和共同激发⽅
案，⾃适应地强调相关的特征通
道，发现⽬标对象

基于边际的ranking loss，隐含
地学习⼀个指标来预测区域提议
与基础查询的相似性

SCE squeeze-and-co-excitation 

模型

ResNet-50主⼲，提取查询图⽚
特征和⽬标图谱特征

执⾏共同注意⼒

考察RPN（区域提议⽹络）产⽣
的区域提议是否适合于one-shot
⽬标检测

以⽬标碎⽚为参考，对查询特征
进⾏⾮局部运算，得到查询特征
块，然后和原始查询特征求和，
得到加权后的查询特征（公式1）

以查询特征为参考，对⽬标碎⽚
进⾏⾮局部运算，得到⽬标碎⽚
块，然后和原⽬标碎⽚特征求
和，得到加权后的⽬标碎⽚特征
（公式2）

挤压和共同激发

挤压步骤⽤GAP（全局平均池）
对每个特征图进⾏空间总结

SCE共同激发探索⽬标特征和查
询特征之间的关联性（公式3）

RPN⽣成K个区域提议，这⾥K是
128

每个提议特征向量和查询特征拼
接，使⽤ranking loss 对区域提
议进⾏排名（公式5）

损失7：分类损失+回归损失
+ranking loss

FCOS： Fully Convolutional 
One-Stage Object Detection

FCOS: 完全卷积的单阶段⽬标检
测

定义

代码：https://github.com/
tianzhi0549/FCOS/

FCOS：Fully Convolutional 
One-Stage Object Detection

⽆anchor box

更简单、更少的超参数

BPR
最佳可能召回率，best possible 
recall 

模型(图2）

分类损失

直接将位置视为训练样本

FCOS可以利⽤尽可能多的前景
样本来训练回归器，对⽐基于
anchor的检测器，它们只考虑具
有⾜够⾼的IOU的anchor box与
ground truth box作为正样本

如果位置（x，y）落⼊任何⼀个
ground truth box，并且该位置
的类标签c是ground truth box的
类标签，则被视为正样本。否
则，它就是⼀个负样本

⼀个点落⼊了多个bounding 
box，那么它就被认为是⼀个模
糊的样本，只需选择⾯积最⼩的
bounding box作为其回归⽬标

回归损失

l∗、t∗、r∗和b∗是位置到
bounding box四边的距离 (图1
左）

ground truth box的重叠会导致
难以解决的模糊性，即重叠处的
位置应该回归哪个bounding 
box？

多级预测可以⼤⼤解决模糊问题
（图2的P3到P7), 不同层的特征
图

不同的特征级别之间共享头

中⼼度损失

抑制低质量的检测bounding 
boxes,公式3

远离中⼼位置的bbox的权重会降
低

TransformNet： Self-
supervised representation 
learning through predicting 
geometric transformations

TransformNet: 通过预测⼏何变
换进⾏⾃监督的表示学习

定义

使⽤⾃监督的⽅式进⾏预训练模
型，有助于下游任务学习

⼏何变换

图像完成，图像着⾊，通道预测

⾃编码进⾏重建数据

代码: https://github.com/
hashimsayed0/TransformNet

模型

训练⼀个CNN模型，预测图像是
⽤了哪种⼏何变换

测试模型： VGG16、NIN、
DensNet、ResNetV1和
ResnetV2

⼏何变换种类

旋转

仿射变换

翻译变换：将图像向左、向右、
向上或向下移动

剪切线性变换

缩放线性变换

⽔平翻转

随机亮度

随机缩放

Box2Mask: Box-supervised 
Instance Segmentation via 
Level-set Evolution

Box2Mask：通过⽔平集进化的
box监督实例分割

定义

使⽤box的标注，即⽬标检测的
⽅法代替实例分割的像素级标
注，⼤⼤节省了标注的时间成本

其它类似⽅法：MCG，CRF，
BoxInst, DiscoBox

IAD
实例感知解码器，instance-
aware decoder

模型

主⼲
作为特征编码器来提取基本特征

例如：Swin-Transformer

实例感知解码器

IAD通过核学习来嵌⼊每个实例
的特征，并根据输⼊实例的情况
动态地⽣成实例感知的mask图

基于CNN（图2左下）

采⽤SOLOv2中的动态卷积⽅法

内核学习⽹络
⾸先采⽤⼏个卷积层来嵌⼊实例
特征，并⽣成实例特有的内核Kij

像素解码器

采⽤特征⾦字塔⽹络（FPN）提
取多规模特征，在同⼀分辨率下
进⾏特征聚合，得到统⼀的特征
表示Fmask

内核Kij对Fmask特征进动作态卷
积，⽣成实例感知mask图

基于transformer

内核学习⽹络(图3b）
采⽤了⼀个transformer解码器来
计算N个实例感知的内核向量K

像素解码器

从主⼲⽹的输出中逐步上采样低
分辨率的特征，⽣成⾼分辨率的
mask特征Fmask

最终的实例感知mask图是Fmask 
和K的点乘运算

box级匹配模块

将⾼质量的mask样本分配为正
例, 将潜在的mask样本分配为正
例，⽽将其它部分分配为负例

基于CNN

每个mask map样本如果是正样
本，那么它的中⼼位置在ground 
truth bounding boxes的预设中
⼼区域

基于transformer

匹配的成本包括类别上的mask预
测和ground truth bounding 
boxes之间的类别和空间位置差
异

⽔平集进化模块

以⽣成仅有bounding boxes标注
的精确监督

在MumfordShah⽔平集模型
中，找到⼀个参数化的轮廓C来
描述实例的轮廓, 图像分割是通
过找到⼀个与c1和c2的⽔平集函
数φ（x，y）=0，使能量FCV最
⼩化来实现的。（公式3)

每个实例的⽔平集曲线在其相应
的bounding boxes标注中被反复
优化

End-to-End Object Detection 
with Adaptive Clustering 
Transformer

ACT⾃适应聚类transformer端到
端⽬标检测

定义

⽬标检测

视觉任务：为每个预定的⽬标预
测⼀组边界框和类别标签的任
务。

原型的特征：prototypes 
feature 有代表性的特征

DETR

Detection Transformer, End-
to-End Object Detection with 
Transformers 使⽤transformer
结果进⾏⽬标检测的任务

端到端的预测，不需要Faster-
RCNN中的锚点和区域建议

达到与Faster-RCNN等两阶段⽬
标检测相当的性能

单阶段one-stage YOLO,SSD

两阶段two-stage
RCNN、Fast RCNN, Faster 
RCNN

缺点：DETR需要⼤量的计算资
源⽤于训练和推理

编码器-解码器transformer框架

1. DETR使⽤深度残差⽹络
（ResNet）主⼲来提取特征

2. 添加位置编码，并输⼊到
transformer编码器

3. transformer解码器将学到的
少量固定数量的位置嵌⼊作为对
象query

4. DETR将解码器层的归⼀化输
出传递给前馈⽹络（FFN）

⽤Hungarian损失

ACT

使⽤位置敏感哈希（LSH）⾃适
应地对查询特征进⾏聚类，可以
将self-attention内部的⼆次O(N 
2)复杂度降低到O(N K)，其中K
是每层的原型数量

self-attention是对CV中的不同
区域间信息进⾏交互，⽽NLP则
是不同单词之间的交互

取代原始DETR框架中的self-
attention模块

ACT与原始transformer完全兼
容，因此不需要重新训练

通过多任务知识蒸馏（MultiTask 
Knowledge Distillation，
MTKD），ACT与原始
transformer之间的性能差距可以
进⼀步缩⼩。

LSH attention

Reformer中提出，局部敏感哈希
注意⼒,LOCALITY-SENSITIVE 
HASHING ATTENTION

DETR编码器注意⼒冗余

语义相似且空间相近的特征会产
⽣相似的注意⼒图

ACT将相似的查询特征聚在⼀
起，只根据聚类中的特征平均值
来计算代表性原型的key-query
注意⼒。

编码器特征的多样性

需要⾃适应性地确定原型的数量

设计⼀种⾃适应聚类算法，该算
法可以根据每幅图像和每层的特
征分布来聚类

⼀种多轮精确欧⽒位置敏感度哈
希（E2LSH）

模型结构ACT（图3）

编码器

1. ResNet模型被⽤来从输⼊图像
中提取2D特征

2. 位置编码模块使⽤不同频率的
正弦和余弦函数来编码空间信息

3. 传递给6层transformer编码器

每⼀层都有相同的结构，包括⼀
个8头的⾃注意⼒模块和⼀个FFN
模块

self-attention模块使⽤⾃适应聚
类的⽅法

对query进⾏聚类，筛选出原型
特征

1. 确定原型(prototype)：图4

位置敏感度哈希（LSH）来⾃适
应地聚合那些欧⽒距离⼩的查询

通过控制hashing函数的参数和
hashing轮数，我们让所有距离
⼩于ϵ的向量以⼤于p的概率落⼊
同⼀个hashing桶。

超参数L代表E2LSH的聚类时的
轮次，影响FLOPs L为24

超参数r代表hashing超平⾯的区
间，影响FLOPs 实验中r固定为8

2. 估算注意⼒输出

每组query都由⼀个原型代表, 因
此，只需要计算原型和键之间的
注意⼒图

注意⼒的计算(公式4，5，6）

解码器

1. 对象查询(query)： 解码器将
⼀⼩部分固定数量的学习过的位
置嵌⼊作为输⼊，即作为对象查
询

2. 解码器也有6层，每层包含⼀
个8头self-attention模块、⼀个
8头共同注意⼒模块和⼀个FFN模
块

3. 与编码器的输出产⽣交叉注意
⼒

预测 前馈⽹络（任务层）
预测⼀个检测 预测类别和bounding box

或预测⼀个 "⽆对象 "的类别

模型结构MTKD（图5）

Multi-Task Knowledge 
Distillation 多任务知识蒸馏

1. 图像特征将⾸先由预训练的
CNN主⼲提取

2. 提取的特征将被并⾏的传递到
ACT和原始transformer中

ACT结构和原始的transformer结
构作为2个任务

3. 损失是2部分（公式8）

ground truth标签和DETR预测之
间的原始损失

ACT和DETR的预测bounding 
box之间的L2距离最⼩之间的损
失

Few-Shot Object Detection: A 
Comprehensive Survey Few-shot⽬标检测综述

定义
Few-Shot Object Detection：
FSOD，少样本⽬标检测

分类

迁移学习(图9）

第⼀阶段：检测器是在基础类别
上训练的，之后，除了负责
bounding boxes回归和分类的
RoI头，所有检测器的权重都被冻
结

第⼆阶段：通过对基础类别和新
类别的最后⼏层进⾏微调，进⾏
迁移学习

元学习

元学习：模型的训练分为多个阶
段。

1. 模型使⽤基础数据进⾏训练

2. 采⽤episode训练⽅案，随机
抽取N个类别的K个训练例⼦的⼦
集进⾏训练，模型需要学习如何
根据输⼊的情况，对所呈现的类
别进⾏⼀般的区分。

双分⽀元学习(图4）

dual-branch meta learning

双分⽀结构由⼀个查询和⼀个⽀
持⽹络分⽀构成，即⽹络分别处
理两个输⼊（查询和⽀持图像）

查询和⽀持图像通过⼀个共享的
主⼲⽹被输⼊。⽀持特征通过全
局平均来汇集，并与查询特征聚
合

效果好于单分⽀元学习

示例：图3

聚合的形式

在区域提议⽹络之前或之后的聚
合

⽀持向量的查询特征的余弦相似
性或哈达玛德积

使⽤AttentionRPN或GenDet中
的卷积

注意⼒机制聚合，例如DANA，
IFC，ARRM，CoAE

transformer结构的多层聚合，例
如低级、中级和⾼级特征的聚合
可以提⾼性能

⼏个⽀持图像的聚合，例如对额
多个图像的⽀持特征进⾏平均作
为总的⽀持向量

代表性模型：Meta-DETR，
FCT，IFC，SQMG

单分⽀元学习（图7)

single-branch meta learning

查询和⽀持图像使⽤同⼀个⽹络

度量学习

Weakly Supervised Object 
Localization and Detection： A 
Survey 弱监督下的⽬标定位和检测综述

定义

WSL

Weakly Supervised learning: 弱
监督学习

使⽤少量弱标签的训练数据，减
轻⼤量的⼈⼒劳动来标注训练样
本

WSOD

weakly supervised object 
detection, 弱监督下的⽬标检测, 
基本等同于WSOL

WSOL
弱监督下的⽬标定位, weakly 
supervised object localization

WSAL
weakly supervised action 
localization，弱监督动作定位

MIL

Multi-Instance Learning,多示例
学习，多实例学习。思想：设想
有若⼲个⼈，每个⼈⼿上有⼀个
钥匙串(bag)，串有若⼲个钥匙
(instance)。已知某个钥匙串能
否打开特定的⼀扇⻔(training 
set)。我们的任务是要学习到哪
⼀串钥匙串能打开这扇⻔，以及
哪个钥匙能打开这扇⻔。

模型

经典模型（表1,2,3）
使⽤的⽅法：DPM, SVM, HOG, 
SIFT等

现成的深度模型（表4）

使⽤预训练好的模型，例如
DeCAF，AlexNet，它们获取的
特征代替经典模型提取的特征

深度弱监督学习

单⽹络（表7）

⽤⼀个单⼀的深度神经⽹络设计
的，使⽤训练图像（或与提取的
⽬标建议⼀起）作为输⼊，图像
级别的分类标签作为输出。

多⽹络（表8）

通常训练⼀个⽹络来挖掘初始⽬
标区域，另⼀个⽹络⽤于MIL框
架下的检测任务。

Deep Learning for Weakly-
Supervised Object Detection 
and Object Localization： A 
Survey

弱监督下的⽬标检测和⽬标定位
的深度学习综述

定义 FSOD
完全监督下的⽬标检测，Fully-
Supervised Object Detection

模型 框架分类（表1）

MIL-based,multiple instances 
learning,多实例学习框架，检测
⽹络预测图像中的多个实例时 

提议⽣成器

选择性搜索（SS），Selective 
search

利⽤穷举搜索和分割的优势来⽣
成初始建议

边缘框（EB），Edge boxes 使⽤对象的边缘来⽣成建议

滑动窗⼝（SW），Sliding 
window

表示特征图的每个点都对应于原
始图像相对位置的⼀个或多个提
议

主⼲
ImageNet, AlexNet, VGG16, 
GoogLeNet, ResNet, SENet

检测头
分类流 分类流预测每个提案的类别

定位流 bbox位置

例如：WSDDN，OICR，
SDCN，ICMWSD

CAM框架, 检测⽹络只预测图像
中的单⼀实例时，它被认为是⼀
个⽬标定位问题

主⼲

分类器

设计⽤来对图像进⾏分类，其中
包括⼀个全局平均池（GAP）层
和⼀个全连接层

类激活图
使⽤简单的分割技术来定位对象
实例

例如：CAM，WCCN，ACoL

数据集
PASCAL VOC , MSCOCO, 
ILSVRC, 或CUB-200

End-to-end weakly-
supervised semantic alignment 端到端弱监督语义匹配

定义

RANSAC

RAndom SAmple Consensus，
随机采样⼀致

从⼀组含有“外点”(outliers)的数
据中正确估计数学模型参数的迭
代算法

“外点”⼀般指的的数据中的噪
声，⽐如说匹配中的误匹配和估
计曲线中的离群点

RANSAC也是⼀种“外点”检测算
法。RANSAC算法是⼀种不确定
算法，它只能在⼀种概率下产⽣
结果，并且这个概率会随着迭代
次数的增加⽽加⼤

对于RANSAC算法来说⼀个基本
的假设就是数据是由“内点”和
“外点”组成的。“内点”就是组成
模型参数的数据，“外点”就是不
适合模型的数据。

inliner

样本中包含正确数据(inliers，可
以被模型描述的数据)

图3a，例如在距离直线⼀定范围
内的点，就是内点

内点

outliers

异常数据，偏离正常范围很远、
⽆法适应数学模型的数据)，即数
据集中含有噪声

外点

soft inlier

根据⼏何上⼀致的对应关系计算
对⻬的质量的评分

内点是离散的，不可微的，提出
⼀个扩展，即Soft-inlier 
count，软内点计数，它不是对
稀疏的匹配点集进⾏计数，⽽是
对所有可能的匹配点的匹配分数
进⾏加总。

软内点

模型（图2）

特征提取

具有共享权重的完全卷积特征提
取CNN分⽀提取源图像和⽬标图
像的特征

特征匹配

计算输⼊和输出图像中局部特征
之间的所有成对相似性，或匹配
分数s

⼏何变换估计
匹配分数进⾏利⽤回归CNN进⾏
⼏何变换

软内点计数

公式6，每个⽹格的匹配分数*内
点，内点的距离阈值对于数据集
PF-PASCAL来说是0.1

Disentangle Your Dense 
Object Detector 解耦的密集⽬标检测器

定义

代码： https://github.com/
zehuichen123/DDOD

DDOD
Disentangled Dense Object 
Detector

密集⽬标检测器组成

主⼲⽹络

通常在ImageNet上进⾏预训练，
从输⼊图像中提取有⽤的特征，
并输出多规模特征图以检测不同
规模的⽬标

特征⾦字塔⽹络（FPN）

通过特征融合进⼀步改进多规模
特征图，其中阴影特征由更深层
的⾼级语义特征推动

检测头

通常包含两个分⽀，在输⼊特征
图的每个anchor输出相应的分类
和bounding boxes回归结果

本⽂改进

标签分配解耦

只有在分类头中被指定为正例的
样本才被⽤来训练回归头

为分类和回归设计了解耦的标签
赋值器

能够为这两个分⽀分别挑选出最
合适的训练集

空间特征对⻬解耦

分类和回归共享相同的输⼊特征
和平⾏头架构定义的计算域

这两个任务有不同的偏好：分类
需要具有丰富语义信息的区域，
⽽回归则更喜欢关注边缘部分。
因此，相同的感受区不能保证最
佳性能

⼀个基于可变形卷积的⾃适应特
征解耦模块，以⾃动参加有利于
分类和回归的不同特征

⾦字塔监督解耦

在计算损失时，分布在不同特征
⾦字塔层的样本被平等对待

设计了⼀个新的重新加权机制，
根据每层的正样本，⾃适应地调
整不同FPN层的监督幅度

模型(图3）

标签分配解耦(公式1） 锚的预测质量的衡量Ci

空间特征解耦（公式2）

特征图𝐹上的每个位置𝑝𝑖根据偏移

量区分不同的任务

⾦字塔式监督解耦（公式3）

直接选择样本的数量作为指标来
表示我们在训练期间是否应该降
低/提⾼监督的权重

每层的损失乘以的权重系数不同

Towards Real-World Blind 
Face Restoration with 
Generative Facial Prior

利⽤⽣成性⾯部先验实现现实世
界的模糊⾯部修复

定义

 https://github.com/
TencentARC/GFPGAN

GFP

Generative Facial Prior

⽣成性⾯部先验

⽣成性⾯部先验（Generative 
Facial Prior）是指通过对⾯部特
征进⾏统计分析和建模，从⽽获
得对⾯部外观的先验知识。这种
先验知识可以⽤于⽣成逼真的⾯
部图像、识别和跟踪⼈脸，以及
解决其他与⾯部相关的计算机视
觉问题。

Channel-Split Spatial Feature 
Transform (CS-SFT) 

是⼀种基于通道分离的空间特征
转换⽅法，⽤于处理图像数据。
这种⽅法可以有效地提取图像的
局部特征，从⽽提⾼图像的分类
或识别准确性。

在 CS-SFT ⽅法中，输⼊图像⾸
先通过卷积神经⽹络（CNN）进
⾏特征提取。然后，对特征图进
⾏通道分离处理，将每个通道的
特征图分成多个⼦图，并在每个
⼦图中应⽤不同的空间变换（例
如旋转、平移、缩放等）。在应
⽤变换后，将⼦图重新组合成特
征图，并将其输⼊到后续的分类
器中进⾏分类。
通过这种⽅式，CS-SFT ⽅法可
以捕捉到输⼊图像的更丰富的局
部特征，并提⾼图像分类的准确
性。

LPIPS

是⼀种⽤于⽐较图像之间相似度
的指标，它代表了“感知上的图
像距离”。LPIPS是全称为
Learned Perceptual Image 
Patch Similarity的缩写，指的是
使⽤深度学习算法学习图像感知
上的距离度量，从⽽衡量两个图
像之间的相似程度。

LPIPS指标是基于VGG⽹络的特
征提取层构建的，它将输⼊的两
个图像通过特征提取层并获得两
个图像的特征表示，然后对两个
特征表示之间的距离进⾏计算，
最终得到两个图像之间的LPIPS
距离。

与传统的图像相似度指标（如
PSNR和SSIM）不同，LPIPS指
标是基于深度学习算法学习得到
的模型进⾏计算的，因此可以更
好地反映⼈类视觉感知的差异。
在图像⽣成、超分辨率、图像修
复等计算机视觉任务中，LPIPS
指标被⼴泛应⽤于衡量⽣成图像
与真实图像之间的相似度。

FID

FID指标基于统计学中的Fréchet
距离，它通过在潜空间中提取真
实图像集和⽣成图像集的特征表
示，计算它们之间的Fréchet距
离来衡量两个图像集之间的相似
性。这种距离度量⽅法可以更好
地反映⽣成图像和真实图像之间
的差异。

具体来说，FID指标使⽤在预训
练的Inception⽹络的中间层（通
常是pool3层）提取真实图像集
和⽣成图像集的特征表示，然后
通过计算它们之间的Fréchet距
离来衡量两个图像集之间的相似
度。FID越⼩，表示⽣成图像集
和真实图像集之间的差异越⼩，
因此⽣成模型的质量也越好。

FID指标已经被⼴泛⽤于评估⽣
成模型的质量，例如在GANs
（⽣成对抗⽹络）和VAE（变分
⾃编码器）等模型的优化中，
FID指标被作为⼀个重要的训练
⽬标来优化模型的⽣成能⼒。

（Fréchet Inception Distance）
指标是⽤于评估两个图像集之间
差异的指标，常⽤于评估⽣成模
型的质量。

NIQE

NIQE（Natural Image Quality 
Evaluator）指标是⽤于评估数字
图像质量的指标之⼀，它是⼀种
基于⾃然图像的⽆参考图像质量
评估⽅法。

NIQE指标利⽤了⾃然图像的统计
学特征，例如图像的对⽐度、锐
度、颜⾊饱和度、纹理等等，来
对数字图像的质量进⾏评估。具
体来说，NIQE指标⾸先使⽤⼩波
变换将输⼊图像分解成多个尺
度，然后对每个尺度的⼦带图像
计算其不同的统计学特征。最
后，这些特征被组合成⼀个综合
的质量评分，表示图像的质量。
与其他常⻅的图像质量评估指标
（如PSNR和SSIM）不同，NIQE
指标不需要参考图像，因此可以
适⽤于实际应⽤中的许多场景。
NIQE指标已经被⼴泛⽤于图像编
解码器的性能评估、图像去噪和
增强等任务中，它对于优化图像
质量具有重要意义

PSNR

PSNR（Peak Signal-to-Noise 
Ratio）指标是⽤于衡量图像或视
频质量的⼀种常⽤指标。PSNR
通常⽤于⽐较两幅图像或视频序
列之间的相似度，并衡量重构图
像或视频与原始图像或视频之间
的误差。

PSNR是通过计算峰值信噪⽐
（Peak Signal-to-Noise 
Ratio）来衡量两幅图像之间的相
似度。峰值信噪⽐是指峰值信号
功率与峰值信号与噪声的平均功
率之⽐，通常以分⻉（dB）为单
位表示。

PSNR值越⼤表示重构图像与原
始图像之间的差异越⼩，因此可
以作为⼀种量化图像质量的指
标。但是，PSNR也有其局限
性，它只考虑像素之间的差异，
⽽忽略了图像的视觉感知特征。
因此，在某些情况下，其他指标
（如SSIM和LPIPS）可能更适合
衡量图像质量。

SSIM

是⼀种⽤于衡量图像或视频质量
的指标，它被⼴泛应⽤于图像处
理和计算机视觉领域。
SSIM指标通过计算原始图像和重
构图像之间的结构相似性来衡量
图像质量。具体来说，SSIM指标
将图像分成⼩的块，在每个块内
计算其亮度、对⽐度和结构相似
性，然后将这些值加权求和，得
到⼀个综合的相似度分数。

亮度相似性和对⽐度相似性分别
⽤于衡量两幅图像的亮度和对⽐
度差异。结构相似性⽤于衡量两
幅图像的结构信息的相似程度，
包括纹理、形状等。

SSIM指标的取值范围在0到1之
间，值越⼤表示两幅图像之间的
相似度越⾼，因此可以作为⼀种
量化图像质量的指标。与PSNR
指标相⽐，SSIM指标考虑了图像
的视觉感知特征，因此在某些情
况下，SSIM指标可能更适合衡量
图像质量。

模型

退化消除模块（U-Net）

去除复杂的退化，并提取两种特
征

将输⼊图像映射到StyleGAN2中
最接近的潜在代码

多分辨率空间特征，⽤于调制
StyleGAN2特征

Unet优点
1）增加⼤⾯积模糊消除的感受
野，2）产⽣多分辨率特征

预训练的⼈脸GAN（如
StyleGAN）

CS-SFT

为空间上的特征调制⽣成仿射变
换参数

CS-SFT享有直接纳⼊先验信息
和通过输⼊图像进⾏有效调制的
好处，从⽽在纹理的忠实度和保
真度之间实现了良好的平衡。此
外，CS-SFT还可以降低复杂
性，因为它需要较少的调制通道

损失

重建损失，约束输出yˆ接近
ground truth y

对抗性损失，恢复现实纹理

提议的⾯部成分损失，进⼀步加
强⾯部细节 判别性损失，特征⻛格损失

保存身份的损失

采⽤预训练好的⼈脸识别
ArcFace[10]模型，该模型可以捕
捉到身份识别中最突出的特征。

One-Shot Object Affordance 
Detection in the Wild 

原⽣环境中的one-shot⽬标操作
检测 

定义

OSAD

One-Shot Object Affordance 
Detection

是指在仅给出⼀个样本的情况
下，学习预测图像中物体的操作
（affordance）能⼒。其中，操
作指物体能够提供的使⽤⽅式，
例如物体的抓取、打开等操作。
在⼀些智能机器⼈、⾃动化仓库
等应⽤场景中，对物体的操作能
⼒进⾏准确识别是⾮常关键的。

Affordance: 操作，可⻅性，承
受⼒，

描述了如何直接感知环境中⽬标
的内在 "价值 "和 "意义"，并解
释了这种信息如何与环境提供给
⽣⽬标的动作可能性相联系

例如：沙发可以⽤来坐或躺，⼿
机既能打电话⼜能拍照

代码
https://github.com/lhc1224/
OSAD_Net

PADv2数据集

包含3万张图像，涵盖了39个承
受⼒类别和103个具有更复杂场
景的⽬标类别

包括像素级的操作mask标签、深
度信息标注、⼈/⽬标的
bounding boxes标注以及⽀持图
像中的⼈的姿势标注

视觉操作

分为操作分类、操作检测和操作
推理

操作物分类是预测输⼊图像的操
作物类别

⼀个⽬标可能有多种承受⼒，同
⼀承受⼒可能涵盖多个不同的⽬
标类别。

即查询集Q和⽀持集S

action purpose learning (APL) 

Action Purpose Learning (APL) 
是⼀种机器学习⽅法，旨在让机
器代理⼈能够通过⾃主探索环境
来学习物体的操作⽬的（action 
purpose），以更加智能地执⾏
任务。

具体来说，APL的⽬标是在没有
⼈类⼲预的情况下，通过机器⾃
主的实验和探索，学习到物体不
同的操作⽬的，即不同的动作会
对物体产⽣什么影响，例如捏、
拧、推等操作。在这个过程中，
机器需要通过不断尝试不同的动
作，观察物体的反馈，从⽽得出
不同的操作⽬的，并将其整合到
⾃⼰的知识库中。

APL常常与深度强化学习（Deep 
Reinforcement Learning，
DRL）相结合，使⽤DRL中的价
值函数和策略来指导机器在探索
过程中的⾏为决策。通过不断优
化价值函数和策略，机器可以逐
步提⾼⾃⼰的探索效率和学习效
果。

APL可以应⽤于多种场景，如智
能机器⼈、⾃动化仓库、智能家
居等领域。该⽅法的主要优势在
于能够让机器代理⼈更好地理解
环境和任务，以更⾼效、更智能
地执⾏各种操作任务。

mixture purpose transfer 
(MPT) 

Mixture Purpose Transfer 
(MPT) 是⼀种机器学习⽅法，⽤
于将物体的不同操作⽬的
（purpose）从⼀个物体转移到
另⼀个物体。这种⽅法旨在解决
在现实世界中，物体种类繁多，
⽽⼈类往往需要将已经学会的⼀
种操作⽬的转移到其他物体上的
问题。

具体来说，MPT通过对⼤量物体
操作数据集的学习，能够学习到
物体的操作⽬的，即不同的动作
会对物体产⽣什么影响。同时，
MPT还能够在不同的物体之间进
⾏操作⽬的的转移，即将已经学
习到的某个操作⽬的从⼀个物体
转移到另⼀个物体上，从⽽使机
器能够更快地学会新的操作⽬
的。

MPT的核⼼思想是将不同物体的
操作⽬的表示为概率分布的形
式，然后使⽤混合⾼斯模型
（Mixture of Gaussians 
Model）来建模这些概率分布。
具体来说，通过使⽤混合⾼斯模
型，可以将不同物体的操作⽬的
分布表示为多个⾼斯分布的混
合，从⽽能够更好地描述物体的
操作⽬的。当需要将操作⽬的从
⼀个物体转移到另⼀个物体时，
可以使⽤该模型来计算两个物体
的操作⽬的分布之间的距离，并
将其作为转移损失（transfer 
loss）进⾏优化。

densely collaborative 
enhancement (DCE)

Densely Collaborative 
Enhancement (DCE)是⼀种计算
机视觉中的⽅法，主要⽤于图像
增强。它是⼀种基于深度学习的
图像增强算法，能够显著提⾼图
像的质量，包括对⽐度、饱和
度、清晰度和细节等⽅⾯。

DCE的核⼼思想是使⽤密集的协
作机制来进⾏图像增强。具体来
说，DCE包含三个关键的组成部
分：低层次增强⽹络、⾼层次增
强⽹络和协作机制。低层次增强
⽹络⽤于提取图像中的低层次特
征，如边缘和纹理等；⾼层次增
强⽹络则⽤于提取图像中的⾼层
次特征，如语义信息和对象边界
等。协作机制则通过将这两个⽹
络进⾏密集的协作，从⽽得到更
准确和更全⾯的图像增强结果。

具体来说，在DCE中，低层次增
强⽹络和⾼层次增强⽹络通过多
个注意⼒机制进⾏交互。低层次
增强⽹络通过向⾼层次增强⽹络
提供关键的特征信息来引导其学
习更准确的特征表示；⽽⾼层次
增强⽹络则通过向低层次增强⽹
络传递更⾼级别的语义信息，以
帮助其更好地提取低层次特征。
通过这种密集的协作机制，DCE
能够充分利⽤图像中的各种特
征，从⽽实现更好的图像增强效
果

Content-based Image Re- 
trieval，CBIR

基于内容的图像检索

通过分析其视觉内容，在⼴泛的
图像集合中搜索语义匹配或外观
相似的图像，给定⼀个描述⽤户
意图的查询图像。例如搜索引擎
（图像搜索）和在线购物平台
（产品检索）。

模型（图3）

1）⾸先使⽤Resnet50来提取⽀
持图像和查询图像的特征

动作⽬的学习

以⼀张图⽚作为⽀持，以⼀组图
⽚作为查询,⽹络⾸先通过动作⽬
的学习（APL）模块从⽀持图⽚
中捕捉到⼈与⽬标的互动，以编
码动作⽬的。

2）⽀持特征、⼈和⽬标的
bounding boxes以及⼈的姿势被
送⼊APL模块以获得⼈类动作⽬
的特征

⼈的动作⽬的三个线索

⼈的姿势、⼈和⽬标的相对位置
以及⽬标外观的属性

例如，⾃⾏⻋轮⼦可以让我们联
想到 "推"，⽽⾃⾏⻋的结构提供
了 "骑 "的操作，

⼈和⽬标的相对位置，如上下或
左右，可以⽤来判断它是⼀辆⾃
⾏⻋还是⼀辆⼿推⻋。

⼈的姿势也为推理⼈的动作⽬的
提供了必要的线索，例如，⼀个
⼈的腿是弯曲的还是伸直的，可
以确定这个动作是骑⻋还是推
⼈。

混合⽬的迁移

设计了⼀个混合⽬的迁移
（MPT）模块，利⽤动作⽬的的
编码来激活查询图像中具有共同
操作的特征

3）⼈的动作⽬的特征和查询图
像特征被送到MPT模块，将⼈的
动作⽬的迁移到查询图像中，并
激活查询图像中具有⽬标承受⼒
的⽬标区域。

密集协作增强

引⼊密集协作增强（DCE）模
块，以捕捉具有相同承受⼒的⽬
标之间的内在关系，并抑制与动
作⽬的⽆关的背景

4）MPT的输出被送⼊DCE模
块，以学习相同操作的⽬标之间
的共性，并使⽤协作学习策略抑
制不相关的背景区域

5）最后，增强的特征被送⼊解
码器以获得检测结果。

Deep Learning for Instance 
Retrieval： A Survey 综述：实例检索的深度学习

定义

CBIR：Content Based Image 
Retrieval 

基于内容的图像检索

是指通过分析视觉内容（颜⾊、
纹理、形状、⽬标等），在图像
库中搜索相关图像的问题

分类

Category level Image Retrieval 
(CIR) 类别级图像检索

CIR的⽬标是找到与查询相同类
别（如狗、汽⻋）的任意图像代
表

Instance level Image Retrieval 
(IIR) 实例级图像检索

在IIR任务中，给出了⼀个特定实
例的查询图像（如埃菲尔铁塔、
我邻居的狗），⽬标是找到包含
同⼀实例的图像

这些图像可能是在不同的条件下
拍摄的，如不同的成像距离、观
察⻆度、背景、照明和天⽓条件

关键点：

在数百万图⽚中寻找，那么搜索
效率和准确率很重要

准确性

不变性挑战：图像中的实例可能
会被旋转、平移或缩放，因此最
终的特征会受到这些转换的影
响，检索的准确性也会下降

分⼼挑战：IIR系统可能需要只关
注某个⽬标，甚⾄只关注⼀⼩部
分。DCNN可能会受到图像杂波
或背景的影响

判别性的挑战:⽤于IIR的深层特征
需要尽可能地具有判别性，以区
分具有微⼩差异的实例，这导致
了对特征处理的许多探索

微调的挑战:DCNN可以作为强⼤
的提取器进⾏微调，以捕捉实例
之间精细的语义区别

搜索效率

发展

机器学习时代：特征⼯程，例
如：SIFT，Bag of visual Words
（BoW）

深度神经⽹络

模型(图2)

深度特征提取

前馈⽹络结构

单通道
将整个图像送⼊⼀个现成的模型
来提取特征

多通道
将整个图像⽣成若⼲个碎⽚，然
后送⼊⽹络

深度特征选择
全连接的层中提取

选择⼀个全连接层作为全局特征
提取器

从卷积层中提取 使⽤卷积层作为特征提取器

特征融合策略

层级融合
⼀个深度⽹络中融合多个全连接
或卷积层

模型级融合

模型内融合表明多个深度模型具
有相似或⾼度兼容的结构，  例
如VGG-16和VGG-19被融合

模型间融合涉及具有不同结构的
模型

嵌⼊和聚合，特征检索

全局特征匹配

例如BoW、VLAD、FV等

尽管⽤全局特征进⾏匹配对于特
征提取和相似性计算都有很⾼的
效率，但全局特征与空间验证和
对应估计不兼容，⽽空间验证和
对应估计是实例级检索任务的重
要程序

局部特征匹配

局部特征匹配是通过总结所有单
个局部特征的相似性来评估的
（即多对多匹配）

局部特征的⼀个重要⽅⾯是检测
图像中某个实例的关键点，然后
将检测到的关键点描述为⼀组局
部描述符

detect-then-describe：检测-
然后描述

图像中感兴趣的区域可以通过使
⽤区域建议⽹络（RPNs）来检
测

提取的关键点周围的粗略区域被
送⼊DCNN，然后进⾏特征描述

describe-then-detect：描述-
然后检测

可以根据⽬标选择卷积特征图上
的区域来获得⼀组局部特征

然后将特征图的局部最⼤值检测
为关键点

这种选择关键点的⽅法更有利于
实现计算效率

注意⼒机制
被看作是⼀种特征聚合，其⽬的
是突出最相关的特征部分

主要⽬的是进⼀步促进特征的判
别性

模型微调

有监督微调 分类损失（图7）

分类，相似性，ranking Loss

Siamese⽹络 输⼊图像与正⾯或负样本配对

Triple Loss
锚定图像与相似和不相似的样本
配对

成对ranking loss不能有效地学
习样本之间的变化，⽽且如果训
练集的排序不正确，仍然会有较
弱的概括能⼒。因此，成对
ranking loss需要仔细的样本挖
掘和加权策略，以获得信息量最
⼤的配对，特别是在考虑mini-
batch的时候。常⽤的是困难负
样本式挖掘策略。

⽆监督微调

流形学习挖掘特征间的相关性:  
Manifold Learning

Manifold Learning（流形学习）
是⼀种机器学习技术，⽤于从⾼
维数据中发现低维结构。在现实
世界中，数据往往是⾼维的，例
如图像和语⾳信号等。Manifold 
Learning的⽬标是发现这些⾼维
数据中的内在结构和关系，然后
将其转换为低维空间，以便于可
视化和分析。

Manifold Learning的核⼼思想是
假设⾼维数据分布在⼀个低维流
形上。这个低维流形可以被看作
是数据的内在结构，其中相邻的
数据点距离很近，⽽远离的数据
点距离很远。Manifold Learning
的任务是通过寻找这个低维流
形，从⽽捕获数据的内在结构。

Manifold Learning⽅法通常有两
个步骤：⾸先是构建数据的邻域
图，然后是通过嵌⼊算法将邻域
图映射到低维空间中。构建邻域
图的⽅法可以是基于距离的⽅
法，如K近邻⽅法，或者基于相
似性的⽅法，如局部线性嵌⼊⽅
法。嵌⼊算法的⽬标是将⾼维数
据映射到低维空间中，并保持数
据点之间的相对距离不变。

Manifold Learning在许多应⽤领
域都有⼴泛的应⽤，如图像处
理、语⾳处理、数据可视化等。
它不仅可以⽤于探索数据的内在
结构，还可以⽤于特征提取、数
据降维、异常检测等任务。

聚类技术 通过k-means

数据集

UKBench

这个数据集有2,550组图像，每
组有四张来⾃不同视⻆或光照条
件的同⼀⽬标的图像

Oxford-5k

由11座⽜津建筑的5,062张图⽚组
成:每个建筑都与五个⼿绘的
bounding boxes查询相关

Paris-6k 包括6,412张图像

INSTRE
250个不同⽬标类别的28,543张
图像组成

⾕歌地标数据集

Instance-level Image Retrieval 
using Reranking Transformers

使⽤重新排序的transformer进⾏
实例级图像检索

定义

代码
http://github.com/uvavision/
RerankingTransformer

实例级图像检索Instance-level 
image retrieval

在⼤型数据库中搜索与查询图像
中的对象相匹配的图像的任务

例如，给定⼀个包含埃菲尔铁塔
的查询图像，实例级图像检索系
统应该能够返回数据库中其他包
含埃菲尔铁塔的图像

RRTs：Reranking 
Transformers 重新排序的transformer

ASMK：aggregated selective 
match kernels 

是⼀种⽤于图像检索的⽅法。它
的基本思想是先将图像分割成若
⼲个单元（cell），然后对每个
单元内的局部特征进⾏聚类，得
到⼀组视觉词（visual 
words）。然后，对每个视觉词
计算其与查询图像中的局部特征
之间的相似度，并使⽤⼀个选择
性函数（selective function）来
过滤掉不相关或冗余的匹配。最
后，将每个单元内的相似度向量
进⾏加权平均，得到⼀个全局的
图像描述符。ASMK⽅法可以有
效地提⾼检索精度和速度，并且
可以处理不同尺度和变换的图
像。

优点 只有220万个参数，参数量很⼩

模型

模型输⼊（公式1)

CLS + f(xg): 图⽚1的全局表示 + 
f(xl1) + …f(xlL) ;图⽚1的L个局部
表示 + SEP + 图⽚2的全局表示 
+ 图⽚2的L个局部表示

公式2，类似BERT模型，也加上
segment和位置嵌⼊

模型被训练为优化⼆分类交叉熵
损失，1代表2个图⽚是同⼀个物
体，0代表不是

数据增强

Mosaic数据增强⼏张图⽚拼接成⼀起

Copy paste数据增强
⼏个⽬标检测的⽬标和到⼀张图
像中

Random affine仿射变换
随机旋转、平移、缩放、错切操
作

MixUp数据增强
就是调整透明度两张图像叠加在
⼀起

HSV随机增强图像旋转、平移、缩放、错切

随机⽔平翻转

Cutout数据增强
训练时随机把图⽚的⼀部分减
掉，⽤灰度填充

基础知识

ROI

region of interest,感兴趣区域

https://docs.opencv.org/3.4/
js_basic_ops_roi.html

是来⾃原始图像的建议区域

RoI池化的3种⽅式

RoI Pooling

https://
towardsdatascience.com/
understanding-region-of-
interest-part-1-roi-pooling-
e4f5dd65bb44

 RoI 映射到特征图上时，需要对
RoI进⾏缩放，但是缩放到特征图
上的过程会由于⽆法整除，会有
精度损失，所以就有了3种RoI⽅
式

效果差，会有精度损失

RoI Pooling 有⼀个主要问题。
它在这个过程中丢失了很多数据

RoI Align

https://
towardsdatascience.com/
understanding-region-of-
interest-part-2-roi-align-
and-roi-warp-f795196fc193

效果最好

使⽤双线性插值法，不会有数据
丢失

RoI Warp效果⽐较差

FPN

https://arxiv.org/pdf/
1612.03144.pdf

特征⾦字塔Feature Pyramid

图像⾦字塔: ⽣成不同尺⼨的图
⽚，每张图⽚⽣成不同的特征，
分别进⾏预测，最后统计所有尺
⼨的预测结果。

使⽤不同层次的⾦字塔层feature 
map进⾏预测。

SSD就是采⽤这种多尺度特征融
合⽅法，从⽹络不同层抽取不同
尺⼨的特征做预测，没有增加额
外的计算量

特征⾦字塔⽹络Feature 
Pyramid Networks

对最底层的特征进⾏向上采样，
并与该底层特征进⾏融合，得到
⾼分辨率、强语义的特征（即加
强了特征的提取）。

Anchor

anchor是⼀种被⽤来进⾏⽬标检
测的⼀种技术。anchor通常被⽤
于锚定图像中物体的位置。

Anchor技术最早被⽤于Faster 
R-CNN⽬标检测算法中，后来也
被应⽤到其他⽬标检测算法中。
通过使⽤Anchor技术，可以⼤⼤
减少⽬标检测算法中的计算量，
提⾼检测的速度和准确性。

Anchor通常是⼀个固定⼤⼩的矩
形框，在图像中的不同位置和尺
度上被放置。这些框可以覆盖图
像中的所有可能出现的物体，并
且每个框被标记为包含⽬标物体
或不包含⽬标物体。在⽬标检测
的训练过程中，算法会学习如何
调整这些框以更准确地适应⽬标
物体的位置和⼤⼩。

anchor-free

anchor-free指的是⼀类不需要
预定义锚框（anchor）的⽬标检
测⽅法

Anchor-free⽬标检测⽅法的优
点是可以减少训练和推断过程中
的计算量，并且能够更好地适应
不同⼤⼩和形状的⽬标。缺点是
相对于传统的基于锚框的⽬标检
测⽅法，其检测准确率有⼀定的
下降。

anchor-free⽬标检测⽅法的核
⼼思想是在输⼊图像中密集地采
样⼀些候选区域，然后对这些候
选区域进⾏分类和回归，以确定
⽬标位置和⼤⼩。这些候选区域
可以采⽤多种⽅式⽣成，例如使
⽤密集采样或者基于⽹络特征⽣
成。与锚框相⽐，候选区域更加
⾃适应，可以更好地适应⽬标的
不同形状和⼤⼩。

rotated box

⽬标检测中的标注框通常可以是
倾斜的，这类标注框被称为“旋
转框”或“斜框”（rotated 
box）。相对于传统的垂直矩形
框，旋转框能够更好地适应斜着
的⽬标，例如⽂本、道路标识
等。

旋转框通常由四个坐标点、旋转
⻆度和宽⾼等属性构成。与矩形
框相⽐，旋转框的坐标点和旋转
⻆度需要进⾏额外的计算和处
理。在⽬标检测的训练和评估过
程中，需要对旋转框进⾏合理的
编码和解码操作，以保证检测精
度和效率。
需要注意的是，使⽤旋转框进⾏
⽬标检测时，可能需要对⼀些传
统的检测算法进⾏修改或重新设
计。

Dense Detector

密集型检测器（Dense 
Detector）是⼀种能够在图像或
视频中对⽬标进⾏⾼效、准确检
测的算法。相对于传统的⽬标检
测算法，如R-CNN、Faster R-
CNN等，密集型检测器不需要预
先选取⼀些候选区域，⽽是直接
在图像或视频的每个位置上进⾏
⽬标检测。

密集型检测器的核⼼思想是在图
像或视频的每个位置上应⽤⼀个
特征提取⽹络，并通过滑动窗⼝
等⽅式⽣成多个不同⼤⼩和⽐例
的候选框，然后对这些候选框进
⾏分类和回归，以确定⽬标的位
置和类别。由于需要对每个位置
进⾏检测，密集型检测器的计算
量较⼤，但相应地可以检测到更
多的⽬标，尤其是⼩⽬标和密集
分布的⽬标。

常⻅的密集型检测器包括YOLO
（You Only Look Once）、
RetinaNet、CornerNet等。这些
算法通常采⽤卷积神经⽹络
（CNN）进⾏特征提取和分类，
通过对⽹络结构、训练⽅法等⽅
⾯的优化，取得了较好的检测效
果和速度。

任务类型

⼈脸识别 face recognition

图⽚分类

⼀张图像中是否包含某种物体

CNN, AlexNet, ZFNet
（2013）、GoogleNet
（2014）、VGGNet（2014）、
ResNet（2015）以及DenseNet
（2016）

⽬标检测

从图像中输出单个⽬标的
Bounding Box（边框）以及标签

R-CNN，Fast R-CNN，
YOLO、SSD以及R-FCN，
YOLOv7

https://tse3-mm.cn.bing.net/
th/id/OIP-C.sY3X0gdXPfXC2-
LgAZIYTgHaFZ?
w=210&h=180&c=7&r=0&o=5&
dpr=2&pid=1.7

语义分割

Semantic Segmentation

将整个图像分成像素组，然后对
其进⾏标记和分类。语⾔分割试
图在语义上理解图像中每个像素
的⻆⾊

语义分割是⽬标检测更进阶的任
务，⽬标检测只需要框出每个⽬
标的bbox

实例分割

https://ts1.cn.mm.bing.net/th/
id/R-
C.17c8a8cf0950fb37d6e979ad
a46b0a3b?
rik=qlgajLz79Ja%2bpA&riu=htt
p%3a%2f%2fwww.uml.org.cn
%2fai%2fimages%2f20190124
22.png&ehk=zwQBP%2b1lNRX
gxKIzk1MpBpcEoUNhfzm43Fm
jD2rU5Tw%3d&risl=&pid=Img
Raw&r=0

物体分割不仅需要对图像中不同
的对象进⾏分类，⽽且还需要确
定它们之间的界限、差异和关
系，是语义分割的升级

⾏为识别

找出⼈体部位的⽅向和构型

https://ts1.cn.mm.bing.net/th/
id/R-
C.f27c555b41eec30d1a68e1b9
50b2f695?
rik=YeZoTYSgKYlRag&riu=http
%3a%2f%2fwww.cdcbj.com%
2fai%2fimages%2fdajia.png&e
hk=aQmRRBY9gnkLfH4cJjqvy
Zd2xCsP6ZBY90eT93lA0hM%
3d&risl=&pid=ImgRaw&r=0&sr
es=1&sresct=1

⼈体姿势估计

⽬标跟踪

给定场景中跟踪感兴趣的具体对
象或多个对象的过程,⽆⼈驾驶⾥
就会⽤到这个技术

Deep Learning Tracker
（DLT）

相似性检测根据⼀张图⽚找出其它相似图⽚

计数
统计图⽚或视频中的⼈的数量，
或物品的数量

图像字幕

Image Captioning

多模态

根据图⽚⽣成描述⽂字

图像⽣成
给定⽂字，⽣成图像

Stable diffusion

超分辨率
从低分辨率图⽚⽣成⾼分辨率图
⽚，图⽚放⼤

⻛格迁移

https://pic3.zhimg.com/
v2-77e4dc591850616514eca14
2dcc79daa_r.jpg

图⽚的⻛格，背景转换

Neural Style

⽂本检测和识别即OCR

排⾏榜⽬标检测

https://paperswithcode.com/
sota/object-detection-on-
coco

定义

对单张图像或⼀系列图像的有⽤
信息进⾏⾃动提取、分析和理解

机器学会看图


