
量化⾦融

定义

量化⾦融主要包括量化⾦融分
析，量化算法交易，互联⽹⾦
融，Fintech，⻛险管理，操作运

量化投资并没有⼀个精确的定
义，⼴义上可以认为，凡是借助
于数学模型和计算机实现的投资
⽅法都可以称为
量化投资。

宽客：就是个⼈⽤量化模型炒股

术语

Sharpe ratio

夏普⽐率(Sharpe Ratio)，⼜被
称为夏普指数 --- 基⾦绩效评价
标准化指标。

夏普⽐率就是⼀个可以同时对收
益与⻛险加以综合考虑的三⼤经
典指标之⼀

夏普⽐率代表投资⼈每多承担⼀
分⻛险，可以拿到⼏分超额报
酬；若为正值，代表标的报酬率
⾼过波动⻛险；若为负值，代表
标的操作⻛险⾼过报酬率。它表
示投资回报与多冒⻛险的⽐例，
这个⽐例越⾼，投资组合越佳。

E(Rp) 表示投资组合预期报酬率
Rf 表示⽆⻛险利率
σp 表示投资组合的标准差

\text { SharpeRatio }
=\frac{E\left(R_{p}\right)-
R_{f}}{\sigma_{p}}

举个例⼦，假如国债的回报是
3%，⽽标的基⾦投资组合预期
回报是15%，标的基⾦投资组合
的标准偏差是6%，那么⽤15%
－3%，可以得出12%（代表标
的基⾦超出⽆⻛险投资的回
报），再⽤12%/6%=2，代表投
资者⻛险每增⻓1%，换来的是
2%的多余收益。

fundamentals  基本⾯

Dow Jones Industrial Average 
(DJIA) index 道琼斯⼯业平均指数（DJIA)

Volatility Index 

恐慌指数

VIX指数被认为是投资者情绪的
反映

指标

均线型

• 反映⼀段时间内的平均成本
•县有⼀定的压⼒或⽀撑作⽤
•MA. EXPMA. BBI,

趋势型

•适⽤于趋势类的⾏情
• 检测趋势的启动、延续，还有
可能的转折
•MACD. SAR. ASI DMI

摆动型

•适⽤于震荡类的⾏情
•检测超买超卖、波动⾛势的可能
转折点
•KDJ RSI、 CCI. WR. BOLL.

能量型

•度量涨跌的⼒度，预示价格位移
的可持续性
•依据是 “量在价先，量价配合”
•OBV. VOL. VR.

数据下载

⽶筐

yfinance

tushare

https://tushare.pro/

https://github.com/waditu/
tushare

quantopian

baostock

框架

https://github.com/vnpy/vnpy

https://www.quantlib.org/

https://pypi.org/project/TA-
Lib/

https://bigquant.com/?
from=zhihu&date=20170518&t
ype=quant_tool

https://github.com/
shidenggui/easytrader

进⾏⾃动的程序化股票交易
⽀持跟踪 joinquant, ricequant 
的模拟交易
⽀持跟踪 雪球组合 调仓
⽀持通⽤的同花顺客户端模拟操
作

https://github.com/ricequant/
rqalpha

数据
Alpha模型，⻛险模型，交易成
本模型—>投资组合模型

数据集

ACL18

来⾃：https://
www.google.com/finance

87只美国股票

SZ50

来⾃：https://
www.wind.com.cn/

47只上海股票，4年历史

论⽂

Quantitative Stock Investment 
by Routing Uncertainty-Aware 
Trading Experts： A Multi-
Task Learning Approach

通过路由不确定性意识的交易专
家进⾏量化股票投资的多任务学
习⽅法

定义

两阶段专家混合（MoE）框架

第⼀阶段，AlphaMix⽤⼀个独⽴
的不确定性感知的损失函数来训
练多个独⽴的交易专家

第⼆阶段，动态地选择这些专家
以进⼀步提⾼性能并降低计算成
本

代码：https://github.com/
johnson7788/AlphaMix

DFT：Discrete Fourier 
Transform 离散傅⾥叶变换

SFM：State Frequency 
Memory 状态频率记忆

MoE：mix-of-expert 混合专家

ENS： ensemble learning 集成
学习

模型：AlphaMix

训练多个独⽴专家
特征向量输⼊模型，预测股票⾛
势和第i个专家的回报

感知不确定性的联合优化

为股票⾛势分类和回报率回归增
加了两个正则化项，以⿎励交易
决策时意识到来⾃多个专家的不
确定性

动态路由多个专家
⼀个具有两个全连接层的⼆分类
器来学习每个路由

Deep Hedging： Continuous 
Reinforcement Learning for 
Hedging of General Portfolios 
across Multiple Risk Aversions

深度对冲：连续强化学习对⼀般
投资组合在多种⻛险规避中的对
冲作⽤ 定义

⻛险对冲策略

针对固定时间跨度𝑇的固定投资

组合，利⽤市场模拟，在复杂的
对冲⼯具中构建⼀个动态的⻛险
调整的对冲策略，直到投资组合
到期

深度对冲：Deep Hedging

⼀种解决⻛险规避的MDP的
actor-critic算法

Greeks代表了衍⽣品价值对⾦融
⼯具所依赖的模型参数变化的各
种敏感度

FinRL: A Deep Reinforcement 
Learning Library for 
Automated Stock Trading in 
Quantitative Finance

FinRL: ⽤于量化⾦融⾃动交易的
深度强化学习库

定义

代码：https://github.com/
AI4Finance-Foundation/FinRL

优点

在多层次的时间粒度上，FinRL
模拟了各种股票市场的交易环
境，(ii) 以模块化结构的分层架
构组织，FinRL提供微调的先进
DRL算法（DQN、DDPG、
PPO、SAC、A2C、TD3等。加
⼊了三个应⽤演示，即单⼀股票
交易、多股票交易和投资组合分
配

FinRL库

环境

环境基于OpenAI Gym框架，根
据时间驱动模拟的原则，⽤真实
的市场数据模拟真实的股票市场

提供了六种基于代表性上市的环
境，包括纳斯达克-100指数、道
琼斯指数、标普500指数、上证
50指数、沪深300指数和恒指，
外加⼀个⽤户定义的环境

状态空间S

余额bt：当前时间步t时账户中剩
余的资⾦量

拥有的股票ht：

收盘价pt

开盘价/最⾼价/最低价ot, ht, lt

交易量 vt ：在⼀个交易时段内
交易的股票总量

技术指标
移动平均收敛分歧（MACD）Mt

相对强弱指数（RSI）Rt

允许使⽤上述特征的数据频率为
每⽇、每⼩时或每分钟

动作空间A

三种动作：a∈{-1,0,1}，代表卖
出、持有和买⼊⼀只股票

动作空间{-k,...,-1,0,1,...,k}，其
中k表示股票的数，例如，"买⼊
10股AAPL "或 "卖出10股AAPL 
"分别为10或-10

奖励函数r(s,a,s′)

当在状态s采取动作a并到达新状
态s’时，即r(s,a,s′)=v′-v，其中
v’和v分别代表状态s‘和s的投资
组合值

当在状态s采取动作a并到达新状
态s′时，投资组合对数回报,即
r(s,a,s′)=log(v′/v)

Sharpe⽐率

Agent

DQN、DDPG、多Agent 
DDPG、PPO、SAC、A2C和
TD3

允许⽤户通过调整这些DRL算法
来设计⾃⼰的DRL算法

其它

提供了五个评估指标

最终投资组合价值、年化回报
率、年化标准差、最⼤缩⽔率和
Sharpe⽐率

提供五种传统基线交易策略

被动买⼊并持有交易策略、均值
⽅差策略和最⼩⽅差策略、动量
交易策略和等权策略

⾃动回测

Quantopian pyfolio软件包来回
测我们的交易策略。由各种单独
的图组成，提供了交易策略性能
的全⾯绘图

纳⼊交易制约因素

执⾏交易时会产⽣交易成本。有
许多类型的交易成本，如经纪⼈
佣⾦和SEC费⽤。

示例

单只股票交易

多只股票交易

投资组合分配

FinRL-Meta： A Universe of 
Near-Real Market 
Environments for Data-Driven 
Deep Reinforcement Learning 
in Quantitative Finance

FinRL-Meta: ⽤于量化⾦融中数
据驱动的深度强化学习的接近真
实的通⽤市场环境 定义

优点

提供统⼀的数据访问、数据清洗
和特征⼯程

数百个接近真实市场的DRL环
境，如⾼频交易、加密货币交
易、股票组合分配

利⽤多GPU进⾏训练

⻢尔科夫决策过程（MDP） 
(S,A,P,r,γ)

其中S和A分别表示状态空间和动
作空间， P(s′|s,a) 表示转移概
率，r ( s , a ) 是⼀个奖励函数， 
γ∈(0,1) 是⼀个折扣因⼦。

状态表示DRL agent从市场环境
中得到的观察结果；动作空间包
括agent在某个状态下被允许采
取的动作；奖励函数 r(s,a,s′) 是
对agent学习更好策略的激励。

⼀个交易agent的⽬标是学习⼀
个策略 π(st|at) ，使预期回报最
⼤化 R=∑t=0∞γt(st,at) 

Deep Reinforcement Learning 
for Automated Stock 
Trading： An Ensemble 
Strategy

⽤于⾃动化股票交易的深度强化
学习: 集合策略

定义

本⽂的集合策略：三种actor-
critic算法的集合，分别是近似策
略优化（PPO），优势actor-
critic（A2C），和深度确定策略
梯度（DDPG）

测试发现：看到A2C agent对⻛
险的适应性更强。在三个agent
中，它的年波动率最低，为
10.4%，最⼤回撤为-10.2%。所
以A2C善于处理熊市。PPO 
agent善于追随趋势，在产⽣更
多回报⽅⾯表现良好，它在三个
agent中拥有最⾼的年回报率
15.0%和累计回报率83.0%。因
此，在⾯对看涨市场时，PPO是
⾸选。DDPG的表现与PPO相
似，但不如PPO，它可以作为
PPO在⽜市中的补充策略

所以集成策略综合了3个模型的
优点，查看表2

纯critic学习 

例如deepQ -learning（DQN）
及其改进版来解决离散动作空间
问题

使⽤⼀个Q值函数来学习最佳动
作选择策略，该策略在当前状态
下使预期的未来奖励最⼤化。

最⼩化估计的Q值和⽬标Q值之
间的误差，并使⽤神经⽹络来进
⾏函数近似

纯critic⽅法的主要限制是它只适
⽤于离散和有限的状态和动作空
间，这对⼤型股票组合来说是不
实际的，因为价格当然是连续的

仅actor

agent直接学习最优策略本身。
与其让神经⽹络来学习Q值，不
如让神经⽹络来学习策略。策略
是⼀个概率分布

质上是⼀个给定状态的策略，即
采取⼀个允许的动作的可能性

纯actor的⽅法可以处理连续动作
空间环境

actor-critic⽅法

同时更新代表策略的actor⽹络和
代表价值函数的critic⽹络

critic估计价值函数，⽽actor则
在critic的指导下⽤策略梯度更新
策略概率分布

随着时间的推移，actor学会了采
取更好的动作，⽽critic在评估这
些动作⽅⾯变得更好

actor-critic的⽅法能够学习和适
应⼤型复杂的环境，并被⽤来玩
流⾏的视频游戏

训练的内存消耗可能会随着股票
数量、数据类型、状态空间的特
征、神经⽹络中的层数和神经元
数量以及批次⼤⼩⽽呈指数级增
⻓。为了解决内存需求的问题，
我们采⽤了按需加载的技术来有
效利⽤内存。

如图3所示，按需加载技术并不
将所有结果存储在内存中，⽽是
按需⽣成。只有当结果被要求时
才会使⽤内存，因此内存的使⽤
量减少了。

挑选出最佳agent后，我们⽤它
来预测和交易下⼀季度的⾏情

模型

原理

建⽴⼀个环境，定义动作空间、
状态空间和奖励函数

训练三种算法

我们使⽤⼀个n个⽉的增⻓窗⼝
来同时重新训练我们的三个
agent。在本⽂中，我们每三个
⽉重新训练我们的三个agent

使⽤衡量⻛险调整后回报的夏普
⽐率将三个agent合在⼀起，在
PPO、A2C和DDPG中⾃动选择
表现最好的agent，根据夏普⽐
率进⾏交易

通过在训练窗⼝后使⽤3个⽉的
验证滚动窗⼝来验证所有三个
agent，挑选出具有最⾼夏普⽐
率的最佳性能agent

例如： PPO在2015/10年⾄2015/12年有最好的验证夏普⽐率为0.06，所以我们使⽤PPO在2016/01年⾄2016/03年的下⼀季度进⾏交易。DDPG在2016/01⾄2016/03期间的最佳验证夏普⽐率为0.61，所以我们使⽤DDPG在
2016/04⾄2016/06的下⼀季度进⾏交易。A2C在2020/01⾄2020/03期间的最佳验证夏普⽐率为-0.15，所以我们使⽤A2C来交易2020/04⾄2020/05的下⼀季度

股票交易的MDP模型

⽬标是设计⼀个在动态环境中使
投资组合价值r(st, at, st+1)的正
向累积变化最⼤化的交易策略

状态s = [ p , h , b ] 是⼀个向量
包括股票价格 p ,股票份额 h, 和
剩余的余额b

动作a

D个股票的动作向量。每只股票
允许的动作包括卖出、买⼊或持
有，分别导致股票h的减少、增
加和⽆变化

奖励 r ( s , a , s’)
在状态s下采取动作a并到达新状
态s'的直接奖励

 策略 \pi ( s ) 
在状态s下的交易策略，即状态s
下动作的概率分布。

Q值Q_π ( s , a ) 
是在状态s下按照策略π采取动作
a的预期奖励

状态空间：

b当前时间步t的可⽤余额

每只股票的调整收盘价, 假设30
只股票，那么有30个状态

每只股票的拥有量，假设30只股
票，那么有30个状态

技术指标

每只股票的移动平均线收敛背离
（MACD）是使⽤收盘价计算的

每只股票的相对强弱指数
（RSI）使⽤收盘价计算

每只股票的商品通道指数
（CCI）是⽤最⾼、最低和收盘
价计算的

每只股票的平均⽅向指数
（ADX）是⽤最⾼价、最低价和
收盘价计算的

动作空间

对于⼀只股票，动作空间被定义
为{-k,…-1,0,1….k}，其中k和-k
表示我们可以买⼊和卖出的股票
数量 ⼀只股票有2k+1个可能动作

k<=hmax: hmax是⼀个预定义的
参数,表示每个购买动作的最⼤股
票数量

整个动作空间的⼤⼩为( 2 k + 1 ) 
^ {股票数量} ，然后动作空间被
归⼀化为[ - 1 , 1 ] ，因为RL算
法A2C和PPO直接在⾼斯分布上
定义策略，⽽⾼斯分布需要被归
⼀化和对称

模型考虑股票交易制约

市场流动性： 假设股票市场不会
受我们交易的影响

余额必须⼤于等于0

交易成本： 每次买⼊和卖出的⼿
续费，即佣⾦

考虑⻛险指数

有⼀些突发事件可能导致股票市
场崩溃，如战争、股市泡沫崩
溃，例如2008年全球⾦融危机

使⽤⾦融动荡指数turbulence
（湍流指数）

当湍流指数⾼于阈值时，表示极
端的市场状况，我们直接停⽌买
⼊，交易agent卖出所有股票。
⼀旦动荡指数回到阈值以下，我
们就恢复交易。

FinRL-Podracer：High 
Performance and Scalable 
Deep Reinforcement Learning 
for Quantitative Finance

FinRL-Podracer：⽤于量化⾦融
的⾼性能和可扩展的深度强化学
习

定义

FinRL-Podracer是⼀个云解决⽅
案，具有⾼性能和⾼可扩展性，
并承诺对DRL驱动的交易策略进
⾏持续训练、持续集成和持续交
付，促进从算法创新到盈利交易
策略的快速转化

交易策略的持续训练（CT）、持
续集成（CI）和持续交付（CD）

 缺点：云端框架

MLOps：利⽤机器学习进⾏交易

RLOps： 利⽤强化学习进⾏交易

⼀般的交易过程

数据预处理、建模和交易信号⽣
成、组合优化、交易执⾏和交易
后分析

优点

分钟级数据对纳斯达克100只成
分股进⾏股票趋势预测

持续训练

模型（图2）

交易任务层

进化层

⼀个种群中有𝑁个具有不同超参

数的agent

评估器和选择器的协同作⽤使
FinRL-Podracer能够⾃然地选择
出最佳的agent，并消除了进化
不良的agent可能带来的负⾯影
响，从⽽有效地提⾼了训练的稳
定性和效率。

并⾏运⾏K个pod（训练过程）并
在每个epoch中融合K个pod的训
练模型来实现agent的集合训
练。每个agent的所有并⾏pods
都以相同的超参数但不同的随机
种⼦进⾏初始化。

训练层

Machine Learning Algorithms 
for Time Series Analysis and 
Forecasting

⽤于时间序列分析和预测的机器
学习算法

定义

TSA
时间序列分析Time Series 
Analysis

TSF
时间序列预测Time Series 
Forecasting

EDA
探索性数据分析 Exploratory 
Data Analysis

TSF

数据准备

数据被清理、预处理和格式化，
特征⼯程

缺失值的归纳

对数据进⾏上采样或下采样

选择需要考虑的适当的数据量，
从开始时间到结束时间，被称为
数据切⽚

数据可视化

静⽌性

当数据的均值、⽅差和协⽅差是
恒定的，并且不随时间的变化⽽
变化时，时间序列数据被称为静
⽌的

ADF和KPSS是两种验证数据是
否静⽌的统计检验

模型拟合

统计学

简单指数平滑法（SES）
采⽤了使⽤历史数据的加权平均
数的逻辑

Holt - Winters

三重指数平滑模型，是当数据具
有趋势和季节性时使⽤的⼀种预
测⽅法

ARIMA

George Box和Gwilym Jenkins
在1970年提出的

ARIMA被⽤来识别线性关系

⼀个流⾏的时间序列统计模型，
可以应⽤于股票价格的移动平均
线来得出价格预测

Prophet

由Facebook创建的时间序列预
测模型

使⽤通⽤加性模型（GAM）进⾏
时间序列预测

是⼀个端到端的预测模型，因为
它有交叉验证的附加功能

深度神经⽹络

卷积神经⽹络（CNN）

循环神经⽹络（RNN）

LSTM⻓短时记忆

模型预测验证 回测
⽤于时间序列数据的交叉验证⽅
法

Text Representation 
Enrichment Utilizing Graph 
based Approaches： Stock 
Market Technical Analysis 
Case Study

基于图⽅法进⾏⽂本表示的股票
市场技术分析案例研究

定义

本⽂⼯作：使⽤技术分析报告构
建知识图谱，并对节点和关系⽣
成嵌⼊

数据：来⾃http://
tradingview.com/中的
TradingView的股市技术分析报
告

模型

图的节点：⽂件，单词，主题，
价格模式，⽂档位置（链接预测
问题） 主题模型LDA计算⽂档主题

节点之间的关系（图3）

训练节点嵌⼊

使⽤GraphSAGE+ HinSAGE

Deep Graph Infomax

是⼀种针对图结构化数据的⽆监
督节点表示学习⽅法

核⼼思想是学习区分原始图和由
破坏程序产⽣的破坏图

表8：⽤于链接预测和节点分类

Optimizing Stock Option 
Forecasting with the Assembly 
of Machine Learning Models 
and Improved Trading 
Strategies

利⽤机器学习模型和改进的交易
策略的组合优化股票期权预测 定义

QRM
准可逆性⽅法，Quasi-
Reversibility Method

ROR 回报率，Rate of return

ROL 损失率，Rate of loss

Efficient Integration of Multi-
Order Dynamics and Internal 
Dynamics in Stock Movement 
Prediction

多阶动⼒学和内部动⼒学在股票
运动预测中的有效整合

定义

代码：https://github.com/
thanhtrunghuynh93/estimate

股票市场显示出两个独特的特点

多阶动态

因为股票价格受到强烈的⾮成对
关联的影响（例如，在同⼀⾏业
内）

在特定的股票群体中，价格变动
往往是相关的，例如，同⼀⾏业
部⻔的公司受到相同的政府策
略、法律和税率的影响

内部动态
每只股票都显示出⼀些特殊的⾏
为

框架优点

稳定性和回报⽅⾯是稳健的

纳⼊股票市场的多阶动态，
RNNs可以与图神经⽹络
（GNNs）相结合

提出了时间⽣成过滤器，实现了
⼀个基于注意⼒的混合LSTM架
构，以捕捉股票的个体⾏为模式

超图注意⼒将股票的时间模式与
空间卷积结合起来，从⽽将内部
动态和多阶动态结合起来

OHLCV 开盘-⾼-低-收盘-成交量

数据集（图3）

2016到2022年，数据分成12个
具有不同程度波动的阶段，两个
连续阶段之间的间隔时间为163
天。每个阶段包含10个⽉的训练
数据，2个⽉的验证数据，以及6
个⽉的测试数据

基线模型

ALSTM，HATS（股票预测框
架），LSTM-RGCN基于图的预
测框架，RSR（时间图卷积和
LSTM），STHAN-SR（超图卷
积）

算术⽐率AR（公式14）
开盘价⽐收盘价，最⾼价⽐收盘
价，最低价与收盘价的⽐率

 收盘价⽐率
在⼀个时间窗⼝内，收盘价与最
⾼和最低收盘价的⽐率

收盘均线
⼀个时间窗⼝内收盘价的简单移
动平均线

模型（图2）

股票⾛势预测的问题是预测每只
股票在短期回视窗⼝𝑤的相对价

格变化𝑑

相对价格变化

⽤ d(t1,t2)=(ct2−ct1)/ct1 表示
股票𝑠的两个时间段𝑡1 < 𝑡2之间的

相对收盘价变化。

相对价格变化与绝对价格变化相
⽐，使不同股票之间的市场价格
品种正常化。

短期回归问题

因为如果不结合关于公司内在价
值和宏观经济影响的专家知识，
光是这些股票数据来说，对⻓期
趋势的估计通常被认为是不可⾏
的

模型设计原则

多维度据整合： ⽀持从基本的
OHCLV数据中构建额外的指标

时间注意⼒LSTM与1D-CNN⼀
起使⽤

⾮稳定的认识： 对市场的⾮可预
测⾏为具有稳健性 使⽤技术指标来减轻噪声

多阶动态的分析：考虑不同股票
之间的关系 ⼩波卷积机制

内部动态的分析：每只股票也显
示出⼀些单独的⾏为

存储其单个股票信息，并形成了
⼀个时间⽣成过滤器系统

数据特征：股票技术指标（表1）

1D-CNN

捕捉股票模式的局部趋势，通过
压缩股票特征系列的⻓度，它们
有助于缓解⻓期依赖性的问题

LSTM
通过CNN⽣成的特征后，我们使
⽤LSTM来捕捉时间上的依赖性

每只股票的信息

⼀个直接的解决⽅案是学习和存
储⼀组LSTM过滤器，每个股票
⼀个。然⽽，这种⽅法很快就会
变得难以操作，特别是当股票的
数量很⼤时。所以采⽤⼀个记忆
的机制

我们⾸先给每个股票𝑖分配⼀个记

忆𝑀𝑖，其形式为可训练的m维向

量 Mi∈Rm ，然后，对于每个实
体，我们通过⼀个区别⽣成滤波
器（⽤DGF表示）反馈记忆，以
获得每个股票的LSTM⽹络的权
重

DGF可以是任何神经⽹络结构，
如CNN或MLP。在我们的⼯作
中，我们选择⼀个2层的MLP作
为DGF

Distinct Generative Filter

⾏业超图

为了模拟股票之间的相互依存关
系，⾸先根据各公司的⾏业来初
始化⼀个超图

其中𝑆是股票的集合，𝐸𝑖是超边

的集合

ADD： Augmented 
Disentanglement Distillation 
Framework for Improving 
Stock Trend Forecasting

ADD: ⽤于改进股票趋势预测的
增强型解耦蒸馏框架

定义

使⽤解耦表示从原始股票数据中
提取⼲净的特征

代码：https://github.com/
microsoft/qlib

优势

提出了⼀个解耦结构，将超额信
息和市场信息分开，并消除它们
之间的纠缠关系

⼀种动态的⾃我蒸馏⽅法，其他
隐性⼲扰因数也可以被去除

基于解耦特征的新型增强⽅法，
以提⾼模型的性能，特别是对于
稀有样本

股票回报

市场回报，代表了股票市场的整
体趋势

超额回报，显示了每只股票在市
场变化之外受其⾃身因数影响的
变化

模型预测预测市场回报率和超额
回报率

测试数据

训练集包括2007年⾄2013年

验证集包含2014年⾄2015年

测试集2016年⾄2019年

模型（图1）

超额编码器

对抗市场回报预测器  不相⼲信息分离出来

超额回报预测器 保留信息

使⽤动态的⾃我蒸馏

市场编码器

对抗超额回报预测器 不相⼲信息分离出来

市场回报预测器 保留信息

使⽤动态的⾃我蒸馏

重构解码器

输出还原特征x

超额特征和市场特征输⼊解码器
得到增强样本


