
NLP⽅向总结-信息抽取

通过NER形式进⾏的实体，关系
⼀起抽取的⽅式(paddleNLP的
DuIE示例）

1. 直接⼀步通过NER⽅式进⾏信
息抽取，简单

2. 使⽤SIO的标注格式，我们⾃
⼰假设的格式，S-xx代表Subject
单词，是头实体的第⼀个token，
O-xx代表尾实体的第⼀个
token，I代表头实体或尾实体的
剩余的token，O代表其它实体

缺点：没有利⽤实体对和关系之
间的隐含联系，因为实体的类型
数量⼀般会少于关系的数量，但
是我们的标签数量是关系的数量
*2，然后再加上O和I2个标签，
造成标签数量过多

致命缺点：如果⼀句话中有2个
相同的关系，那么就⽆法分清哪
2对实体应该是⼀组关系

Pipeline⽅式进⾏实体，关系的
信息抽取

1. 先NER识别实体

2. 然后对ner格式进⾏组合，输
⼊关系判断模型，判断关系

3. 分别训练实体识别模型和关系
判断模型，预测阶段，把他们结
合到⼀起，注意关系模型添加⼀
个⽆关系标签

4. 缺点：容易造成错误传递，关
系判断模型没有⽤到实体的类型
这个隐患的条件

不同的提取形式

2阶段提取

识别实体的logits和，根据实体题
的logits判断关系

先分类可能的关系，然后根据关系找可能的实体对

容易造成暴露偏差，导致实体或
关系2者之⼀的效果很差

单阶段提取 Tplinker-plus

数据：5类实体，6类关系，训练
集4000条，测试集，开发集各
500条

训练结果：  'val_ent_f1': 
0.8159621948012848,
 'val_ent_prec': 
0.8076923076923073,
 'val_ent_recall': 
0.8244031830238723,
 'val_rel_f1': 
0.5262172284639195,
 'val_rel_prec': 
0.50358422939068,
 'val_rel_recall': 
0.5509803921568617,
 'val_shaking_tag_acc': 
0.4328125

测试结果： 'ent_prf': 
(0.8090592334494768,
                                                                  
0.8543046357615889,
                                                                  
0.8310665712235513),
                                                      
'rel_prf': (0.5290322580645144,
                                                                  
0.5307443365695775,
                                                                  
0.5298869143775273)

实际评测效果：测试集上很多⼈
⼯漏掉或这标注错误的关系都被
模型找到了，直觉上模型的预测
效果要优于测试集真实值

超⻓实体，或者句⼦提取

类似squad数据集，进⾏问答式
的提取，提取起始和结束的位置

现在的mtdnn的⽅式对超⻓实
体，例如20个字以上的，多个句
⼦组成的实体，也是没有问题的

数据标注时注意的问题

1. 在设计关系和实体的时候，注
意关系要和实体对⼀⼀对应，标
注⼈员进⾏标注前，标注后都要
进⾏培训和检查，检查标注的关
系的实体是否在限制范围内

2. 是否要进⾏同⼀实体提及与多
个关系共同使⽤的情况，例如⼀
个句⼦中包含实体A，B，C，A
和B之间有关系，B和C之间也有
关系，模型在处理时是否考虑,  
即SEO问题 SEO： SingleEntiyOverlap， ⻩⽠和⻄红柿都是蔬菜， ⻩⽠和蔬菜是属于的关系，⻄红柿和蔬菜也是属于的关系

3. 是否在标注前，对源数据的⻓
度，是否包含空格进⾏处理，防
⽌在模型处理时，或实体位置匹
配时麻烦

4. 当2个实体间有多种关系

EPO问题： EntityPairOverlap，
北京市中国的⾸都，北京和中国
是⾸都的关系和位于的关系

论⽂

TPLinker： Single-stage Joint 
Extraction of Entities and 
Relations Through Token Pair 
Linking TPLinker

 定义

Token Pair Linking， token对
的链接

单阶段的联合抽取，同时抽取实
体和关系

优点：

⽀持同⼀个实体的多个关系（图
1）

EntityPairOverlap（EPO）

SingleEntiyOverlap（SEO）

解决暴露偏差

因为单阶段提取，实体和关系同
时进⼊模型，⽽不是分开实体和
关系的训练和预测

解决了级联提取时的错误传递问
题

模型

握⼿标注（图2）

使⽤矩阵来标注token链接

Token 和 Token形成的矩阵

标签矩阵优化，下三⻆累加到上
三⻆上，提⾼计算效率，图2右

实际转换成2N+1个序列标注任
务，N表示预先定义的关系类型
的数量，每个任务的⻓度是
\frac{n^2+n}{2}， n是句⼦⻓度

链接类型

实体头到实体尾（EH-to-ET）

例如 New York City实体， New
和City2个实体对之间的链接，即
矩阵对应位置为1

主语头到宾语头（SH-to-OH）

头实体的第⼀个词和尾实体的第
⼀个词之间的链接，对应着New
和De这2个token之间矩阵对应的
位置为1

还有OH-to-SH，宾语头到主语
头

主语尾部到宾语尾部（ST-to-
OT）

头实体的最后⼀个词和尾实体的
最后⼀个词之间的链接，例如
City和Blasio之间矩阵对应的位
置为1

还有OT-toST，宾语尾到主语尾

解码 算法1

token对表示和softmax分类

核⼼原理

原始标签—>转换成链接类型的
标签（各种头到头，头到尾的链
接类型）—> 预测这些类型的标
签

计算复杂度和序列⻓度相关

个⼈觉得此模型复杂度很⾼，导
致训练很慢，隐藏作者尝试了不
同的shaking模型

代码

tplinker 和 tplinker_plus⽬录

2个项⽬的区别是tplinker没有⽀
持实体类型识别，plus⽀持了实
体类型识别和关系分类

preprocess
数据预处理⽬录，⽣成训练数
据，主要进⾏的操作包括

主要调⽤common/utils.py/下的
Preprocessor类

transform_data： 对不同的数据
集的格式统⼀转换成标准格式 清理特殊字符

clean_data_wo_span： 
再次清理，可以针对中⽂和英⽂
给定不同选项

add_char_span 查找实体的在原⽂中的位置 调⽤_get_ent2char_spans

add_tok_span

添加token的span, 需要把字符对
应的span位置转换成token对应
的span的位置， 这⾥需要注
意，如果处理中⽂的字符，需要
在清理的时候，就去掉所有的空
格， 因为tokenize在处理时会⾃
动忽略空格和⼀些特殊字符 调⽤_get_char2tok_span

train.py 训练⼊⼝⽂件

预处理

⻓句⼦分成短句⼦，
split_into_short_samples

初始化
HandshakingTaggingScheme

tag标签到id和id到标签的字典

tag标签矩阵到shaking序列的映
射

DataMaker4Bert类的
get_indexed_data函数

样本标签通过
handshaking_tagger进⾏标签转
换

原⽂本tokenize到id的转换

训练

collate函数： 
DataMaker4Bert：
generate_batch 批次数据整体

TPLinkerPlusBert: foward

1. bert的最后的隐藏层输出： 
last_hidden_state

2.  last_hidden_state被输⼊
HandshakingKernel组件

根据隐藏层向量，计算
shaking_hiddens， 得到的维度
是 (32, 128+127+...+3+2+1, 
768) ，这⾥假设batch_size是
32， 序列⻓度是128，隐藏层维
度，最后中间的维度是8256，如
果序列⻓度是100，那么中间的
维度是5050

1. 获取序列⻓度seq_len

2. for循环序列⻓度

3. 截取某个token的向量 seq_hiddens[:, ind, :] (batch_size, hidden_size)

4.  把截取到的token向量添加⼀个维度 (batch_size, 1， hidden_size) 扩充中间维度到序列⻓度减去当前for的循环，repeat(1, seq_len - ind, 1)

5. 不同的shaking模式对应不同
的操作

cat模式
在最后⼀个维度拼接步骤4重复
的向量和截取的token向量

经过combine_fc全连接，维度变
回[batch_size, xxx, 
hidden_size], xxx是与当前for循
环遍历相关

cat_plus inner_context 某个token的向量 经过LSTM得到结果

在最后⼀个维度拼接步骤4重复
的向量和截取的token向量和
LSTM的结果

cln模式 层归⼀化tp_cln

cln_plus inner_context 层归⼀化tp_cln 层归⼀化inner_context_cln

6. for循环的遍历结果放到⼀个
列表，然后再序列⻓度层进⾏拼
torch.cat(shaking_hiddens_list, 
dim = 1)

3. 随机抽取token对，取这个
token对的向量

4. 输⼊最后⼀个分类层

(batch_size, segment_len, 
tag_size)， tag_size是最后的所
有tag标签的总数

5. 返回模型的logits和这个token
对的位置索引

outputs, 
sampled_tok_pair_indices

根据返回的
sampled_tok_pair_indices取
ground truth这个token对的标签
和logits对⽐，计算损失

MetricsCalculator类的函数
loss_func 多标签分类交叉熵损失函数

sample_acc： 计算这个批次的
准确率 get_sample_accuracy

验证集

sample_acc，计算准确率

cpg_dict MetricsCalculator：get_cpg
返回实体和关系的正确数字，预
测数字，glod数字

HandshakingTaggingScheme：
decode_rel根据shaking_tag解
码出实体和关系

UNIRE： A Unified Label 
Space for Entity Relation 
Extraction

UNIRE-实体关系抽取的统⼀标
签空间 模型

编码器

biaffine注意⼒机制
填表操作中每个单元格的分数计
算

约束条件

对称性

对应于（"他的"、"妻⼦"、PER-
SOC）和（"妻⼦"、"他的"、
PER-SOC）的矩形是围绕对⻆
线对称的

相似性损失

隐含性条件损失

如果⼀个关系存在，那么它的两
个参数实体也必须存在

铰链损失

解码器

跨度解码

实体类型解码 对⻆线上解码

关系类型解码

Multi-Task Identification of 
Entities, Relations, and 
Coreference for Scientific 
Knowledge Graph 
Construction SCIERC数据集

科学论⽂领域的关系和实体识别
数据集

实体类别(6种)

Task

应⽤，需要解决的问题，需要构
建的系统。例如，信息提取、机
器阅读系统、图像分割等

Method

⽅法、模型、系统的使⽤，或⼯
具、系统的组成部分、框架。例
如，语⾔模型、CORENLP、
POS分析器、核⽅法等。

Material

数据，数据集，资源，语料库，
知识库。
例如，图像数据、语⾳数据、⽴
体图像、双语词典、解析问题、
CoNLL、Panntreebank、
WordNet、Wikipedia等。

Generic

⼀般性术语或代名词，可以指代
⼀个实体，但本身并不具有信息
量，通常作为连接词使⽤。例如
模型、⽅法、先验知识、他们、
它......。

OtherScientificTerm
例如distance, LFG,PATR-II，
syntactic roles

Metric 评估指标,例如recall，accuracy

关系类别（8种）

普通关系

5种⾮对称关系类型

Used-for

B⽤于A，B为A建模，A在B的基
础上训练，B利⽤A，A以B为基
础

Feature-of
B属于A，B是A的⼀个特征，B在
A域下

Hyponym-of
B是A的近义词，B是A的⼀个类
型

Part-of  B是A的⼀部分

EVALUATE-FOR A是B的评估⽅法

2种对称关系类型
Compare

⽐较两个模型/⽅法，或列出两个
对⽴的实体

Conjunction 连接词and和or的连接的实体

共指关系

指代名词，it

或者上⽂提到，下⽂⽤简写代替
的，例如别名等

Cross-Task Instance 
Representation Interactions 
and Label Dependencies for 
Joint Information Extraction 
with Graph Convolutional 
Networks ⽤图卷积⽹络进⾏联合信息提取

信息抽取的4个任务（图1）

实体提及提取（EME） 实体识别

关系抽取（RE） 关系分类

两个实体提及之间的语义关系

包括⼀个特殊的None类型来表示
⽆关系

事件触发检测（ETD） 实体识别
引发事件类型的动词，⼤多数是
动词

事件参数提取（EAE） 关系分类

每个实体提及在相应事件中扮演
的⻆⾊

有⼀个特殊的类型None

模型（图2）

跨度检测

识别实体提及和事件触发的跨度

序列标注任务

采⽤2个条件随机场（CRF）层
来确定事件提及和事件触发的最
佳BIO标签序列

实例交互

四个任务的相关实例的预测表示
向量之间存在着相互依赖性，应
该对其进⾏建模以提⾼IE的性能

GCNinst被⽤来丰富四个任务实
例的表示

实体实例表示

Rent代表实体提及，是跨度的向
量的平均

Rtrg是事件触发器，是跨度的向
量的平均

关系实例表示

Rel 关系实例 拼接2个实体提及向量

Rarg触发器实例
拼接实体提及和事件触发器的表
示向量

使⽤GCN模型对每个实例表示进
⾏交互

边集⽤Ninst表示

(i) ⼀个实体实例节点ei与所有形
式为relij=[ei,ej]和relki=[ek,ei]的
关系实例节点相连（共享实体提
及ei）。
(ii) ⼀个实体实例节点ej与所有形
式为argij= [ti, ej]的参数实例节
点相连（共享实体提及ej）。
(iii) ⼀个触发器节点ti与所有形式
为argij = [ti, ej]的参数实例节点
相连（即共享事件触发器ti）。

节点⽤Einst表示

得到实例表示向量rinst
和类型嵌⼊进⾏点积后的结果作
为预测类型预测的分数

类型预测和正则化

使⽤来⾃跨任务类型依赖的知识
来获得每个句⼦的额外训练信号

GCNtype负责捕捉依赖图中各类
型之间的联系

采⽤全局类型约束的正则化项限
制预测所产⽣的类型

依赖图Ggold，真实的类型依赖

依赖图 Gpred，预测的类型依赖

将Ggold和Gpred送⼊⼀个GCN
模型，使⽤均⽅差促进Ggold和
Gpred的相似性

使⽤Gumbel-Softmax分布解决
不可微的问题

最终损失

L=L_{span}^{ent}+ L_{span}
^{trg}+Ltype+λLdep

实体的span损失+事件触发实体
span损失+实体类型的损失+基于
类型的正则化约束的损失

A Joint Neural Model for 
Information Extraction with 
Global Features ONEIE信息提取

特点 具有全局约束的端到端IE 进⾏实体、关系和事件的提取

模型

编码

利⽤Bert将句⼦编码为上下⽂的
词表示

如果⼀个词分成多个word piece
（例如，Mondrian是→Mon, 
##dr, ##ian），我们使⽤所有
word piece向量的平均值作为其
词的表示

使⽤BERT倒数第三层的输出来
丰富词的表示，可以⼤⼤改善⼤
多数⼦任务的性能

识别

识别句⼦中的实体提及和事件触
发点

将实体提及和事件触发者识别为
节点

条件随机场（CRFs）层来捕捉预
测标签之间的依赖关系

实体提及和事件触发器提取使⽤
不同的提取器，即不同的模型层

分类
使⽤局部分类器计算所有节点的
标签分数和它们的配对链接

每个识别的节点的单词向量表示
进⾏平均

局部分类器
把2个节点的向量拼接起来作为
预测关系的向量的输⼊

全局分类器

相互依赖是实体、关系和事件之
间的跨⼦任务相互作⽤

句⼦中多个事件和/或关系实例之
间的跨实例相互作⽤

解码
使⽤beam解码器搜索全局最优
图

由于局部分类器忽略了信息⽹络
中各元素之间的相互作⽤，它们
可能会预测出相互⽭盾的结果，
或者⽆法预测需要其他元素信息
的困难边缘。为了解决这些问
题，ONEIE对所有节点及其成对
的边进⾏联合决策，以获得全局
最优的图

基本思想是计算每个候选图的全
局得分，并选择得分最⾼的⼀个

搜索空间的⼤⼩随着节点数量的
增加⽽呈指数级增⻓，因此，设
计了⼀个基于beam search的解
码器

代码
经过3份数据集测试，效果没有
达到论⽂中的效果

数据（表2） 6个数据集，英⽂，中⽂

Pack Together： Entity and 
Relation Extraction with 
Levitated Marker

利⽤打包浮动标记进⾏实体和关
系抽取

定义

打包浮动标记

⼀种新的跨度表示⽅法，考虑跨
度（对）之间的依赖关系

分组打包降低计算复杂度

浮动标记被⽤作实体token的近
似值

对浮动标记采⽤了限制性注意⼒
⽅向

每个浮动token对其在对内的同
组的token是可⻅的

⼀对浮动token与每个所需的跨
度相关联

将⽂本token和浮动token的组合
序列送⼊深度Transformer架
构，以获得上下⽂表示

对⽐（图1）

Token Concat 拼接⽅法

Solid Marker 固定的特殊标记

Levitated Marker 浮动标记

解决的问题是跨度（对）之间的
依赖关系，获得更好的跨度表示
进⾏关系分类

个⼈觉得基于图卷积的模型表示
会更好些

模型PL-Marker

实体识别
枚举跨度

跨度分类

关系判断

跨度与浮动marker相关联

拼接实体和浮动marker的向量
（公式3）

Entity Relative Position 
Representation based Multi-
head Selection for Joint Entity 
and Relation Extraction

基于实体相对位置表示的多头选
择的联合实体和关系抽取 模型（图2）

采⽤多头选择（MHS）框架

⾸先检测头部实体，然后预测相
应的关系和尾部实体 e1→（r,e2

⾸先使⽤BiLSTM-CRF结构识别
头部实体，然后在多类分类的基
础上⼀次性进⾏尾部实体提取和
关系抽取

Bert编码器

CRF条件随机场预测实体类型

使⽤实体的相对位置编码：
eRPR

利⽤相对位置的距离表示作为注
意⼒矩阵，输出相对位置向量

多头选择
输⼊是标签嵌⼊和相对位置层输
出的串联

使⽤⼆分类交叉熵损失函数预测
可能的关系，多分类

全局关系分类 作为辅助任务

Two are Better than One：
Joint Entity and Relation 
Extraction with Table-
Sequence Encoders

表-序列编码器联合提取实体和
关系

联合提取⽅法
将NER和RE作为⼀个填表问题，
图1

模型：图2

表格编码器(图3）

⽤于RE

Linear->ReLU->MD-RNN->Tl
向量

公式11，加⼊了预训练模型的注
意⼒权重

4个⽅向的MD-RNN

序列编码器

⽤于NER

类似transformer结构

利⽤表格引导注意⼒代替点乘注
意⼒

注意⼒部分： Q和K点点乘⽤表
格编码器的输出Tl取代

Tl是沿着⾏、列和层的维度被上
下⽂的，分别对应于前⼀层的查
询、键以及query和key

这样的上下⽂信息使⽹络能够更
好地捕捉到更难的词与词之间的
依赖关系

允许表编码器参与到序列表示的
学习过程中，从⽽形成两个编码
器之间的双向互动。

模型嵌⼊层
单词嵌⼊+LSTM字符嵌⼊+Bert
嵌⼊

损失

实体分类损失 公式14，15

关系分类损失
是否有关系和关系⽅向，关系类
别

Entity, Relation, and Event 
Extraction with Contextualized 
Span Representations DYGIE++模型

命名实体识别、关系抽取和事件
提取，指代关系任务

命名实体识别

每个跨度的实体类型： 所有实体
类型+空类型（也可能不属于任
何实体类型）

关系抽取
所有跨度对（si,sj）的最佳关系
类型

事件提取
包括预测命名实体、事件触发
器、事件论据和论据⻆⾊

模型结构

token编码

跨度枚举

跨度图的传播

多任务分类

BERT-Based Multi-Head 
Selection for Joint Entity-
Relation Extraction

多头选择框架的BERT联合实体
关系抽取

不同抽取⽅式对⽐

pipeline式抽取

⾸先进⾏实体提取，然后预测每
个实体对之间的关系

1. 实体提取阶段的错误将被传播
到关系分类阶段

2. 它们忽略了实体提取和关系分
类的相关性

联合抽取 注意问题
多个实体有重叠的情况

 ⼀个实体属于多个三元祖

模型（图3）

BERT进⾏嵌⼊ 对预训练BERT进⾏了训练增强

CRF实体分类

软标签嵌⼊ 多头分类？？？

额外的句⼦级关系分类

A Frustratingly Easy Approach 
for Entity and Relation 
Extraction 实体和关系抽取PURE

现有⽅法

pipeline⽅法

模型1：命名实体识别

模型2：关系抽取

问题：会导致错误传播问题

联合模型

结构化预测

填表⽅法

基于序列标注的⽅法

基于图的⽅法来联合预测实体和
关系类型

转化为⼀个多轮的问答问题

多任务学习
实体识别和关系抽取建⽴两个独
⽴的模型

模型

实体模型

基于跨度的模型

拼接token的上下⽂表示和跨度
的嵌⼊（公式1）

torch.cat((spans_start_embedd
ing, spans_end_embedding, 
spans_width_embedding), 
dim=-1)

关系模型

拼接头实体之前插⼊的特殊
token的表示和尾实体末尾特殊
token的表示（公式2）

BenchIE： Open Information 
Extraction Evaluation Based 
on Facts, Not Tokens BenchIE

开放式信息提取（OIE）的评估
基准

示例：

系统提取（主语、谓语、宾语）
三要素

从 "来⾃缅因州的⽶切尔参议员
是⼀名律师 "这个句⼦中提取元
祖（”⽶切尔参议员"；"来
⾃"；"缅因州"）和（"⽶切尔参
议员"；"是"；"⼀名律师"）

以事实为中⼼的新型OIE评估范
式

BenchIE规定了完整的事实等价
提取的集合， 为300个英⽂、中
⽂和德⽂句⼦注释了事实同义词

系统提取是否表达了与任何真实
标签相同的事实

测试模型

ClausIE 2013

Stanford OIE 2015

MinIE 2017

ROIE 2018

OpenIE6 2020

M2OIE 2020 多语⾔BERT模型

OpenIE6: Iterative Grid 
Labeling and Coordination 
Analysis for Open Information 
Extraction OpenIE6开放信息提取

开放式信息提取（OpenIE）是⼀
种⽆本体的信息提取范式，它产
⽣的提取形式为（主语
Subject；关系Relation；对象
Object）

优点

IGL结构
迭代⽹格标签Iterative Grid 
Labeling

迭代地填满⼀⾏⼜⼀⾏的标签

也叫IGL-OIE

添加约束条件 提⾼了召回率

协调分析器 处理连词句

处理速度提⾼10倍

模型结构

建模为⼀个⼤⼩为(M, N )的2-D
⽹格标签（图2）

M⾏是代表提取的标签

N列对应的是每个token

额外的token（图3）

加了3个额外的token，分别是
[is], [of], [from]，为了解决于缺
省的关系

对于Bert的⼦词，只对⼦词的第
⼀块保留⽤于标签预测

软性⽹格限制条件

词性 POS覆盖率（POSC）

所有带有POS标签的单词，如名
词（N）、动词（V）、形容词
（JJ）和副词（RB），都应该是
⾄少⼀个提取的⼀部分

头部动词覆盖率（HVC）

例如“奥巴⻢在奥普拉⽀持他竞
选总统后获得了知名度”句⼦，
获得这个头部动词应该只有⼀个
关系

头部动词排他性（HVE）
⼀个提取的关系跨度最多只能包
含⼀个头部动词

提取数（EC）
提取总数必须不少于句⼦中的头
部动词数量

损失
预测和真实值之间的损失+软性
⽹格限制的条件的损失

协调分析器

对于有连词的句⼦，进⾏等价处
理后去掉连词，例如图4示例， 
and连词的句⼦被改写

例如将 "我吃了⼀个苹果和⼀个
橘⼦。"，可以变成“我吃了⼀个
苹果，我吃了⼀个橘⼦”

对⽐模型 IMoJIE

基于迭代记忆的联合OpenIE 
Iterative Memory based Joint 
OpenIE

数据集 CaRB
Crowdsourced automatic open 
Relation extraction Benchmark

OpenUE: An Open Toolkit of Universal Extraction from Text OpenUE

原理

1. 代码先分别训练实体识别和关
系分类模型。 transformer结构的模型

 2. 对于三元组的推理⽤的
pipeline模式，分别加载实体识
别和关系分类模型，先进⾏关系
分类，然后对可能的关系进⾏拼
接（不直接输出结果，⽽是⽤向
量拼接的形式），组成实体识别
格式，输⼊实体识别模型，最终
输出（头实体，关系，尾实体）
的三元组。 这⾥⽐较绕

代码相关

实体类别

["O", "B-SUB", "I-SUB", "B-
OBJ", "I-OBJ", "Relation", 
"CLS", "SEP"]

模型输⼊： CLS + text + SEP + 
Relation + SEP

关系50种

['Empty', '丈夫', '上映时间', '专
业代码', '主持⼈', '主演', '主⻆', 
'⼈⼝数量', '作曲', '作者', '作词', 
'修业年限', '出品公司', '出版社', 
'出⽣地', '出⽣⽇期','创始⼈', '制
⽚⼈', '占地⾯积', '号', '嘉宾', '国
籍', '妻⼦', '字', '官⽅语⾔', '导
演', '总部地点', '成⽴⽇期', '所在
城市', '所属专辑', '改编⾃', '朝
代', '歌⼿', '⺟亲', '毕业院校', '⺠
族', '⽓候', '注册资本', '海拔', '⽗
亲', '⽬', '祖籍', '简称', '编剧', '董
事⻓', '身⾼', '连载⽹站','邮政编
码', '⾯积', '⾸都']

Named Entity Recognition for 
Open Domain Data Based on 
Distant Supervision

基于远端监督的开放领域数据的
命名实体识别 结构

信息提取模块（图2）

信息提取器Reverb-DP

POS标签模式

1. 提取的实体和关系

2. 对提取的实体和关系采⽤
Reverb算法组成三元组

Reverb依赖最近的参数策略和语
义依赖规则⽣成三元组

简单实体链接
利⽤远端监督来⽣成训练数据
集，将实体提及链接到KG

实体类型模块
⼆分类：每个提及的实体和类型
之间是否有关

BERT-Assisted Open-Domain 
Named Entity Recognition with 
Distant Supervisio

BOND:半监督的BERT开放域命
名实体识别

远距离监督

远距离监督⾃动⽣成标签缺点

许多实体不匹配，并产⽣许多假
正例标签

远距离监督产⽣的标签通常有噪
声且不完整，难以⽣成对⽬标语
料库具有较⾼覆盖率的⾼质量标
签

标注通常很嘈杂–同⼀实体的提
及可以映射到知识库中的多种实
体类型

例如，在知识库中，可以将实体
提及“利物浦”映射到“利物浦城
市”(类型：LOC)和“利物浦⾜球
俱乐部”(类型：ORG)

远距离监督的NER标注规则

通过字符串匹配，正则表达式，
或启发式规则(例如POS标签约
束)来实现匹配

模型结构

阶段1

我们使⽤远距离标签将预训练的
语⾔模型适应NER任务，从⽽可
以显着提⾼召回率和准确性

1. ⾸先通过POS标签和⼿⼯制定
的规则来识别潜在实体

2.预训练的BERT适应⽬标NER
任务

原理：BERT是通过mask语⾔模
型(MLM)任务进⾏预训练的，并
且能够使⽤上下⽂信息来预测丢
失的单词。这样的MLM任务与
NER任务有很多相似之处。它们
都是基于token的分类问题，并
且严重依赖于上下⽂信息(参⻅图
3)

3. 早停

NER模型可能过拟合远距离标签
中的噪声，并且如果在没有任何
⼲预的情况下会忘记预训练的
BERT中的知识

4. 解决了含有噪声的标注和不完
整的标注

阶段2
丢弃远距离标签，并提出⼀种⾃
训练⽅法来进⼀步提⾼模型性能

 teacher-student框架

teacher模型使⽤阶段1预训练过
的模型 ⽣成伪标签

student使⽤bert模型初始化 拟合teacher⽣成的伪标签

使⽤早停机制

t次迭代，迭代中让teacher模型
的参数等于student模型（公式
5）

重新加权的⾼置信度软标签

由公式(4)⽣成的伪标签仅为每个
token保留最⾼置信度的类别。
为了避免丢失太多其他类别的信
息，我们提议使⽤带有置信度重
新加权的软标签。

使⽤KL散度重新优化伪软标签和
模型预测（公式7）

Revisiting Unsupervised Relation Extraction ⽆监督关系抽取

⽬的

URE的⽬标是预测句⼦s中两个
实体ehead和etail之间的关系r, 
将输出它们的串联tehead-tetail
作为关系

问题

模型没有详细讲，需要看代码

⽐较难的评估，因为没有gold数
据

评估指标：

B3：聚类任务的精度和召回率的
调和平均值

V-measure：从同质性和完整性
⽅⾯进⾏分析

ARI：衡量两个聚类的相似度

GenIE： Generative 
Information Extraction GenIE: ⽣成式信息提取

定义

代码：https: //github.com/
epfl-dlab/GenIE

GenIE: ⽣成式信息提取, ⾃回归
地⽣成⽂本形式的关系和实体

cIE: 封闭式信息提取, closed 
information extraction 

oIE:开放信息提取, open 
information extraction

优点：对于⼤规模的实体和关系
⽀持更好，借助于预训练模型，
需要的标注数据集更少

模型

使⽤BART模型

加⼊4个特殊token， <sub>、
<rel>、<obj>来划分每个三元祖
的主语实体、关系类型和宾语实
体的开始。特殊token <et> 被引
⼊以标明对象实体的结束

限制性beam search

⼀个⾼级的结构约束，按照4个
特殊token的约定⽣成

 较低级别的有效性约束， 只⽣
成有效的实体或关系标识符

HySPA： Hybrid Span 
Generation for Scalable Text-
to-Graph Extraction

HySPA：⽤于可扩展的⽂本到图
提取的混合跨度⽣成

将联合信息提取任务视为⼀个填
表问题的缺点

空间复杂度会随着输⼊⽂本的⻓
度呈四次⽅增⻓

模型

实体和关系的信息图等可以⽤异
构图表示

使⽤⼴度优先搜索（BFS）或深
度优先DFS把图变成序列（图1）

⾸先建⽴⼀个混合表示H，它是
来⾃边类型、节点类型、虚拟边
类型和输⼊⽂本的隐藏表示的拼
接

交替序列逆向回信息图

理解有点难

Unified Structure Generation 
for Universal Information 
Extraction

⽤于通⽤信息提取的统⼀结构⽣
成

定义

代码：https://github.com/
universal-ie/UIE

基于模式的提示机制，⽣成⽬标
提取（图1b）

例如，实体提取可以被视为发现
相应实体类型的提及跨度，⽽事
件检测可以被重新表述为发现具
有事件类型的触发跨度

测试：4个主要的IE任务（实体/
关系/事件/情感）

设计了结构化提取语⾔（SEL）
来统⼀编码异构的提取结构，即
把实体、关系、事件编码为统⼀
的表示（图2a)

1）SPOTNAME表示源⽂本中存
在⼀个具有斑点名称类型的特定
信息⽚；

2）ASSONAME表示源⽂本中存
在⼀个与结构中上层斑点信息
AssoName关联的特定信息⽚；

3）INFOSPAN表示与源⽂本中
特定斑点或关联信息⽚对应的⽂
本跨度

结构模式指导员（SSI）

⼀种基于模式的提示机制，控制
哪些种类的信息需要被发现和关
联，例如提取事件还是关系

构建了⼀个基于模式的提示，并
在⽣成过程中把它作为前缀

结构模式指导者包含三种类型的
token段

1）SPOTNAME：具体信息提取
任务中的⽬标定点名称，如NER
任务中的 “People”；

2）ASSONAME：⽬标关联名
称，如关系抽取任务中的 “Work 
for

3）特殊token（[spot]，
[asso]，[text]），在每个
SPOTNAME，ASSONAME和输
⼊⽂本序列前添加

编码器-解码器式的架构来制定
这个⽂本-SEL的⽣成过程 步骤

发现表示: 从句⼦中定位⽬标信
息⽚断，例如，事件中的实体和
触发词。

关联表示: 根据理想的关联将不
同的信息⽚断连接起来，例如实
体对之间的关系或事件和其参数
之间的作⽤

模型（图3）

Encoder 原始⽂本序列x和模式指导员s

Decoder
解码为线性化的SEL

Decoder(·)在输出结束token<eos>时完成预测

A Multi-task Learning 
Framework for Opinion Triplet 
Extraction 多任务框架观点三元组提取

定义

OTE-MTL: multi-task learning 
framework for opinion triplet 
extraction

观点三元祖提取的多任务学习框
架 联合提取aspect，观点和情感

优点
通过三元组互动建模，更能解决
aspect重叠、观点重叠的情况

实现⽅式

⽤序列标注策略来提取apsect和
观点。

利⽤biaffine评分器来获得词级的
情感依赖。

模型框架OTE-MTL

预测阶段

句⼦编码
Glove word embdedding + 双
向LSTM 

aspect和观点表示 线性层+Relu激活

多任务结构

Aspect提取 Aspect词的BIO标注

观点提取 观点词的BIO标注

情感分析

标签分为：NEU, NEG, POS, 
NO-DEP NO-DEP表示⽆情感依赖

填表⽅法

可能有S^2个词，每2个词之间判
断是否产⽣情感

利⽤biaffine评分器来捕捉每个词
对中两个词的互动，即2个词之
间是否存在情感依赖

损失
aspect和观点词标注损失+情感
依赖损失+L2正则化项损失

解码阶段 使⽤启发式规则进⾏三元组解码

 例如：序列 "Great battery , 
start up speed . "

预测的apsect标签{O, B, O, B, I, 
I, O}，观点标签{B, O, O, O, O, 
O, O}

模型预测结果：[（4，6），
（1，1），POS]

评估指标
micro-F1

t-test进⾏统计


