
NLP⽅向总结-其它
论⽂

ROFORMER： ENHANCED 
TRANSFORMER WITH 
ROTARY POSITION 
EMBEDDING

roformer：带有旋转位置嵌⼊的
增强型transformer

定义

优点

序列⻓度的灵活性，token间的
依赖性随着相对距离的增加⽽递
减，以及为线性⾃注意⼒配备相
对位置编码的能⼒

通过将上下⽂表示与具有明确理
论解释的旋转矩阵相乘来编码相
对位置

更快的收敛性，超过512的⻓⽂
本有更好的性能

在self-attention中保持其线性扩
展的复杂性

相对位置编码

需要对self-attention层进⾏了⼀
些修改，修改Q和K的计算⽅式，
加⼊相对位置编码形式RoPE

https://huggingface.co/docs/
transformers/model_doc/
roformer

 https://github.com/
ZhuiyiTechnology/roformer

绝对位置编码

eg:绝对位置编码-BERT

⼀般来说，绝对位置编码会加到
输⼊中：在输⼊的第k个向量xk
中加⼊位置向量pk变为xk+pk，
其中pk只依赖于位置编号k

相对位置编码

原理

1)基于transformer的语⾔模型通
常通过⾃我注意⼒机制来利⽤单
个token的位置信息

2) 我们找到⼀个函数表示词嵌⼊
和相对位置的变换

3）公式15，xm是词嵌⼊，m是
相对位置，要找到是相对位置矩
阵R_Θ^d

其中theta是预定参数
Θ={θi=10000-2(i-1)/d的旋转矩
阵

这个旋转矩阵具有⻓期衰变性，
意味着当相对位置增加时，内积
会衰减

4）如公式14所述，使⽤乘法计
算Q和K，其中⽤到相对位置矩
阵，参数W和嵌⼊向量x

Enhancing Label Correlation 
Feedback in Multi-Label Text 
Classification via Multi-Task 
Learning

多任务学习加强多标签⽂本分类
LACO模型

定义

多标签⽂本分类（MLTC)
eg：给定⼀个⽂本，判断⽂本属
于哪⼏个类别

难点：数据往往表现为⻓尾标签
分布，从⽽导致暴露偏差

实现⽅法对⽐

分类器链（CC） 对标签顺序的表现很敏感

Seq2Seq 对标签顺序的表现很敏感

多个独⽴的⼆分类问题

多个⾮独⽴⼆分类问题

模型（图1）

共享编码器 联合嵌⼊（JE）机制

输⼊： [CLS], x1, ..., xm, 
[SEP ], y1, ..., yn, [SEP ]

输⼊句⼦和所有标签，所有标签
作为句⼦2的形式

MLTC特定任务模块

⽂档-标签交叉注意⼒（CA） 每个单词和标签之间的注意⼒

标签预测

对CA产⽣的每个标签的向量进⾏
sigmoid⼆分类预测，使⽤⼆分
类交叉熵损失函数

标签相关增强模块

成对标签共现预测（PLCP）

⽤于通过两两组合捕捉⼆阶标签
相关性，以区分它们是否⼀起出
现在相关标签集中

⼀部分只从正确的标签集中取
样，被标注为IsCo-occur

另⼀部分则分别从正确和⾮正确
的标签集混合取样作为负样本，
被标注为NotCo-occur

模型⼆分类器⽤于预测两个标签
的状态是IsCo-occur还是
NotCooccur

条件标签共现预测（CLCP）任
务

通过给定的部分相关标签集捕捉
⾼阶标签的相关性，以预测其他
未知标签的相关性

⾸先从正确标签集中随机抽取s
标签组成YG，然后预测其余标签
是否与它们相关

评估指标
hamming loss 直接统计被误分类label的个数

Micro/Macro-F1 Score

A Survey on Multi-Task Learning 多任务学习

定义

联合学习多个相关的任务，使⼀
个任务中包含的知识可以被其他
任务所利⽤，希望能提⾼所有任
务的泛化性能，就像⼈类打⽹球
的技能可以帮助学习打壁球

对⽐

多任务学习MTL
每个任务之间有关联性，共享部
分知识

迁移学习Transfer Learning 预训练，然后到⽬标任务微调

多标签分类 Multi-Label 同⼀个任务输出多个标签

多视图学习 Multi-View
不同的数据特征组成同⼀个任务
的数据

按算法分类

特征学习⽅法

特征转换

学习到的表示是原始表示的线性
或⾮线性转换，学习到的表示中
的每个特征都与原始特征不同

⽅法1：模型有⼤量的共享层

⽅法2：⽅法1的基础上使⽤对抗
学习

特征⽹络Nf

分类⽹络Nc

领域⽹络Nd

⽅法3：⼗字绣⽹络

特征选择⽅法

选择原始特征的⼀个⼦集作为学
习到的表示，因此学习到的表示
与原始表示相似

low-rank⽅法
将多个任务的关联性解释为这些
任务的参数矩阵的低秩性

任务聚类⽅法
为了识别任务群组，每个群组包
含类似的任务

任务关系学习⽅法
从数据中⾃动学习任务之间的定
量关系

分解⽅法

将所有任务的模型参数分解为两
个或更多的组成部分，这些组成
部分使⽤不同的正则化惩罚项

任务关联性

何时共享，什么时候⽤多任务学
习 专家决定

共享什么信息

数据特征

样本实例

模型参数

如何共享信息

数据特征的⽅法：特征学习⽅法
多个任务学习基于浅层或深层模
型的共同特征表示

模型参数的⽅法:
low-rank⽅法、任务聚类⽅法、
任务关系学习⽅法和分解⽅法

MTL与其它学习范式

监督学习

⽆监督学习

半监督学习

主动学习

强化学习

多视图学习

图模型

多任务学习的应⽤（表2）

计算机视觉

⽣物，健康

⾃然语⾔处理和语⾳

Web⽹络

其它

Improving Multi-Task Deep 
Neural Networks via 
Knowledge Distillation for 
Natural Language 
Understanding 多任务模型知识蒸馏

知识蒸馏
将知识从⼤的模型迁移到⼩的模
型，⽽不会有明显的性能损失。

基于MT-DNN

字典编码器

transformer编码器

特定任务输出层

蒸馏过程

⼀个任务训练多个教师⽹络

软硬⽬标结合训练学⽣⽹络

教师⽹络产⽣软⽬标（概括和泛
化能⼒）

数据的硬⽬标

Stochastic Answer Networks 
for Natural Language 
Inference SAN

⾃然语⾔推理任务

⼀个前提P   和⼀个n词的假设
H，⽬的是在P和H之间找到⼀个
逻辑关系R，关系包括蕴含，中
⽴，对⽴

前⼈的单步推理架构中，模型直
接预测给定P和H作为输⼊的R

本⽂多步推理架构中另外加⼊了
⼀个循环状态st；模型通过P和H
进⾏多次处理，迭代地完善状态
st，最后在步t=T时产⽣输出，其
中T是先验选择的推理步数量的
限制。

模型结构

1）词库编码层计算单词表示
将单词嵌⼊和字符嵌⼊拼接起
来，以处理未登录词

2）上下⽂编码层在上下⽂中修
改这些表示

词库编码层上使⽤了两个堆叠的
BiLSTM层来编码P和H中每个词
的上下⽂信息

3）记忆⽣成层收集来⾃前提和
假设的所有信息，为最终答案模
块形成⼀个 "⼯作记忆"

注意⼒机制

点乘法注意⼒来衡量P和H中的
token之间的相似性

4）最终答案模块，⼀种多步⽹
络，预测前提和假设之间的关系

通过GRU⽹络，初始状态s0是
Mh的汇总

迭代T步，得到t个状态，对t个状
态应⽤dropout和平均化运算，
得到所有关系的预测概率

实验

在4个数据集上最⾼提升性能
3.89%

是要设定的T步，步数为5

多步推理的还提升了模型的鲁棒
性

使⽤⽅式
Glove+SAN模块

BERT+SAN模块 性能提升+2.8

A Survey of Transformers Transformer

Vanilla Transformer 原始
Transformer结构

应⽤于⾃然语⾔处理（NLP）、
计算机视觉（CV）和语⾳处理

预训练模型缩写： PTMs 

结构

seq2seq模型

编码器 L个相同块，每块包括

⼀个多头⾃注意⼒模块 Self-
attention

Q和K除以√𝐷𝑘的原因是缓解梯

度消失,当Q和K维度很⼤时，点
积结果会很⼤，会导致softmax
的梯度很⼩。

多头：多个attention拼接
想象成多个视⻆去理解和观察句
⼦，最后在总结多个视⻆的结果

注意⼒的理解：想象成抓住句⼦
的重点，注意⼒体现了⼀句话的
重点词。

⼀个position-wise的前馈⽹络
（FFN） ⼀个全连接的前馈模块

残差结构
由Resnet结构⽽来，防⽌梯度消
失

层归⼀化

使⽤层归⼀化⽽不是批次归⼀化
的原因是：只是⼀个句⼦序列内
才有联系，如果是图像，使⽤批
归⼀化，缓解梯度消失和模型退
化

解码器 与编码器的不同之处

额外插⼊交叉注意⼒模块，来⾃
编码器的结果

Query是由前⼀个（解码器）层
的输出投射出来的，⽽Key和
Value是⽤编码器的输出投射出
来的

通俗的讲就是输⼊和输出序列之
间的注意⼒

self-attention模块被调整为防⽌
每个位置关注后续位置，属于⾃
回归或因果注意⼒

self-attention被限制，使得每个
位置的Query只能注意到该位置
之前（包括该位置）的所有Key-
Value对

输出序列的注意⼒是顺序的，只
能根据前⾯的词推导后⾯的词

使⽤⽅式：

编码器-解码器，例如Bart或T5
模型，⽤于翻译，⽂本摘要等

 只有编码器，例如Bert模型，分
类和序列标注

 只有解码器，例如GPT模型，序
列⽣成

⽐较

递归⽹络

复杂度:表2

通过其⻢尔科夫结构带来了时间
不变性和位置性的归纳偏差

卷积⽹络

复杂度:表2

通过共享的局部核函数施加了翻
译不变性和局部性的归纳偏差

Transformer

⽐卷积和递归更通⽤和灵活，不
存在结构性偏差，和先验知识，
所以需要⼤规模数据训练保证不
过拟合

图神经⽹络

Transformer可以被看作是⼀个
完整的有向图（带⾃循环）上的
GNN，但没有引⼊关于输⼊数据
结构的先验知识

改进的⽅向

模型效率
由于self-attention模块的计算和
记忆复杂性，⻓序列时效率低下

表1： ⼀个块的复杂度, D表示隐
藏层维度

self-attention的计算需要存储⼀
个𝑇×𝑇注意⼒分布矩阵， T表示

序列⻓度，复杂度是O(𝑇^2 · 𝐷)

改进注意⼒⽅法

 稀疏注意⼒

基于位置的稀疏注意⼒
简单理解就是全部两两之间的注
意⼒变成部分两两之间的注意⼒

基于内容的稀疏注意⼒

Routing Transformer选择那些
可能与给定query有⼤的相似性
分数的key，采⽤最⼤内积搜索
（MIPS）的⽅法

Reformer使⽤定位敏感hashing
（LSH）, 每个query通过⼀定的
索引选择key-value。

线性化注意⼒ 图7
将注意⼒矩阵与内核特征图分解
开来

Query原型和记忆压缩
通过减少query或key-value对的
数量来降低注意的复杂性

lowrank的self-attention

有先验的注意⼒

改进的多头机制

从不同层⾯注意来⾃不同表示⼦
空间的信息，然⽽，没有任何机
制可以保证不同的注意⼒头确实
捕捉到不同的特征。

⿎励注意⼒头的多样化和注意⼒
头直接的互动

模型泛化 需要⼤量数据进⾏预训练

模型适应 下游任务微调

X-former：各种变体结构的统称 详细分类：⻅图3

PonderNet: Learning to Ponder PonderNet

适应性计算（根据任务难易程
度，⾃动修改计算量）

为了克服计算量随着输⼊的⼤⼩
⽽增⻓，但并不随着所学习的问
题的复杂性⽽增⻓的问题。

示例代码：

https://nn.labml.ai/
adaptive_computation/
ponder_net/index.html

核⼼算法

y^n,hn+1,λn=s(x,hn)

x是输⼊，hn是状态，y^n是第n
步的预测结果，λn是当前步是否
需要停⽌的概率

s代表是任何神经⽹络或注意⼒
层(LSTM,MLP,GRU,Attention 
Layer)

训练损失

L = LRec + betaLReg 构建损失+正则损失

LRec：Reconstruction loss
在n步的真实值和预测值之间的
损失乘以第n步停⽌的概率

真实值和预测值之间的损失是原
有模型的损失，即平均误差平
⽅，或交叉熵等损失

LReg:Regularization loss
第n步停⽌的概率和⼏何分布的
KL散度，⼏何分布的lambda是
超参数

ERNIE 3.0: LARGE-SCALE 
KNOWLEDGE ENHANCED 
PRE-TRAINING FOR 
LANGUAGE UNDERSTANDING 
AND GENERATION ERNIE3.0

亮点：融合了⾃回归⽹络和⾃编
码⽹络，纯⽂本和⼤规模知识图
组成的4TB语料，100亿参数，
54个中⽂任务SOTA，英⽂版也
达到了SOTA

对⽐

T5， 英⽂，110亿参数

GPT-3，英⽂，1750亿参数

Switch Transformer， 英⽂，1
万亿参数

CPM： 26亿参数的中⽂⽣成式
预训练

CPM-2： 中⽂，110亿参数，基
于PLM排序语⾔模型

M6：中⽂，1000亿参数，跨模
态预训练

PangGu-α：中⽂2000亿参

模型结构

输⼊：⽂本数据+知识图谱

通⽤表示模块：低层任务共享
Transformer块 Transformer-XL作为基本块 ⻓⽂本建模

特定任务表示模块：⾼层多任务
Transformer块

NLG：⾃然语⾔⽣成 单向建模

NLU：⾃然语⾔理解 双向建模

多层Transformer-XL

模型的预训练任务

单词意识的预训练任务

短语mask和命名实体mask

ERNIE-Doc增强递归记忆机制⽤
于NLG

结构感知的预训练任务

句⼦重排 学习句⼦之间的关系

句⼦距离 

提⾼其学习句⼦级信息的能⼒

3类分类问题

两个句⼦是相邻的

不相邻但在同⼀个⽂档中

来⾃两个不同的⽂档

知识意识的预训练任务

结合知识图谱，随机mask三元祖
中的关系或句⼦中的单词，以提
⾼知识记忆和推理能⼒

训练

渐进式训练
类似课程学习，由简单到难的学
习，加快模型训练

通⽤表示模块
48层、4096个隐藏单元和64个
头

特定任务表示模块 12层、768个隐藏单元和12个头

PaddlePaddle框架

测试任务

⾃然语⾔理解

⾃然语⾔⽣成

zero-shot

BERT for Joint Intent 
Classification and Slot Filling Bert意图分类和槽位填充

意图分类 BERT的cls输出进⾏分类

槽位填充

序列标注任务

除cls之外的每个隐藏向量分类

CRF对token分类的标签联合优
化

基准数据集
ATIS

Snips

本⽂的召回率没有体现

Fengshenbang 1.0：Being the 
Foundation of Chinese 
Cognitive Intelligence

封神榜1.0: 作为中⽂认知智能的
基础

结构

模型

https://github.com/IDEA-
CCNL/Fengshenbang-LM

https://huggingface.co/IDEA-
CCNL

框架

新开发的Fengshen框架

具有优于原始的Torch库的卓越
性能，⽐如训练性能提升约
300%。 
⽀持⼤规模的模型:⽀持百亿级别
内模型训练及微调。 
⽀持超⼤规模的数据集(TB级)。 
通过提供⼤量的预训练和下游任
务的示例 等，使得训练过程易于
使⽤。 
适配各种环境，⽐如⽀持在CPU, 
GPU, TPU等不同设备上运⾏。 
 集成主流的分布式训练逻辑，⽆
需修改代码即可⽀持DDP和Zero 
Optimizer等分布式优化技术 

兼容Huggingface

榜单

Chinese-SuperGLUE 未放出

对⽐英⽂的SuperGLUE：
https://
super.gluebenchmark.com/

分类

⾃然语⾔理解(NLU)

⼆郎神

 • 语义匹配
 • 情感分析
 • ⾃然语⾔推理 
 • 实体识别
 • 关系抽取
 • 事件抽取
 • 中⽂分词 

MegatronBERT 四种预训练策略来改进BERT

整词mask（WWM）。考虑到中
⽂的语⾔特点，我们采⽤了
WWM（Cui et al., 2021），即
在流⾏的WordPiece tokenizer
中处理整个中⽂词汇⽽不是单个
的中⽂字符。

基于知识的动态mask
（KDM）。取代mask语⾔模型
（MLM）中的随机mask，我们
试图mask富含token的语义信息
以产⽣有效和⾼效的模型。

句序预测（SOP）。参照A 
LBERT（Lan等⼈，2020），
LM学习句⼦间的信息以获得强⼤
的表示。因此，作为预训练任
务，Erlangshen MegatronBert
模型采⽤SOP⽽不是NSP。

层前归⼀化（Pre-LN）。在LM
预训练阶段应⽤后层归⼀化后，
我们发现，随着模型规模的增
加，损失上升得异常快。因此，
我们应⽤Pre-LN（Xiong等⼈，
2020）来克服这个问题。

ZEN

ZEN1可以通过仅在单个⼩语料库
(低 资源场景)上进⾏训练来获得
良好的性能增益。ZEN2使⽤⼤
规模数据集和特殊的预训练策略
对n-gram增强编码器进⾏预训
练

RoBERTa
在悟道语料库(180 GB版本)上进
⾏预训练

DeBERTa
悟道语料库(180 GB版本)上 进⾏
预训练

Longformer

悟道语料 库(180 GB版本)上进⾏
预训练

采⽤旋转位置嵌 ⼊(RoPE) 来避
免预训练语料库的不均匀序列⻓
度问题

UBERT
基于BERT的多任务、多⽬标、
统⼀的抽取任务框架

UnifiedMC

提出了⼀种新的范式，即在零样
本和少样本场景中使⽤基于双向
编码器的预训练语⾔模型

⾃然语⾔⽣成(NLG)

闻仲

创意写作,    因果推理 ,   可控⽣
成 ,   多步推理 

GPT2

CLUR Corpus2020训练版本 Wenzhong-GPT2-3.5B

悟道语料库(300G版 本)上进⾏
的预训练

Wenzhong2.0-GPT2-3.5B-
chinese 

Wenzhong-GPT2-110M

⾃然语⾔转换(NLT)

燃灯

• 机器翻译 • ⽂本摘要 • ⽂本简
化 • 语法纠错 • 问答系统 • 对话
系统 

BART
悟道语料库(180G版本)，应⽤
BERT的分词器

MegatronT5
悟道语料库(180G版本)⽤于预训
练

PEGASUS

悟道语料 库(180G版本)作为预训
练数据集，考虑 到中sentence 
piece不稳定，我们在Randeng- 
PEGASUS中同时使⽤了结巴分
词和BERT分词器

mT5
悟道语料库(180G版 本)上重新训
练了中英⽂对应的词汇和嵌⼊

Transformer-Denoise

使⽤Transformer-XL的模型结
构在悟道语 料库(180G版本)上进
⾏预训练

特定领域

多模态

太⼄

 • ⽂本⽣成图像 
 • 图像标注
 • 跨模态检索
 • 视觉问答 
 • ⾃动语⾳识别
 • ⽂字转语⾳
 • 语⾳会话
 • 蛋⽩质结构预测 

CLIP

在训练中⽂版的CLIP时，我们使
⽤chinese-roberta-wwm 作为
语⾔的编码器， 并将CLIP中的
ViT应⽤于视觉的编码器

为了快速且稳定地进⾏预训练，
我们冻结了视觉编码器并且只微
调语⾔编码器

MAP 探索性的多模态模型

专业领域

余元

⾦融领域FinBERT，⽣物医学：
BioBERT，ClinicalBERT，
PubMedBERT。法律：LEGAL-
BERT，ALeaseBERT。编程：
CoTexT，CodeBERT，
GraphCodeBERT，
CodeGPTadapted，Codex。学
术⽅⾯：OAG-BERT，
MathBERT，SciBERT

现有的模型如FinBERT，它的词
汇表和通⽤的BERT 仅仅共享
41%的token， 由于词汇表中缺
少特定领域的术语，许多特定领
域的词被错误地表示，从 ⽽损害
了模型的学习。

BioBART，GPT2

其它

SimCSE: Simple Contrastive 
Learning of Sentence 
Embeddings

SimCSE：句⼦嵌⼊的简单对⽐
学习

定义

对⽐学习

Contrastive Learning，⽬的是
通过将语义相近的邻居拉到⼀
起，将⾮邻居推开来学习有效的
表示

⼀个样本对（xi, x+i ），其中xi
和x+i在语义上相关

⽣成样本对

CV中

将同⼀图像的两个随机变换（例
如裁剪、翻转、变形和旋转）作
为xi和x+i

NLP中

应⽤了删词、重排和替换等增强
技术

简单地在中间的表达上使⽤标准
的dropout 本⽂证明此⽅法更好

衡量对⽐学习的表示的好坏
对⻬（公式2）

计算配对实例的嵌⼊之间的预期
距离

均匀性（公式3） 均匀性衡量嵌⼊的均匀分布程度

anisotropic

各向异性： 在不同的⽅向不同的
特性

例如光照射在紫砂壶上，光的反
射就是各项异性的，因为紫砂壶
的表⾯是粗糙的，光反射是各个
⽅向的

优化对⽐学习⽬标可以提⾼均匀
性（或缓解各向异性问题）

其它基线模型

平均 GloVe 嵌⼊，SBERT，
SRoBERTa，DeCLUTR，
BERT-flow, BERT-
whitening,BERT-flow 

模型

⽆监督的⽅法

只使⽤标准的 dropout 作为噪声

全连接层上有dropout mask，只
需将相同的输⼊送⼊编码器两
次，得到⼀对嵌⼊，然后利⽤公
式4优化

有监督的⽅法

例如STS数据集，使⽤“蕴含”对
作为正例，将“⽭盾”对作为困难
负例

 如果只有正样本对，使⽤公式1
优化

如果有正样本和负样本，使⽤公
式5优化，其中xi是前提，x+i和
x-i是包含性和⽭盾性假设

PP-StructureV2： A Stronger 
Document Analysis System

PP-StructureV2: ⼀个更强⼤的
⽂件分析系统

定义

优点

包含布局信息提取和关键信息提
取功能

推理速度提⾼

图像⽅向校正模块和布局修复

代码： https://github.com/
PaddlePaddle/PaddleOCR/
tree/release/2.6/ppstructure

数据

PubLayNet： https://
github.com/ibm-aur-nlp/
PubLayNet ⽂档布局数据集

XFUND 关键信息提取数据集

模型（图1）

图像⽅向调整

⽂档布局

检测⽂本、标题、表格和图

PP-PicoDet：移动设备

⽬标检测算法PP-YOLOv2

FGD： 知识蒸馏

表格识别
SLANet：结构位置对⻬⽹络，
图3

轻量级主⼲ PPLCNet

CSP-PAN：轻量级多层次特征
融合模块

SLAHead：结构和位置对⻬模块

关键信息提取

语义实体识别（SER）和关系抽
取（RE）

VI-LayoutXLM：提取视觉特征
并与后续的⽂本嵌⼊相结合作为
多模态输⼊嵌⼊

TB-YX：基于阈值的YX排序算法

U-DML：蒸馏⽅法

LayoutLMv3： Pre-training for 
Document AI with Unified Text 
and Image Masking

LayoutLMv3：统⼀⽂本和图像
mask的⽂档⼈⼯智能的预训练

定义

代码：https://github.com/
microsoft/unilm/tree/master/
layoutlmv3

⽀持任务类型

形式理解, FUNSD数据集

Forms Understanding and 
Semi-Supervised Data 
Extraction，"FUNSD"的缩写代
表“表单理解和半监督数据提
取”。

该数据集包含1000多个扫描表
单，分为训练、验证和测试集。
这些表单来⾃各个领域，如发
票、收据和税表。每个表单都带
有标签，指示各种表单元素的位
置和类型，例如⽂本字段、复选
框和表格。

收据理解，CORD数据集

表格和收据的理解任务要求提取
和构建表格和收据的⽂本内容。
这些任务是⼀个序列标注问题，
⽬的是给每个词加上⼀个标签

⽂档视觉问答，DocVQA数据集

⽂档视觉问答需要⼀个模型将⽂
档图像和问题作为输⼊，并输出
⼀个答案，抽取式QA问题或⽣成
式QA

⽂档图像分类，RVL-CDIP

⽂档图像分类任务的⽬的是预测
⽂档图像的类别。我们将特殊分
类token（[CLS]）的输出隐藏状
态输⼊MLP分类器，以预测类别
标签。

⽂档布局分析，PubLayNet

⽤bounding boxes和多边形分割
进⾏标注，涉及五个⽂档布局类
别：⽂本、标题、列表、图和表

MIM Masked Image Modeling，

WPA Word-Patch Alignment 

模型

结构

统⼀的⽂本-图像多模态
transformer来

输⼊是⽂本嵌⼊和图像嵌⼊的拼
接

⽂本嵌⼊是单词嵌⼊和位置嵌⼊
的结合

预训练好的模型RoBERTa初始化
单词嵌⼊

位置嵌⼊包括⼀维位置和⼆维布
局位置嵌⼊

⼀维位置是指⽂本序列中的
token索引

⼆维布局位置是指⽂本序列的
bounding boxes坐标

段中的词共享相同的⼆维位置
（区别于LayoutLM和
LayoutLMv2）

将所有坐标按图像的⼤⼩进⾏归
⼀化处理

图像碎⽚的线性投影特征来表示
⽂档图像的嵌⼊

将图像分割成⼀连串均匀的𝑃×𝑃
碎⽚

将图像碎⽚线性投影到𝐷维度，

并将它们平铺成⼀连串⽮量

给每个碎⽚添加可学习的⼀维位
置嵌⼊

最后⼀层输出⽂本和图像的上下
⽂表示

预训练⽬标

MLM

mask语⾔模型，mask 30%的⽂
本token

让模型根据图像和⽂本上下预测
被损坏的⽂本

MIM

随机mask了约40%的图像token

交叉熵损失

根据周围⽂本和图像token的背
景下重建被mask的图像token

图像tokenizer： 根据视觉单词
表将密集的图像像素转换成离散
的token

WPA

单词-碎⽚对⻬，对于⽂档来
说，每个⽂本词都对应着⼀个图
像碎⽚

⽬的是让⽂本和图像模态之间进
⾏对⻬

WPA⽬标是预测⼀个⽂本词的相
应图像碎⽚是否被masked

⼆分类交叉熵损失

当⼀个未被masked的⽂本标注
的相应图像标注也未被masked
时，我们就为其分配⼀个对⻬的
标签。否则，我们会给⼀个未对
⻬的标签

微调任务

Crosslingual Generalization 
through Multitask Finetuning 通过多任务微调实现跨语⾔泛化

定义

MTF
Multitask prompted 
finetuning，多任务提示微调

代码
https://github.com/
bigscience-workshop/xmtf

BLOOM模型

类似GPT3， 只有解码器，拥有
共70层，每层112个的注意⼒头
（attention head），2048个
token的序列⻓度，并采⽤了
GeLU激活函数，最⼤版本是
1760亿参数

https://
bigscience.huggingface.co/

使⽤的是ROOTS语料库，涵盖
46种⾃然语⾔和13种编程语⾔

xP3数据集（图1）

46种语⾔的监督数据集与英语和
机器翻译的提示语组成的组合

各种语⾔的数量（图2）

模型 版本

BLOOMZ-P3 / mT0-P3 纯英⽂的BLOOMZ-P3上微调

 BLOOMZ / mT0
在xP3上对模型进⾏了微调，多
语⾔

BLOOMZ-MT / mT0-MT
在xP3mt上进⾏模型微调，多语
⾔多任务

INTRINSIC DIMENSIONALITY 
EXPLAINS THE 
EFFECTIVENESS OF 
LANGUAGE MODEL FINE-
TUNING

本征维度解释了语⾔模型微调的
有效性

定义

本⽂解释了微调预训练模型为什
么会有效，通过本征维度的视⻆
来分析。

Houlsby表明对预训练模型的顶
层进⾏微调并不有效，⽽替代⽅
法允许⽤⼏个百分点的参数进⾏
有效微调

可以把计算本征维度看作是对稀
疏化问题的连续松弛，即降维的
⼀个过程。

随着我们预训练的表示参数的增
加，本征维度也在减少

本征维度(Intrinsic 
Dimensionality)

本征维度（Intrinsic 
dimension）是指⼀个数据集的
实际有效维度的数量，即可以⽤
最少的维度来表达数据集的⼤部
分信息。这个概念通常⽤于处理
⾼维数据的降维问题。在实际应
⽤中，许多数据集看似是⾼维
的，但实际上存在⼀个低维⼦空
间，其包含了数据的绝⼤部分信
息。因此，通过确定数据集的本
征维度，可以有效地降低数据的
维度，从⽽更好地理解和分析数
据。

确定数据集的本征维度是⼀个复
杂的问题，通常需要使⽤各种数
学⽅法和算法，如主成分分析
（PCA）、独⽴成分分析
（ICA）、多维缩放（MDS）
等。这些⽅法可以帮助我们找到
⼀个最优的低维表示，以最⼩化
信息丢失，并尽可能保留数据的
特征。

⼀个⽬标函数的本征维度衡量的
是达到各⾃⽬标的满意解所需的
最⼩参数数

本征维度代表了最低维度的⼦空
间，在这个⼦空间中，⼈们可以
将原始⽬标函数优化到⼀定程度
的近似误差内

https://github.com/uber-
research/intrinsic-dimension

Continuous relaxation 

连续松弛是⼀种优化算法，通常
⽤于解决离散优化问题。它是将
离散问题转化为连续问题，以便
使⽤连续优化⽅法解决的⼀种技
术。

Continuous relaxation 将这些离
散变量转换为连续变量，使问题
的解空间变得连续，从⽽使连续
优化⽅法可以⽤来求解问题。通
常，连续松弛将离散变量的取值
限制在[0,1]之间，从⽽将问题转
化为连续优化问题。这种⽅法可
以使⽤现有的优化算法来求解，
例如梯度下降或⽜顿法。

SAID （StructureAware 
Intrinsic Dimension）

寻找本征维度的⽅法

针对有很多层的预训练模型，对
每层进⾏寻找本征维度

公式3

⽐DID更好

Direct Intrinsic Dimension 
(DID) 

直接本征维度

不考虑模型每层的情况，公式2

模型 公式2

\theta^D=\theta_0^D+
\theta^d M

表示⼀个⾼维向量 $\theta^D$ 
可以由⼀个低维向量 $
\theta^d$ 经过⼀个矩阵 $M$ 
的变换得到，其中 $
\theta_0^D$ 是⼀个偏移向量。

$\theta^D$：表示⼀个 $D$ 维
向量，其中 $D$ 是向量的维
度。
$\theta^d$：表示⼀个 $d$ 维
向量，其中 $d < D$，即低维向
量。
$M$：表示⼀个 $D \times d$ 
的矩阵，⽤于将低维向量 $
\theta^d$ 映射到⾼维空间中。
$\theta_0^D$：表示⼀个 $D$ 
维向量，⽤于调整⾼维向量的偏
移量。

优化问题只在\theta^d，M是⼀
个⼆进制矩阵的常数

扩散模型

Denoising Diffusion 
Probabilistic Model，DDPM

整体原理上与 VAE 更加接近，  
⽐如⼀张原始图⽚，通过T步前
向过程（Forward process）采
样变换，最后⽣成了噪声图像
XT ，这⾥可以理解为隐变量z 。
这个过程是通过⻢尔科夫链实现
的。

⼀个模型的状态转移如果符合⻢
尔科夫链的状态转移矩阵时，当
状态转移到⼀定次数时，模型状
态最终收敛于⼀个平稳分布，这
个过程也可以理解为溶质在溶液
中溶解的过程，随着溶解过程的
进⾏，溶质（噪声）最终会整体
分布到溶液（样本）中。这个过
程可以类⽐理解为 VAE 中的 
encoder。⽽逆向过程（Reverse 
process）可以理解为 VAE中的
decoder。通过T 步来还原到原
始样本。

GAN对抗⽣成⽹络

GAN 直接通过⽣成⽹络和⼀个判
别⽹络（discriminator）的对抗
博弈，使得⽣成⽹络具有较强的
样本⽣成能⼒

变分⾃动编码器

Variational Auto Encoder，
VAE

在 AE 的基础上，对隐变量 z施
加限制。使得 z符合⼀个标准正
态分布，

当隐变量z是趋向于⼀个分布时，
对隐变量进⾏采样，其⽣成的结
果可以是类似于输⼊样本，但是
不完全⼀样的数据。这样避免了 
AE 容易过拟合的问题

整个学习过程中，变分⾃动编码
机都在进⾏“⽣成相似度”和“⽣
成多样性”之间的⼀个 trade 
off。当隐变量z的⾼斯分布⽅差
变⼩趋向为 0 时，模型接近 
AE。此时模型的⽣成样本与输⼊
样本相似度较⾼，但是模型的样
本⽣成采样范围很⼩，⽣成新的
可⽤样本的能⼒不⾜。

⾃动编码器 

Auto Encoder，AE

早期较为简单的⽣成模型，通过
⼀个编码器将输⼊X编码成隐变
量z，再通过⼀个解码器将z解码
成重构样本X’ 。⼀般来说，优化
⽬标是最⼩化X与X’之间的误
差。通过这个⾃动编码的过程，
可以得到⼀个输⼊样本X的特征
z ，也就是隐变量。

 容易过拟合

多任务学习

⽣成模型

GPT3， 1750亿参数，参数量⾼
达175B,将下游任务都转成⽂本描
述的形式。⽀持ln-context的学
习模式

FLAN
1370亿
使⽤62份有监督数据集对模型进
⾏对任务预训练，使模型适应
NLU任务

T0模型
110亿
收集更多的数据171份，每份数据
设计更多prompt,总共1939个

ZeroPrompt
15亿
数据集更⼤，任务更多

PaLM
5400亿
⾼质量的预训练数据，更⼤的参
数

理解模型

MT-DNN
不同的任务采⽤不同的head层，
bert的参数共享

Muppet
不同的任务采⽤不同的head层，
bert的参数共享，每个batch包含
多个任务的数据

EFL
将NLU任务转化为蕴含和不蕴含
的⼆分类任务，只能做分类任务

SpEx-BERT
将NLU任务转化为抽取任务


