
NLP⽅向总结-多模态

定义

MultiModal Machine Learning 
(MMML) 多模态机器学习,通过机
器学习的⽅法实现处理和理解多
源模态信息的能⼒

例如图像、视频、⾳频

例如⾃动驾驶：激光雷达信号，
毫⽶波雷达信号，摄像头信号
等，这些都算是多模态

例如预测⽕⼭喷发：通过多模态
的信号，例如震动，烟雾成分，
声⾳，岩浆的状态图⽚等

多模态知识图谱优点

提供了⾜够的背景知识来丰富实
体和概念的表示，特别是对于⻓
尾概念

能够实现多模态推理

能够理解图像中看不⻅的⽬标

多模态数据作为额外的特征，以
弥补⼀些NLP任务的信息缺⼝ 例如结合图像的实体识别

表示⽅式

A-MMKG： 将多模态数据作为
实体或概念的特定属性值

即⼀个实体词有多个图像的属性

例如⼀个⾹蕉实体，可以有多个
图像关联这个实体

N-MMKG: 多模态数据作为KG
中的实体

即⼀个图像也是⼀个实体

图像之间有关系了，例如包含，
相似，等同，靠近关系

多模态的应⽤类型

视觉实体(概念)提取

检测和定位图像中的⽬标视觉对
象，然后⽤KG中的实体（或概
念）符号标注这些对象

⽬标识别⽅法

视觉定位⽅法

视觉关系抽取
识别图像中检测到的视觉实体
（或概念）之间的语义关系

例如：位置关系：⼈，站在，海
滩

例如：难点：语义关系： Jack, 
spouse, Rose

视觉事件提取

触发器是表示事件发⽣的动词或
名词，参数⻆⾊是指事件与参数
之间的语义关系

多模态情感识别 唇语⾔识别

视觉-语⾔⽣成 

图像描述

图像描述(ImageCaptioning)是对
给定的⼀幅 ⾃然图像⽣成⼀句⾃
然语⾔描述的任务

视频描述 

视频描述(VideoCaptioning)是对
给定的⼀段 视频(通常是⼏⼗秒
的短视频)⽣成⼀句准确、细致 
描述的任务

视觉叙事

视觉叙事(VisualStorytelling)要
求模 型 对 于 给定的图像序列,
在深度理解图像序列的基础上⽣ 
成连贯的叙事故事。

视觉问答
(VisualQuestionAnswering,VQA
)

给定⼀幅图像和⼀个关于该图像
的开放式⾃然语⾔问题,要求模型
准确回答该问题

需要模型具备物体定位、属性检
测、 事件分类、场景理解和推理
及数学计算等能⼒

视觉对话 

视觉对话(VisualDialog)是给定⼀
幅图像 (或视频等视觉内容)和⼀
个上下⽂相关的问题,要求模型根
据图⽚(或视频)内容回答该问题

多模态对话

①多模态对话 给定的输⼊图像可
能是多幅的;② 随着对话的推 进,
图像是不断更新的;③⽤户问题和
模型的回答 可以是⽂本的、图像
的或者图⽂结合的;④模型可 能
需要查询外部领域知识库才能回
答⽤户的问题 (如购物者希望看
到更多与特定商品相似的商品,或 
者要求提供满⾜某些特征的商品,
或者查询特定商 品的属性等);⑤
模型可能需要通过反问等对话策 
略澄清⽤户需求

多模态摘要

对多模态输⼊(⽂本、语⾳、图 
像和视频等)的理解,归纳并⽣成
单模态或者多模态 的概括性总结
(摘要)的任务

视频会议摘要、教学视频摘要、
多模态新闻摘要和多模态商品摘
要

多模态对⻬

多个模态不同颗粒度元素间的 对
⻬关系,具体⼜分为显式对⻬和隐
式对⻬

多模态翻译

将多模态输⼊(⽂本、图像或视频 
等)中的源语⾔⽂本转换为⽬标语
⾔⽂本的过程。 多模态翻译的⽬
标是在视觉等多模态信息的辅助 
下,消除语⾔的歧义,提⾼传统⽂
本机器翻译系统的性能。

多模态信息抽取 

多模态命名实 体识别(MNER)通
过引⼊视觉、语⾳等其他模态作 
为⽂本模态的补充,识别社交媒体
中⾼噪声短⽂本 中的实体

多模态融合

将多个单模态表征整合成为⼀个
多 模态信息表征,它是多模态信
息处理的核⼼问题

视听语⾳识别(Audio-
VisualSpeechRecognition)

多 模 态 语 ⾔ 分 析 
(Multimodal Language 
Analysis)

视觉辅助的句法分析

跨模态检索

图到⽂或⽂到图的检索

⽂本和图像之间的视觉-语义相
似度

任务1： 使⽤句⼦查询图像

任务2：使⽤图像查询句⼦

搜索关键字: image-text 
retrieval

图⽂共同检索

定义

图⽂匹配本质就是要对图像和⽂
本这两个模态的样本分别进⾏编
码得到其语义表示embedding，
同时还要有相应的相似性计算⽅
法来计算这些embedding之间相
似度

Metric

Recall@K：正确答案出现在前K
个返回结果的样例占总测试样例
的⽐例，通常⼀般衡量的是
recall@1，recall@5，
recall@10。主要衡量正确答案是
否有出现。 类似His

Media r：使得recall@K >=50%
的最⼩k值。主要衡量出现的质
量⾼不⾼

NDCG@K：归⼀化折损累计增
益，主要计算的是整体返回的相
关性，因为有时候只⽤完全正确
来评价检索系统过于严苛。⾸先
计算前K个返回结果的折损累计
增益DCG，其中rel表示图像⽂本
相似度，之后计算理想状态下相
似度由⾼到低排序的IDCG，两者
相除得到最终的NDCG@k。

mAP：是多条查询AP的平均值

分类

共同空间特征⽅法

融合图像和⽂本的嵌⼊特征后和
数据库中的图⽂嵌⼊进⾏相似性
对⽐

A New Approach to Cross-
Modal Multimedia Retrieval

Improving Visual-Semantic 
Embeddings with Hard 
Negatives

Look, Imagine and Match: 
Improving Textual-Visual 
Cross-Modal Retrieval with 
Generative Models

分开特征的⽅法

原始图像的嵌⼊和⽬标图像的嵌
⼊计算相似度，原始⽂本和⽬标
⽂本计算相似度，2个相似度取
平均

Stacked Cross Attention for 
Image-Text Matching

Cross-modal Scene Graph 
Matching for Relationship-
aware Image-Text Retrieval

图像字幕 给定的图像⽣成描述性的字幕

按⽂本⽣成图像 给定⽂字⽣成图像

视觉定位
给定的图像中找到⼀个具有指定
描述的⽬标

视觉故事
给定视频或连续图像，⽣成故事
或⽂章

知识图谱的应⽤

链接预测
⼀个三元祖（h,r,t），缺失任何
⼀个的预测

三元组判断或知识图谱完成
正确的三元组与不正确的三元组
区分开来

实体融合 合并2个KG中的实体
不同KG中实体的表示，然后评估
两个KG之间每个实体对的相似性

多模态实体识别和链接

MNER：多模态NER（Multi-modal NER） 利⽤⽂本所附图像的视觉特征进⾏实体识别

多模态实体链接（MEL）

使⽤⽂本和视觉信息将⽂本中的模糊提及映射到知识库（KB）中的实体

1)提供⽬标实体，实体的提及应该被链接到这些实体上

2)⽤多模态数据为每个实体学习分布式表示，然后⽤这些表示来衡量提及和实体之间的关联性。

多模态推荐系统

多模态融合结构

分类⽅式1

单流架构

例如 ViLT

将⽂本和视觉特征组合在⼀起，
然后馈⼊单个 transformer 块

单流架构通过合并注意⼒来融合
多模态输⼊。单流架构的参数效
率更⾼，因为两种模式都使⽤相
同的参数集。

（单流结构）单塔设计提供了更
多的通⽤性和可扩展性，以及跨
模态和跨任务的知识迁移潜⼒

LimoE

双流架构

例如：ViLBERT，CLIP ，
ALIGN LXMERT

⽂本和视觉特征没有组合在⼀
起，⽽是独⽴馈⼊到两个不同的 
transformer 块

每种模态都有单独的模型。这种
模态在为每种模态建模时更加灵
活和⾼效，例如，CNN⽤于图
像，Transformers⽤于⽂本。

双流模型具有为下游任务（如图
像-⽂本检索）进⾏⾼效推理的
优点，因为两个编码器可以被解
耦，图像/⽂本特征可以被离线预
计算。

两个 transformer 块不共享参
数。为了获得更⾼的性能，交叉
注意⼒⽤于实现跨模态交互。为
了实现更⾼的效率，视觉 
transformer 块和⽂本 
transformer 块之间也可以不采
⽤交叉注意⼒。

分类⽅式2

早期融合

中期融合

后期融合

融合策略
Concat融合

基于Graph的融合

预训练⽬标

单模态完成预训练

MLM：掩码语⾔建模

例如Bert的 15% 的掩码率随机
掩码，剩余⽂本 token 来预测掩
码⽂本 token

MVM：掩码视觉建模 

MVM 对视觉（图像或视频）区
域或 patch 进⾏采样，并且通常
以 15% 的概率掩码其视觉特征

多模态

以图像为条件的mask语⾔模型
（MLM）

条件mask：只mask⼀种模态⽽
保持另⼀种模态不受影响，防⽌
当⼀个被masked的区域恰好被
⼀个被masked的词所描述时可
能出现的错位

15%的概率随机mask输⼊词，根
据图像预测丢失的词

以⽂本为条件的mask区域建模
（MRM）

对图像区域进⾏采样，并以15%
的概率mask其视觉特征，模型被
训练为在给定剩余区域v和所有单
词w的情况下重建被masked的区
域vm，被masked区域的视觉特
征被替换为0

与表示为离散标签的⽂本标注不
同，视觉特征是⾼维和连续的，
因此不能通过类似值进⾏监督，
所以提出了3种变体

条件mask：只mask⼀种模态⽽
保持另⼀种模态不受影响

变体1：masked区域分类
（MRC）

MRC学习预测每个mask区域的
对象语义类别

将masked区域的Transformer输
出vm(i)送⼊FC层，以预测K个⽬
标类别的分数和Faster R-CNN
的⽬标检测输出的类别的one-
host向量进⾏计算交叉熵损失

变体2：masked区域特征回归
（MRFR）

预测的输出和输⼊的区域ROI特
征转换到相同维度和计算L2距离
损失

变体3：带KL-散度的masked区
域分类（MRC-kl）

MRC将⽬标检测模型中最可能的
⽬标类别作为硬标签，因为没有
ground truth标签可⽤，使⽤软
标签作为监督信号，计算最⼩化
两个分布之间的KL散度

图像-⽂本匹配（ITM）

整个图像和句⼦之间的实例级对
⻬ 很多其它论⽂中的对⽐学习⽅法

对正⾯和负⾯的图像-句⼦对进
⾏抽样，并学习它们的匹配分数

特殊标注[CLS]，表示两种模态
的融合表示，输出是⼀个⼆分类
标签y∈{0,1}，表示采样对是否匹
配

词-区域对⻬（WRA）

通过使⽤最优传输（OT）引⼊⼀
个新的WRA预训练任务，明确⿎
励单词和图像区域之间的细粒度
对⻬，⽬标是最⼩化从图像区域
到句⼦中的单词嵌⼊成本

最优传输OT

矩阵T被表示为传输矩阵，解释
两个模态之间的对⻬

T的矩阵表示w⽂本和v图像的2个
分布对⻬

⾃我归⼀化：T的所有元素之和
为1

稀疏性：当精确求解时，OT产⽣
⼀个稀疏的解T

效率⾼，适⽤于⼤模型预训练

余弦距离⽤于计算w和v之间的距
离

MIM: masked图像模型

受NLP中masked语⾔模型
（MLM）成功的启发，从被
masked破坏的图像中学习表示
的任务

不同的masked预测⽬标

iGPT预测序列的未知像素

ViT预测被masked碎⽚的平均颜
⾊

BEiT预训练好的离散变分⾃编码
（dVAE）来编码被遮挡的碎⽚

MaskFeat预测被masked图像区
域的HoG特征

SimMIM，MAE回归预测原始像
素的RGB值

token-wise 相似性

来⾃FILIP

每个视觉与⽂本的所有⾮填充⽂
本token计算相似度

计算成本⼤约是全局相似性的 
2×n1×n2 ，视觉token数量n1,⽂
本token数量n2

全局相似性

来⾃CLIP和ALIGN

图像的CLS和⽂本序列CLS的全
局特征的点积计算

论⽂

Embedding Multimodal Relational Data for Knowledge Base Completion 多模态知识图谱完成

定义

多模态知识基本嵌⼊MKBE， 
multimodal knowledge base 
embeddings

把多模态知识图谱中的数据向量
化

知识图谱完成 发掘未知和缺失的关系和实体 例如⽣成节点缺失的⽂本和图像

本模型的任务

图谱嵌⼊

引⼊额外的神经编码器来嵌⼊关
系模型⽤来预测链接的多模态证
据类型

图谱完成

引⼊神经解码器，使⽤实体的嵌
⼊来⽣成其多模态属性（如图像
和⽂本）

模型（图2）

图2a： 图谱嵌⼊

⼆分类，判断<s,r,o>三元组是否
是对的还是错的 ⼆分类交叉熵损失

s是头实体，o是尾实体，这些实
体包含图⽚，数字，⽂本，通过
GRU和Imagenet⽣成向量，然后
拼接到⼀起

评估指标：MRR和Hits@指标

图2b： 图谱完成

对实体向量进⾏解码，⽣成节点
缺失⽂本和图⽚

GANs⽣成⽂本

pix2pix-GAN⽣成图⽚

⼈⼯评估

Contrastive Learning of 
Visual-Semantic Embeddings

ConVSE视觉-语义嵌⼊的对⽐性
学习

定义

多模态的嵌⼊学习，本⽂解决通
过语句检索图像或通过图像检索
语句的任务

联合嵌⼊学习

⽬的是为两个（或多个）不同的
领域/模态（如图像和⽂本）学习
⼀个共同的嵌⼊空间，以代表其
基本结构和语义

对⽐学习

基本思想是：给定⼀个锚点，使
其与正样本的相似度最⼤化，并
使其与⼩批次中许多负样本的预
期相似度最⼩化。

对⽐学习是现在的多模态联合嵌
⼊的主流训练⽅式

不同的对⽐⽅法

铰链损失1： 公式2

考虑的是与另⼀种模态的所有样
本的总相似性

使⽤所有负样本

铰链损失2： 公式5

使⽤最难的负样本

考虑的是与另⼀种模态中最难的
负样本的相似性

模型

正样本 正确的图像和字幕

负样本
图像和其它字幕，即不是匹配图
像和字幕

ResNet152编码图像

GRU编码⽂本

损失等于：所有负样本的对⽐损
失 + 使⽤最难的负样本的对⽐损
失

Visual Semantic Reasoning for 
Image-Text Matching VSRN-图像-⽂本匹配

定义

视觉语义推理⽹络：Visual 
Semantic Reasoning Network

⽂本和图像之间的视觉-语义相
似度

2019年算法，不如CLIP

模型

图像模型

以ResNet-101为主⼲的Faster 
RCNN模型来实现⾃下⽽上的注
意⼒

提取⼀个图像的多个区域（公式
1）

区域关系推理模型 图像区域之间的语义相关性

得到整个图像的最终表示 区域特征V放⼊GRU模块

⽂本模型

基于GRU的⽂本编码器将⽂本字
幕映射到与图像表示I相同的D维
语义向量空间

损失

匹配损失 正负样本对的ranking loss

⽣成损失
视觉表示⽣成⽂本，⽣成的⽂本
和真实⽂本的交叉熵损失

任务
测试给定⽂本检索图像

给定图像，检索对应⽂本

Learning Transferable Visual 
Models From Natural 
Language Supervision CLIP

定义

来⾃OpenAI的模型, 对⽐语⾔图
像预训练模型，Contrastive 
Language-Image Pre-Training

由4亿个（图像，⽂本）对组成
的新数据集，从头开始训练的
ConVIRT的简化版本，我们称之
为CLIP

数据集名称：WebImageText，
即WIT

https://openai.com/blog/clip/

训练模型

改成对⽐性⽬标

即只预测哪个⽂本作为⼀个整体
与哪个图像配对，⽽不是预测该
⽂本

给定⼀批N个（图像，⽂本）配
对，CLIP被训练来预测N×N个可
能的（图像，⽂本）配对中哪⼀
个实际发⽣

联合训练图像编码器和⽂本编码
器

CLIP学习了⼀个通过联合训练图
像编码器和⽂本编码器，使批次
中N个真实配对的图像和⽂本嵌
⼊的余弦相似度最⼤化，同时使
N^2-N个不正确配对的嵌⼊的余
弦相似度最⼩化，从⽽实现多模
态嵌⼊空间

对称的交叉熵损失

图像编码器

⽅案1： ResNet-50

五个版本：⼀个ResNet-50，⼀
个ResNet-101，3个遵循
EfficientNet⻛格的模型扩展

最⼤的ResNet模型，
RN50x64，在592个V100 GPU
上花了18天时间

⽅案2：视觉transformer
（ViT）

三个版本：⼀个ViT-B/32，⼀个
ViT-B/16，和⼀个ViT-L/14

最⼤的Vision Transformer在
256个V100 GPU上花了12天

CLIP视觉transformer的计算效
率⽐CLIP ResNets⾼约3倍，这
使我们能够在计算预算内达到更
⾼的整体性能。

验证了：在⾜够⼤的数据集上训
练时，视觉transformer⽐
convnets更有计算效率

⽂本编码器 Transformer结构

VisualSem： A High-quality 
Knowledge Graph for Vision & 
Language VisualSem多模态知识图谱

特点

包括实体的解释性语⾔：14种不
同语⾔

说明性的图⽚，即实体的对应的
图⽚，93万张图⽚

9万个实体， 148万个关系

每个实体节点表示⼀个概念
例如图1的c的罗纳尔多，包括罗
纳尔多的个⼈资料和照⽚

关系类型13种

is-a、has-part、related-to、
used-for、used-by、subject-
of、receive-action、made-
of、has-property、gloss-
related、synonym、part-of和
location-at

构建

数据来源： BabelNet API 和
ImageNet

整理： 删除重复的，低质量的图
⽚，通过CLIP保留图像-⽂本对
相似度点击⼤于0.5的

使⽤ 从多模态知识图谱中进⾏检索

给定句⼦进⾏实体检索

使⽤Sentence BERT模型转换到
512维向量，然后使⽤KNN进⾏
检索，筛选条件余弦相似度

效果⼀般

给定图像进⾏实体检索

使⽤CLIP模型对图像⽣成768维
向量，使⽤CLIP模型对知识图谱
中的节点也⽣成768维度向量，
同样筛选条件余弦相似度进⾏排
序，获取相似度最⾼的

效果更差

多模态的检索参考上⼀篇博客
MET模型

Bottom-Up and Top-Down 
Attention for Image Captioning 
and Visual Question Answering BUTD多模态模型

定义

⼀种⾃下⽽上和⾃上⽽下相结合
的注意⼒机制

⾃下⽽上的机制（基于Faster 
R-CNN）提出了图像区域，每个
区域都有⼀个相关的特征向量

⽽⾃上⽽下的机制则确定了特征
权重

⾃上⽽下（图1左）
由⾮视觉或特定任务背景驱动的
注意⼒机制称为 "⾃上⽽下"

⾃下⽽上（图1右）
纯粹的视觉前馈注意⼒机制称为 
"⾃下⽽上"

⾃下⽽上的机制提出了⼀组突出
的图像区域，每个区域由⼀个集
合的卷积特征向量表示。

实际上，我们使⽤Faster R-
CNN来实现⾃下⽽上的注意⼒，
它代表了⾃下⽽上注意⼒机制的
⾃然表达。

模型结构

⾃下⽽上的注意⼒模式 空间图像特征V

例如Faster R-CNN检测到的
bounding box区域，即作为突出
的区域，其编码的向量就是这⾥
的空间图像特征V

Faster R-CNN与
ResNet-101CNN结合使⽤

标题模型

给定⼀组图像特征V，标题模型
使⽤⼀个 "软 "的⾃上⽽下的注
意⼒机制，在标题⽣成过程中给
每个特征加权

由两个LSTM层组成

第⼀个LSTM层描述为⾃上⽽下
的视觉注意⼒模型

第⼆个LSTM层描述为语⾔模型

UniT: Multimodal Multitask 
Learning with a Unified 
Transformer

UniT统⼀transformer模型
（mmf开源包）

可以解决多种任务

CV ⽬标检测

NLP
GLUE基准（QNLI、MNLI、
QQP和SST-2）

CV+NLP（多模态） 视觉问答（VQA）、视觉蕴含

模型结构

编码器

图像编码器
CNN提取特征（例如
ResNet-50)结构

拼接任务信息token后，经过
transformer编码器得到hv

hv拆分出视觉隐藏向量hv和任务
嵌⼊向量

⽂本编码器 Bert模型提取特征
拼接任务信息和⽂本tokenizer
后，经过Bert得到ht

ht拆分出语⾔隐藏向量hv和任务
嵌⼊向量（任务嵌⼊向量怎么
⽤）？？

解码器

对于多模态任务，拼接编码器的
hv和ht作为henc，其它单模态任
务，只⽤hv或ht作为henc

henc和特定任务查询嵌⼊作为解
码器的输⼊，并且在解码期间使
⽤交叉注意⼒

特定任务头

对于输出的解码器的输出的隐藏
状态，输⼊不同的任务头

分类：使⽤2层MLP，采⽤GeLu
激活+Dropout

VISUALBERT: A SIMPLE AND PERFORMANT BASELINE FOR VISION AND LANGUAGE VisualBert

使⽤COCO数据集预训练过的多
模态模型

模型结构（图2）

语⾔模型BERT

视觉模型

视觉嵌⼊包含3部分

fo，是f的边界区域的视觉特征表示

fs，是⼀个⽚段嵌⼊，表明它是⼀个图像嵌⼊

fp，是⼀个位置嵌⼊，当单词和边界区域之间的对⻬作为输⼊的⼀部分被提供时，它被设置为对应于对⻬单词的位置嵌⼊之和

视觉Backbone模型包括：ResNet50，Faster R-CNN

融合模型 transformer结构 self-attention机制来隐式地对⻬输⼊⽂本的元素和输⼊图像中的区域

预训练任务（模仿的BERT）

任务1： 部分⽂本被masked
模型学会根据剩余的⽂本和视觉
背景来预测被masked的单词

这⾥图像区域没有被mask，然后
预测

任务2：句⼦-图像对预测
模型被训练来确定所提供的⽂本
是否与图像匹配

如果有多个标题对应于⼀个图
像，我们提供⼀个由两个标题组
成的⽂本段。其中⼀个标题是描
述图像的，⽽另⼀个有50%的机
会是另⼀个对应的标题，还有
50%的机会是⼀个随机抽取的标
题

微调
特定任务的微调训练，如下⾯的
测试任务

测试任务

视觉问答（VQA 2.0）

视觉常识推理（VCR）

视觉推理的⾃然语⾔（NLVR2）

图像区域到短语蕴含
（Flickr30K）

Bilinear Attention Networks 双线性注意⼒⽹络BAN

定义

VQA数据集： 看图答题（图3）
例如：玩滑板的⼈的裤⼦是什么
颜⾊

Flickr30k数据集：看图画位置
（图4）

根据关键词内容圈出图中的正确
位置

BAN 双线性注意⼒⽹络，
bilinear attention networks

两组输⼊通道之间的双线性相互
作⽤，⽽低秩双线性池化则提取
每对通道的联合表示

单注意⼒ Unitary attention

共同注意⼒co-attention

每个模态建⽴了两个独⽴的注意
⼒分布，⽽忽略了多模态输⼊之
间的互动

模型结构（图1）

双线性注意⼒映射（公式7）

⽂本向量X
⽂本通过使⽤GloVe词嵌⼊和
GRU⽣成向量X

图像向量Y Faster R-CNN提取特征

U和V分别是为了降低模型参数，
A是注意⼒矩阵， f是⼀个双线性
注意⼒的输出

双线性注意⼒⽹络 注意⼒的残差学习（公式11）
fi是上⼀个⽹络的输出，fi+1是下
⼀个⽹络

MISA: Modality-Invariant and 
-Specific Representations for 
Multimodal Sentiment Analysis MISA多模态情感分析 利⽤多模态信息进⾏情感分析

例如对视频进⾏情感分析：视频
包括图像，声⾳和⽂字

预测情感类别或情感强度(回归任
务)

模型结构（图2）

特征提取

声⾳ 双向LSTM+全连接

图像 双向LSTM+全连接

⽂本 Bert或GloVe

模态表示

⼦空间1：模态不变性

多模态信号有共同的动机
声⾳，图⽚，⽂字都有表明了⼀
个共同的情感

Ec编码器

模态不变性会共享参数

输出3个隐藏向量
代表图⽚，声⾳，⽂本的隐藏向
量

⼀个具有分布相似性约束的共同
⼦空间

损失： Lsim-相似度损失
使⽤CMD距离判断2个分布的相
似性

⼦空间2：模态特定性

每个模态所特有的特征 任务预测

Ep编码器
每种模态分配单独的参数

输出3个隐藏向量

损失Ldiff - 差异损失 表示捕捉到输⼊的不同⽅⾯

 Lrecon--重建损失

编码器函数近似于⼀个不相关的
但不具代表性的模态向量，就会
出现平凡解的情况，防⽌平凡解

模态融合

⽤self-attention对6个隐藏向量
的串联结果进⾏多头注意⼒（公
式5）

模型总的损失是（公式6）
任务损失+相似度损失+差异损失
+重构损失

数据集

CMU-MOSI
⼀个YouTube独⽩的集合，说话
者表达他们对电影等主题的意⻅ 回归任务，情感强度

CMU-MOSEI
CMU-MOSEI数据集是对MOSI
的改进 回归任务，情感强度

UR_FUNNY 幽默/⾮幽默得TED演讲数据集 分类任务

OCR-VQA： Visual Question Answering by Reading Text in Images OCR-VQA

 数据集

数据集包括207,572张图书封⾯
的图像，并包含超过100万个关
于这些图像的问题-答案对

下载地址： https://ocr-
vqa.github.io/

示例：Q：这本书的作者是谁？
A. 华莱⼠-纳廷 

构建

获取图像

书籍封⾯，包含作者姓名、标题
和流派的元数据，使⽤视觉特征
将书籍封⾯分类到32种类型中的
⼀种，例如科学、宗教、艺术、
⼉童书籍、漫画、历史等

获得问题和ground truth的答案

使⽤⼀组模板，问书名、作者姓
名、书的体裁（类型）、年份和
版本

转述问题

要求⼈⼯标注者对在第⼆阶段获
得的基于模板的问题进⾏转述，
泛化问题，例如: 这本书的作者
是谁？—>谁写了这本书？

数据分割
8:1:1，分成训练、验证和测试
集，

模型

视觉表示的预训练的CNN特征 VGG16

⽂本表示的OCR⽂本块坐标和命
名实体标签 图像⽂本块和OCR处理

图像中⽂本块的位置提取

Tesseract3

EAST

VGG⽂本检测器

光学字符识别（OCR）

⽂本块被识别出来，送⼊下列
OCR

Tesseract

CRNN

VGG deep text spotter

识别出的⽂本进⾏NER实体识别
包括⼈名、组织、地理政治实
体、年份等

⽤于问题表示的双向LSTM

上述三个表示都被送⼊⼀个可训
练的前馈神经⽹络

问题（300-dim）、图像
（4096-dim）、平均word2vec
（300-dim）和块状特征（35-
dim）（BLOCK）被串联起来，
形成⼀个4731维的复合向量

然后被送⼊⼀个全连接的前馈⽹
络（2层，⼤⼩为1024），然后
是⼀个softmax层

输出维度的意义：5（块索引）
+32（图书类型）+2（是或否：
是和否的问题）+5（版本号）+7
（年份）=51 拆分向量后分别预测结果

The Hateful Memes Challenge: 
Detecting Hate Speech in 
Multimodal Memes Hateful Memes 多模态数据集

10000条数据

⽬标： ⼆分类，判断给定的图⽚
和对应的图⽚的⼀句描述，判断
是否是善意还是恶意的含义

评估指标：准确率，ROC，AUC

https://
hatefulmemeschallenge.com

评估模型（表1）

经过了单模态预训练后的⽅式，
例如来⾃Bert和Reset等拼接组
合的⽅式

Late Fusion,Concat 
Bert,MMBT等

经过了多模态预训练的⽅式，效
果更好 ViLBERT CC 和Visual BertCC

UNITER：UNiversal Image-
TExt Representation Learning

通⽤的图像-⽂本表示法(很强
了）

模型

图像嵌⼊：Faster R-CNN

提取每个区域的视觉特征

通过⼀个7维向量对每个区域的
位置特征进⾏编码

视觉和位置特征都被送⼊全连接
（FC）层，以投射到同⼀个嵌⼊
空间。每个区域的最终视觉嵌⼊
是通过将两个FC输出相加，然后
通过⼀个层归⼀化（LN）层得到
的

⽂本嵌⼊：输⼊句⼦tokenize为
WordPieces

每个⼦词的最终表示token是通
过将其单词嵌⼊和位置嵌⼊相加
得到的，然后是另⼀个LN层

四个预训练任务对UNITER进⾏
预训练

以图像为条件的mask语⾔模型
（MLM）

条件mask：只mask⼀种模态⽽
保持另⼀种模态不受影响，防⽌
当⼀个被masked的区域恰好被
⼀个被masked的词所描述时可
能出现的错位

15%的概率随机mask输⼊词，根
据图像预测丢失的词

以⽂本为条件的mask区域建模
（MRM）

对图像区域进⾏采样，并以15%
的概率mask其视觉特征，模型被
训练为在给定剩余区域v和所有单
词w的情况下重建被masked的区
域vm，被masked区域的视觉特
征被替换为0

与表示为离散标签的⽂本标注不
同，视觉特征是⾼维和连续的，
因此不能通过类似值进⾏监督，
所以提出了3种变体

条件mask：只mask⼀种模态⽽
保持另⼀种模态不受影响

变体1：masked区域分类
（MRC）

MRC学习预测每个mask区域的
对象语义类别

将masked区域的Transformer输
出vm(i)送⼊FC层，以预测K个⽬
标类别的分数和Faster R-CNN
的⽬标检测输出的类别的one-
host向量进⾏计算交叉熵损失

变体2：masked区域特征回归
（MRFR）

预测的输出和输⼊的区域ROI特
征转换到相同维度和计算L2距离
损失

变体3：带KL-散度的masked区
域分类（MRC-kl）

MRC将⽬标检测模型中最可能的
⽬标类别作为硬标签，因为没有
ground truth标签可⽤，使⽤软
标签作为监督信号，计算最⼩化
两个分布之间的KL散度

图像-⽂本匹配（ITM）

整个图像和句⼦之间的实例级对
⻬

对正⾯和负⾯的图像-句⼦对进
⾏抽样，并学习它们的匹配分数

特殊标注[CLS]，表示两种模态
的融合表示，输出是⼀个⼆分类
标签y∈{0,1}，表示采样对是否匹
配

词-区域对⻬（WRA）

通过使⽤最优传输（OT）引⼊⼀
个新的WRA预训练任务，明确⿎
励单词和图像区域之间的细粒度
对⻬，⽬标是最⼩化从图像区域
到句⼦中的单词嵌⼊成本

最优传输OT

矩阵T被表示为传输矩阵，解释
两个模态之间的对⻬

T的矩阵表示w⽂本和v图像的2个
分布对⻬

⾃我归⼀化：T的所有元素之和
为1

稀疏性：当精确求解时，OT产⽣
⼀个稀疏的解T

效率⾼，适⽤于⼤模型预训练

余弦距离⽤于计算w和v之间的距
离

 训练

在每个⼩批次中随机抽取⼀个任
务，并在每个SGD更新中只训练
⼀个⽬标。类似多任务模型

数据集

COCO、Visual Genome
（VG）、Conceptual Captions
（CC）和SBU Captions[

Where Does the Performance 
Improvement Come From? - A 
Reproducibility Concern about 
Image-Text Retrieval

关于图像-⽂本检索的可复现性
问题

定义

图像到⽂本检索 给定图像，查询描述语句

视觉和语⾔预训练（VLP）

⽂本到图像检索 给定句⼦，查询相关图像

模型

模态嵌⼊

视觉表示

区域特征 ⽬标检测器检测到的Region信息

⽹格特征和Patch投影

⽹格特征通过预训练的CNN模型
提取的

Patch投影⾸先被ViLT在图像-⽂
本检索中采⽤

⽂本表示 例如预训练语⾔模型Bert[

模态交互（图1）

相似度计算

多模态交互后获得图像-⽂本对
的联合表示，通常附加⼀个全连
接（FC）层来获得相似度，预测
图像和⽂本对是否匹配

获得每个模态的表示，计算单模
态特征之间的相似性

对⽐性的图像-⽂本匹配损失，
对⽐训练

双向ranking loss

结论

困难负样本对图像-⽂本检索模
型有很⼤影响

预训练模型效果好于⾮预训练模
型，部分⾮预训练模型效果不太
好

⾮预训练模型

VSE++

VSRN

SAEM

CAMERA

SCAN LSE,SCAN AVG

SGRAF 效果好

评估的预训练模型

ViLBERT

PixelBERT

Unicoder-VL

UNITER-Base

ViLT-DA

Similarity Reasoning and 
Filtration for Image-Text 
Matching

SGRAF:图像-⽂本匹配的相似性
推理和过滤

定义

SGRAF: Similarity Graph 
Reasoning and Attention 
Filtration 相似性图推理和注意⼒
过滤

SAF:Similarity Attention 
Filtration 相似性注意⼒过滤

SGR：Similarity Graph 
Reasoning 相似性图推理

图像-⽂本匹配指的是测量图像
和⽂本之间的视觉-语义相似性

应⽤包括：跨模态检索，图像字
幕，⽂本-图像合成，多模态神
经机器翻译

难点 图像的⽬标区域和词之间的对⻬

改进

学习基于向量的图像-⽂本匹配
的相似性表示代替余弦相似度

相似性图推理（SGR）模块，⽤
图推理来推理图像-⽂本的相似
性

提出⼀个有效的相似性注意过滤
（SAF）模块来抑制不相关的⼲
扰

模型

通⽤表示提取

视觉表示 ⽤Faster R-CNN 获取全局表示和各个区域的表示

⽂本表示 双向GRU
获取整句表示和各个token的表
示

相似性表示学习

利⽤相似性向量代替相似性标量
（例如余弦和欧式距离）

公式1
2个元素乘的平⽅除以元素的⼆
范式

全局相似性（公式2）

全局图像特征v¯和句⼦特征¯t之
间的相似性表示，公式2，其中
Wg∈Rm×d旨在学习全局相似性
表示

局部相似性（公式3）

每个区域与每个单词的关系,局部
相似性表示捕捉到了⼀个特定的
词和其对应的图像区域之间的关
联

相似性图解推理SGR

相似性图构建

把局部相似性和全局相似性表示
都作为图的节点，边使⽤公式6
计算得到

图推理

更新节点和边来进⾏相似性图的
推理

将最后⼀步的全局节点的输出作
为推理的相似性表示，然后将其
送⼊全连接，推理出最终的相似
性分数

相似性注意⼒过滤

当以不加区分的⽅式汇总所有可
能的对⻬时，意义不⼤的对⻬会
妨碍区分能⼒，所以提出相似性
注意⼒过滤（SAF）模块

为每个相似性表示sp∈N计算出
⼀个聚合权重βp

训练⽬标

给出⼀个匹配的图像-⽂本对
（v,t），以及相应的最难的负⾯
图像v-和最难的负⾯⽂本t-，我
们计算出双向ranking loss， 公
式10

推理阶段，我们对SGR或SAF模
块预测的相似性进⾏平均，以进
⾏检索评估

代码 train.py

model.py:SGRAF 初始化__init__

EncoderImage

EncoderText

EncoderSimilarity相似度

ContrastiveLoss对⽐损失

训练

model.train_start()切换成训练模
式

model.train_emb(*train_data)开
始训练

 img_embs, cap_embs, 
cap_lens = 

self.forward_emb(images, 
captions, lengths)：计算图像和

⽂本的嵌⼊

sims = 
self.forward_sim(img_embs, 

cap_embs, cap_lens):计算图像
和⽂本的相似度

img_glo = 
self.v_global_w(img_emb, 

img_ave)： ⽣成图像的全局表示
向量

for i in range(n_caption)：遍历
每个句⼦，⼀个图像会有多个描

述

cap_glo_i = 
self.t_global_w(cap_i, 

cap_ave_i)：⽣成这条⽂本的全
局表示

Context_img = 
SCAN_attention(cap_i_expand, 
img_emb, smooth=9.0): 局部⽂

本和全局图像对⻬

sim_emb = 
torch.cat([sim_glo.unsqueeze(1
), sim_loc], 1)： 拼接局部和全局

的的相似度

根据是否是SGR或SAF：计算最
终相似度

sim_all = torch.cat(sim_all, 1)：
返回(n_image, n_caption)，n维
的图像和n维的⽂本组成的相似

度

loss = 
self.forward_loss(sims)：计算

对⽐损失

ViLT: Vision-and-Language 
Transformer Without 
Convolution or Region 
Supervision

ViLT：没有卷积或区域监督的视
觉和语⾔transformer

定义

视觉和语⾔预训练（VLP），
Vision-and-Language Pre-
training 

Vision-and-Language 
Transformer (ViLT)

以⼀种统⼀的⽅式处理两种模态

与以前的VLP模型的主要区别在
于它对像素级输⼊的浅层⽆卷积
嵌⼊。去除仅⽤于视觉输⼊的深
层嵌⼊，通过设计⼤⼤减少了模
型的⼤⼩和运⾏时间

图2d类型，原始像素的嵌⼊层很
浅，计算量也很⼩，与⽂本
token⼀样，将⼤部分的计算集
中在模态交互的建模上

VSE：visual semantic 
embedding，视觉语义嵌⼊

MI：modality interaction 模态
交互

单流⽅法: Single-Stream
各层操作图像和⽂本输⼊的拼
接，例如UNITER

双流⽅法: Dual-stream
两种模态在输⼊层⾯没有拼接起
来,类似ViLBERT，LXMERT

TE: textual embedder ⽂本嵌⼊
器

VE: visual embedder 视觉嵌⼊
器

使⽤碎⽚投影减⼩开销，使⽤⼀
个32×32的补丁投影，只需要
2.4M的参数

传统的区域特征需要步骤（参数
量⼤）：

⼀个区域建议⽹络（RPN）根据
从CNN主⼲⽹汇集的⽹格特征提
出感兴趣的区域（RoI）

⾮最⼤限度的抑制（NMS）将
RoI的数量减少到⼏千个

RoI经过RoI头，成为区域特征

NMS再次应⽤于每个类别，最终
将特征的数量减少到⼀百个以下

MSA: multiheaded self-
attention 多头⾃注意⼒

ITM: Image Text Match: 图像⽂
本匹配

ViT-B/32：代表Patch⼤⼩为
32，即图⽚的每个碎⽚的⼤⼩，
即32*32像素的，使⽤Conv2d即
可

模型（图3）

模型结构

⽂本嵌⼊：词嵌⼊+位置嵌⼊+模
态类型嵌⼊

视觉嵌⼊：图⽚切成块，线性投
影嵌⼊+位置嵌⼊+模态类型嵌⼊

被串联成⼀个组合序列z0

transformer层

由多个块组成，每个块包含⼀个
多头self-attention(MSA)和⼀个
多层感知器(MLP)

层归⼀化（LN）在MSA和MLP
之前

输出上下⽂序列zD

预训练⽬标

图像⽂本匹配（ITM）

以0.5的概率随机地⽤不同的图像
来替换对⻬的图像。⼀个单⼀的
线性层ITM头将汇集的输出特征p
投射到⼆分类的logits上，我们
计算出负logits可能性损失作为
我们的ITM损失

word patch alignment 词块对⻬
（WPA）损失

计算⽂本⼦集和视觉⼦集两个⼦
集之间的对⻬分数，使⽤⾮精确
近似点法进⾏最优转译optimal 
transports（IPOT），并将近似
的Wasserstein距离乘以0.1加到
ITM损失中

可视化对⻬结果⻅图4，图像部
分和词进⾏了对⻬

mask语⾔模型（MLM）

0.15的概率随机mask，预测被
masked的⽂本ground truth标签

全词mask，⽽不是仅仅是词⽚
wordpiecemask

使⽤RandAugment进⾏图像增
强

数据集

预训练

微软COCO（MSCOCO），视觉
基因组（VG），SBU字幕
（SBU），以及⾕歌概念字幕
（GCC）

微调测试任务：
分类任务：VQAv2，NLVR2

检索任务: MSCOCO, Flickr30K

Pixel-BERT: Aligning Image 
Pixels with Text by Deep 
Multi-Modal Transformers

Pixel-BERT:通过深度多模态变
换将图像像素与⽂本对⻬

定义 特点

直接从图像和句⼦对中建⽴图像
像素和语⾔语义之间更准确和彻
底的联系，⽽不是像最近的视觉
和语⾔任务那样使⽤基于区域的
图像特征

ViLT参考于此

Pixel-BERT采⽤BERT作为跨模
态对⻬模块，学习图像-图像，
句⼦-句⼦）和域间（即图像-句
⼦）之间密集的联系

效果好于UNITER

模型（图2）

基于BERT的词级token嵌⼊

对句⼦中的每个词进⾏
tokenize，并将每个token嵌⼊到
⼀个向量中

公式4，LayerNorm(位置嵌⼊
+语义嵌⼊)

以图像像素为输⼊进⾏视觉嵌⼊
学习的全卷积神经⽹络（CNN）

像素特征是由CNN视觉主⼲学习
的，⽐如ResNet

ViLT更简化了图像嵌⼊

像素随机抽样，提⾼鲁棒性

联合学习视觉和语⾔嵌⼊的多模
态transformer

输⼊：CLS，token嵌⼊，SEP，
图像嵌⼊

预训练任务

masked语⾔模型（MLM）

MLM任务可以⿎励模型从语⾔和
视觉token中推理出被masked的
token

图像-⽂本匹配（ITM）

区分⼀个句⼦是否能很好地描述
⼀个图像

采⽤相同数量的正样本和负样本

在[CLS]token的联合嵌⼊特征上
应⽤⼆分类器，对输⼊图像和句
⼦是否匹配进⾏分类

Hierarchical Text-Conditional 
Image Generation with CLIP 
Latents

unCLIP: 使⽤CLIP潜空间的分层
⽂本条件的图像⽣成

定义

扩散模型：diffusion models，
⽣成模型框架

任务： 给定⽂本⽣成图像

类似模型：GLIDE,DALL-E，
OFA

DALL-E2:https://openai.com/
dall-e-2/

Stable Diffusion: https://
stability.ai/blog/stable-
diffusion-announcement

模型

先验模型

⽬的

P(zi|y)，产⽣以字幕y为条件的
CLIP图像嵌⼊zi

学习图像嵌⼊

模型

⾃回归（AR）先验

CLIP图像嵌⼊zi被转换为⼀串离
散的代码，并以字幕y为条件进⾏
⾃回归预测

扩散先验
连续⽮量zi直接使⽤⾼斯扩散模
型，以字幕y为条件进⾏建模

图像嵌⼊解码器

⽬的

解码器P(x|zi,y)，产⽣以CLIP图
像嵌⼊zi为条件的图像x（以及可
选的⽂本字幕y）

学习嵌⼊⽣成图像

使⽤扩散模型 两个扩散上采样模型

⼀个将图像从64×64的分辨率上
采样到256×256的分辨率 ⾼斯模糊混淆提⾼鲁棒性

另⼀个将图像进⼀步上采样到
1024×1024的分辨率 BSR退化混淆

Scaling Up Visual and Vision-
Language Representation 
Learning With Noisy Text 
Supervision

ALIGN：利⽤噪声⽂本监督扩⼤
视觉和视觉语⾔表示学习的规模

定义

本⽂利⽤含有噪声的，但是超⼤
规模的图像⽂本对数据集进⾏模
型预训练，效果也有很⼤提升。

模型（图1）

图像编码器 带有全局池化的EfficientNet

⽂本嵌⼊编码器 BERT编码器

损失

图像到⽂本的分类

⽂本到图像的分类

批次负样本的数量决定参数
sigma，⾃动学习

实验

数据集：Flickr30K，
MSCOCO，Crisscrossed 
Captions

任务：图像-⽂本、⽂本-图像、
⽂本-⽂本和图像-图像的检索，
语义⽂本相似性（STS）、语义
图像相似性（SIS）和语义图像-
⽂本相似性（SITS）

Unifying Vision-and-Language 
Tasks via Text Generation

通过⽂本⽣成将视觉和语⾔任务
统⼀起来

定义

https://github.com/j-min/VL-
T5

仿照Google T5模型的多模态模
型，不⽤给每个任务建⽴单独的
任务头了

模型（图2）

视觉嵌⼊
利⽤Faster R-CNN，（图
2b），累加4个部分的向量

Rol Features：感兴趣区域

bounding boxes坐标

image ids: 区分多张图⽚

region_ids: ⽂本的中代表区域的
占位符, 例如<vis 3>可能代表图
像中的消防栓

⽂本嵌⼊

原始输⼊⽂本中加⼊不同的前缀
以适应不同的任务

引⼊了视觉占位token{<vis 
1>, . . , <visn>}，它对应于图像
区域

编码器-解码器结构

拼接⽂本和视觉嵌⼊，输⼊到
transformer编码器-解码器架构

答案由解码器⽣成

预训练数据集：MS COCO，
Visual Genome，VQA v2.0，
GQA，Visual7W

M6： A Chinese Multimodal 
Pretrainer

M6: ⼀个中⽂的多模态预训练模
型

定义

收集了300GB⽂本和2TB图像的
中⽂多模态预训练数据，覆盖科
学、娱乐、体育、政治、⽣活常
识等领域

将模型规模扩⼤到100和1000亿
个参数，M6-10B和M6-100B

问题

预训练没加上图⽂匹配的对⽐学
习，应该是部分数据只有⽂字

没有放出模型

模型

图像嵌⼊ 图像分割成多个碎⽚，类似ViLT

⽂本嵌⼊ 类似Bert

编码器-解码器 transformer结构

预训练任务

⽂本到⽂本的迁移：即掩盖部分
⽂本，恢复⽂本

图像到⽂本的迁移：掩盖部分图
像，恢复⽂本

多模态到⽂本的转换 不掩盖，直接⽣成⽂本

使⽤MoE结构来扩展模型规模

Multi-modal Alignment using 
Representation Codebook 利⽤表示编码簿进⾏多模态对⻬

定义

CODIS ： Codebook Learning 
with Distillation

给多模态学习增加了新的损失⽅
式

模型（图2）

编码簿（原型)学习：帮助不同模
态之间的特征对⻬

也可以被解释为配对数据的基本
特征分布

编码簿损失函数（公式3）

⽂本到原型损失（Lt2p）+图像
到原型损失（Li2p）+ ⽂本和图
像的正则化项Lot

师⽣蒸馏：将图像和⽂本模态视
为两个视图，并采⽤师⽣蒸馏范
式来执⾏单模态对⻬ 损失函数（公式5）

教师编码器和来⾃同⼀模态的学
⽣编码器之间，教师编码器和来
⾃不同模态的学⽣编码器之间，
他们的交叉熵损失之和

预训练损失

mask语⾔模型损失（MLM）

多模态编码器的图像-⽂本匹配
（ITM）

Crisscrossed Captions：
Extended Intramodal and 
Intermodal Semantic Similarity 
Judgments for MS-COCO

MS-COCO的扩展模态内和模态
间语义相似性判断 定义

数据集：https://github.com/
google-research-datasets/
Crisscrossed-Captions

Crisscrossed Captions (CxC)数
据集特点

MSCOCO数据集的⼀个扩展，
267,095个样本

提供了模态内和模态间的相似度
（图1）

相似度分6种，0分到5分，0分表
示不相似

模态内：图⽚对之间的相似度

模态间：图⽚和描述⽂字之间的
相似度

STS:Semantic Textual 
Similarity ⽂本对之间的语义相
似性

SIS：Semantic Image 
Similarity 图像对之间的语义相
似性

SITS：Semantic Image Text 
Similarity， 图像⽂本对的语义
相似性

Training Vision-Language 
Transformers from Captions 
Alone

仅从字幕中训练视觉语⾔
transformer模型:VLC

定义

代码：https://github.com/
guilk/VLC

优势

在标准基准上优于ViLT，⽐ViLT
多了MIM任务

提供了更多可解释和直观的碎⽚
可视化

与许多利⽤标注边界框训练的
ROI的⼤型模型有竞争⼒

MLM：mask语⾔模型（MLM）

MIM: masked图像模型

受NLP中masked语⾔模型
（MLM）成功的启发，从被
masked破坏的图像中学习表示
的任务

不同的masked预测⽬标

iGPT预测序列的未知像素

ViT预测被masked碎⽚的平均颜
⾊

BEiT预训练好的离散变分⾃编码
（dVAE）来编码被遮挡的碎⽚

MaskFeat预测被masked图像区
域的HoG特征

SimMIM，MAE回归预测原始像
素的RGB值

模型（图2）

预训练任务

通过mask图像/语⾔模型进⾏模
内重建（MLM，MIM）

MIM：以0.6的概率随机mask图
像碎⽚，并基于⾮mask的token 
w和碎⽚v重建缺失的像素

通过图像-⽂本匹配进⾏模间对
⻬（ITM）

图像模态投影和⽂本嵌⼊

简单的线性投影来嵌⼊打碎⽚的
图像，并使⽤⼀个单词嵌⼊层来
嵌⼊tokenize的⽂本

多模态编码器
12层ViT编码图像和⽂本

使⽤ViT-B/16架构

Multimodal Fusion Refiner Networks ReFNet:多模态融合精炼⽹络

定义

融合模块 多模态中多种信号的融合

Refiner：精炼，精细化

ReFNetMS：加⼊了对⽐学习的
ReFNet

责任学习
Learning set representations 
with featurewise sort pooling

优点：插拔式结构，可以适⽤于
任何需要融合的⽹络结构中

模型（图2）

类似⾃编码器：各种特征进⼊融
合模块，经过编码，得到融合嵌
⼊，融合嵌⼊经过精炼模块解
码，得到输出特征，计算每个输
⼊特征和输出特征之间的相似度
（公式3）

融合模块

融合嵌⼊ ⽤于下游任务或预训练时

精炼模块

Wukong：A 100 Million Large-
scale Chinese Cross-modal 
Pre-training Benchmark

Wukong：⼀亿规模的中⽂跨模
态预训练基准

定义

数据集: https://wukong-
dataset.github.io/wukong-
dataset/

数据集构建

使⽤20万个最常出现的关键词， 
关键词被⽤来在百度中搜索图⽚
及其相应的字幕

每个关键词最多保留1000个图
像-⽂本对，总共收集了1.66亿个
原始的〈图像，⽂字〉对

应⽤⼀系列的过滤策略

基于图像的过滤

根据图像的维度和⻓宽⽐来过滤
数据。只有两个维度都⼤于200
像素，并且⼤与⼩的⽐例不超过
3的图像才被保留

基于⽂本的过滤

检查语⾔和⽂本⻓度。我们保留
那些⾄少包含⼀个但少于32个汉
字的句⼦

放弃那些⽂本在整个语料库中出
现超过10次的图像-⽂本对

测试数据集包含33000个⼈⼯验
证的图像-⽂本对

最终得到了⼀个⼤约1亿个〈图
像，⽂本〉对，悟空的⽂本中有
20,442个独特的token，每个字
幕中的平均token数为22个。

模型

视觉编码器

Vision Transformer（ViT）

输⼊的图像⾸先被重新缩放为标
准尺⼨，然后被分割成固定尺⼨
的碎⽚。每个碎⽚通过⼀个可训
练的线性投影被线性嵌⼊。得到
的碎⽚向量序列被送⼊⼀个标准
的transformer编码器

Swin Transformer（SwinT）

SwinT使⽤了⼀个分层的
transformer，⽤移位的窗⼝来计
算表示，这使原来的self-
attention计算加速到不重叠的局
部窗⼝，同时也允许跨窗⼝连
接。

⽂本编码器
仅有解码器的transformer，使⽤单词表量为21128的WordPiece进⾏中⽂⽂本tokenization

视觉token序列和⽂本token序列的全局表示被线性投影到共同的多模态空间，然后分别进⾏L2归⼀化

预训练的⽬标

跨模态对⽐学习 批次内图像⽂本对的对⽐损失

全局相似性

来⾃CLIP和ALIGN

图像的CLS和⽂本序列CLS的全
局特征的点积计算

token-wise 相似性

来⾃FILIP

每个视觉与⽂本的所有⾮填充⽂
本token计算相似度

计算成本⼤约是全局相似性的 
2×n1×n2 ，视觉token数量n1,⽂
本token数量n2

由于视觉token的数量通常⽐⽂
本token的数量⼤得多，例如，
CLIPViT-L有 16×16+1=257 视
觉token和32个⽂本token，为了
提⾼效率，视觉token更有必要
被减少

视觉token映射层，减少视觉
token数量，减⼩计算量

OFA： UNIFYING 
ARCHITECTURES, TASKS, 
AND MODALITIES THROUGH 
A SIMPLE SEQUENCE-TO-
SEQUENCE LEARNING 
FRAMEWORK

OFA：通过⼀个简单的seq2seq
的学习框架来统⼀架构、任务和

模态

定义

代码：https://github.com/
OFA-Sys/OFA

OFA: 全拼One For All

⽀持多任务类型：⽂本到图像的
⽣成、视觉基础、视觉问答
（VQA）、图像字幕、图像分
类、语⾔模型

特⾊：⽂本图像⽣成

模型（图2）

预训练任务

视觉定位（VG）、定位说明
（GC）、图像-⽂本匹配
（ITM）、图像说明（IC）和视
觉问答（VQA）

推理限制
Beam search增加候选

基于Trie的搜索限制标签范围

ERNIE-ViL： Knowledge 
Enhanced Vision-Language 
Representations through 
Scene Graphs

ERNIE-ViL：通过场景图的知识
强化视觉语⾔表述

定义

场景图： 包含视觉场景的结构化
知识，包括现在的⽬标、⽬标的
属性和⽬标之间的关系

特点：场景图预测（SGP）任务

属于双流跨模态Transformer，
两个平⾏的Transformer编码器
组成，⽤于图像和⽂本⽚段

模型

⽂本嵌⼊

WordPiece分词后，原始单词嵌
⼊、分段嵌⼊和序列位置嵌⼊相
加得到

图像嵌⼊
⽬标检测模型检测出来的结果进
⾏嵌⼊，

预训练任务（图2）

场景图预测（SGP）任务

⽬标检测任务（公式1）

mask句⼦中相应的⼦序列中⽬标
词（类似，"猫"、"汽⻋"、"⼥
⼈ )

属性预测任务（公式2）

mask句⼦中的属性词,例如，如 
"⼩"、"棕⾊"、"蓝⾊ "则是⽬标
的形状和颜⾊的特征

关系预测任务（公式3）

视觉场景中⽬标之间的动作（语
义）或相对位置（⼏何）

 mask位置词，例如在上
⾯"、"放在 “

ITM任务
为每个⽂本随机选择⼀个图像，
以形成负⾯的图像-⽂本对

Multi-Grained Vision Language Pre-Training：Aligning Texts with Visual Concepts
多粒度视觉语⾔预训练：将⽂本

与视觉概念联系起来

定义

特⾊：视觉区域和语⾔字段对
⻬，⻅图（1）c部分

通过多个不同的嵌套的bbox和多
个⽂本对象进⾏关联

缺点：⽬标标注太复杂，很难⼤
规模扩展

现有⽅法对⻬⽅法

细粒度：使⽤⽬标检测器，以⽬
标为中⼼的特征不容易表示多个
⽬标之间的关系

粗粒度：不依赖⽬标检测，只学
习⽂本和图像的粗粒度（整体）
特征之间的排列

模型(图2）

图像编码器（Itrans）

⽂本编码器（Ttrans）

跨模态编码器（Xtrans）

跨模态编码器通过每层的交叉注
意⼒将视觉特征与语⾔特征融合
在⼀起

预训练任务

Bounding Box预测(公式2）
跨模态编码器的输出[CLS]嵌⼊
预测⽬标的bbox，L1损失

批次内对⽐学习（公式5）
批次内样本，预测（视觉概念，
⽂本）对是否是⼀对

匹配预测

对⼀个批次中的困难负⽂本进⾏
采样，跨模态编码器的输出
[CLS]预测样本是否是⼀对

mask语⾔模型

Image as a Foreign 
Language： BEIT Pretraining 
for All Vision and Vision-
Language Tasks

图像作为⼀种外语: 所有视觉和
视觉语⾔任务的BEIT预训练

定义

BEIT-3: 只使⽤⼀个预训练任
务，mask-然后预测，在8种多
模态和单模态任务上取得SOTA

https://github.com/microsoft/
unilm/tree/master/beit

模型
多路transformer⽹络：
Multiway Transformers

共享的self-attention模块 学习不同模态之间的对⻬⽅式

不同模态的前馈⽹络（即模态专
家）池组成

捕捉更多的模态特定信息

视觉专家（图3a）

语⾔专家（图3b）

混合专家（图3c）

tokenizer任务

⽂本：SentencePiece tokenizer

图像： BEIT v2的tokenizer

随机mask15%的单模态⽂本

mask50%的图像-⽂本对的⽂本

mask了40%的图像碎⽚

ViLBERT： Pretraining Task-
Agnostic Visiolinguistic 

Representations for Vision-
and-Language Tasks

ViLBERT: 视觉和语⾔任务的预
训练任务⽆关的视觉语⾔学表示

定义

 ViLBert： Vision-and-
Language BERT 视觉和语⾔的
Bert模型，

双流架构：分别对每种模态进⾏
建模，然后通过⼀⼩套基于注意
⼒的互动来融合它们

模型（图1）

由两个并⾏的BERT-style模型组
成，分别在图像区域和⽂本⽚段
上运⾏

共同注意⼒transformer（Co-
TRM），图2b

每个模态的Key和Value被作为输
⼊传递给另⼀个模态的多头注意
⼒块

预训练任务

masked的多模态建模

mask⼤约15%的单词和图像区域
输⼊，并要求模型在剩下的输⼊
下重建它们

多模态对⻬预测
预测图像和⽂本是否对⻬，即⽂
本是否描述图像

Multimodal Contrastive 
Training for Visual 
Representation Learning

视觉表示学习的多模态对⽐性训
练

定义

模态内的3种损失+模态间的2种
损失

数据集格式是： 图⽚+⽂本+实
体标签

模型（图2-图3）

模态内（橙⾊和绿⾊路径）对⽐
学习

基于现有的⾃监督表示学习框架
MoCo-v2

每个单独的模态训练编码器

图像对之间的损失，⽂本字幕对
之间的损失，数据标注的标签之
间的损失

模态间（⻩⾊和蓝⾊路径）对⽐
学习

将视觉和⽂本特征嵌⼊到⼀个共
同的空间

图像字幕对之间的损失，字幕图
像对之间的损失

Supervised Multimodal 
Bitransformers for Classifying 
Images and Text

MMBT: ⽤于图像和⽂本分类的
有监督多模态双向Transformer

定义

多模态：每⼀种信息的来源或者
形式，都可以称为⼀种模态。例
如，⼈有触觉，听觉，视觉，嗅
觉；信息的媒介，有语⾳、视
频、⽂字等，多个模态结合起来
就是多模态。

MMBT
Multimodal Bitransformers，⽀
持预训练和微调

架构

图像编码器
使⽤Reset-152池化前的特征图
作为图像向量

⽂本token ⽂本嵌⼊向量

⽂本向量拼接图像向量

⽂本向量作为segment 0

图像向量作为segment 1

⽂本向量和图像向量各⾃位置编
码

双向Transformer

分类层

⼆分类：sigmoid，⼆分类交叉
熵损失

多分类：softmax，交叉熵损失

数据集

MM-IMDB
根据电影情节⼤纲和电影海报，
对电影类型分类

FOOD101
根据⻝谱描述+⻝谱图像，分类
属于哪种⻝物标签

VSNLI

蕴含关系判断，根据图像和对图
像描述的⽂字，判断⽂字描述的
合适的关系

Imagic: Text-Based Real 
Image Editing with Diffusion 
Models

Imagic: 基于⽂本的真实图像编
辑与扩散模型

定义

给定⽂本和图像，根据⽂本的提
示对给定的图像进⾏修改

利⽤了最近成功的⽂本到图像的
扩散模型，扩散模型是强⼤的先
进⽣成模型，能够进⾏⾼质量的
图像合成

给定⼀个输⼊图像x和描述所需
编辑的⽬标⽂本，我们的⽬标是
以满⾜给定⽂本的⽅式编辑图
像，同时最⼤限度地保留x的细
节

基于Imagen

⼀个⽤于64x64像素图像的⽣成
扩散模型

⼀个超级分辨率（SR）扩散模
型，将64x64像素的图像转化为
256x256的图像

⼀个SR模型，将256x256像素的
图像转化为1024x1024的分辨率

模型（图3）

⽂本嵌⼊优化（公式2）

优化⽂本嵌⼊，找到与⽬标⽂本
嵌⼊附近的给定图像最匹配的⽂
本嵌⼊

1. ⽬标⽂本⾸先通过⽂本编码
器，输出其相应的⽂本嵌⼊ etgt

2. 冻结⽣成性扩散模型 θ 的参数

3. 使⽤降噪扩散⽬标优化⽬标⽂
本嵌⼊etgt得到eopt

模型微调(公式2）

对预训练的⽣成性扩散模型进⾏
微调，以优化嵌⼊为条件，更好
地重建输⼊图像

1. 获得的优化嵌⼊eopt在通过⽣
成扩散过程时不⼀定能准确地导
致输⼊图像x

2. 冻结优化后的嵌⼊，使⽤相同
损失函数优化模型参数 θ 

图像⽣成（公式3）

在⽬标⽂本嵌⼊和优化后的嵌⼊
之间进⾏线性插值，从⽽得到⼀
个结合了输⼊图像和⽬标⽂本的
表示，这个表示被传递给⽣成扩
散过程和微调过的模型，输出我
们最终编辑过的图像

1，由于⽣成性扩散模型被训练成
在优化的嵌⼊eopt处完全重现输
⼊图像x，

2. etgt和eopt之间的简单线性内
插, 找到⽬标⽂本嵌⼊etgt和优化
后的嵌⼊eopt之间的⼀中间值

3.超参数\eta

Multimodal Contrastive 
Learning with LIMoE：the 
Language-Image Mixture of 
Experts

多模态对⽐学习LIMoE: 图像-语
⾔的混合专家

定义

LIMoE: Language Image mix of  
expert，语⾔-图像专家混合模
型

模型（图1）

单塔结构

⽂本：sentencepiece编码， 图
像：ViT

共享的transformer编码器处

图像和⽂字的对⽐

MoE层：

多个MoE层

每层都是⼀个MLP

每个MoE层的输出根据⻔控进⾏
调节

MoE层每个专家的平衡问题

如果没有⼲预，Top-K MoE往
往会 "崩溃"，从⽽只使⽤⼀个专
家。这导致⼤多数token被丢
弃，并导致性能不佳，使⽤辅助
损失来⿎励平衡路由

局部熵损失 公式2

全局熵损失 没明⽩

PROMPT-TO-PROMPT 
IMAGE EDITING WITH 
CROSS-ATTENTION 
CONTROL

具有交叉注意⼒控制功能的提
示-提示图像编辑

定义

LLI
large-scale language-image，
⼤规模语⾔图像模型

根据⽂本编辑图像（图1）

DDPM

Diffusion Denoising 
Probabilistic Models，扩散降噪
概率模型

三种不同的扩散模型
Imagen, Latent Diffusion, 和
Stable Diffusion

Imagen

包括三个⽂本调节的扩散模型和
⼀个语⾔模型

⼀个⽂本到图像的64×64模型，
两个超级分辨率模型
64×64→256×256和
256×256→1024×1024

⼀个预训练好的T5 XL语⾔模型

LDM

Latent Diffusion Model

语⾔模型 32层transformer

扩散模型 U-Net

self-attention层

分辨率为32、16、8和4的⽂本条
件交叉注意⼒层

SD

Stable Diffusion,稳定扩散

使⽤预训练好的CLIP模型,进⾏有
条件的⽂本嵌⼊

由self-attention层和分辨率为
64、32、16和8的⽂本条件交叉
注意⼒层组成

模型（图3）

原理

⽣成的图像的结构和外观不仅取
决于随机种⼦，⽽且还取决于像
素与⽂本嵌⼊之间通过扩散过程
的互动， 输⼊图像I的交叉注意
⼒图使我们能够保留原始的组成
和结构

主要修改交叉注意⼒部分

只修改⽂本到图像的扩散模型，
例如UNet部分

AltCLIP：Altering the 
Language Encoder in CLIP for 
Extended Language 
Capabilities

AltCLIP：改变CLIP中的语⾔编
码器以扩展语⾔能⼒

定义

代码：https://github.com/
FlagAI-Open/FlagAI

AltCLIP 中⽂多模态模型

AltCLIPM9 多语⾔多模态模型

其它中⽂多模态模型：Taiyi，
CNCLIP，Wukong，R2D2，
BriVL

XLM-R： 多语种语⾔模型

模型（图1）

训练阶段1

只使⽤语⾔平⾏数据，只训练语
⾔模型，不训练图像

使⽤CLIP的⽂本编码器作为教师
⽂本编码器，⽽XLM-R模型在多
语⾔数据上的预训练作为学⽣编
码器

教师⽂本编码器和学⽣⽂本编码
器对于平⾏⽂本输⼊对之间表示
的平均平⽅误差（MSE）

训练阶段2

⽂本图像对，进⾏对⽐学习

训练时冻结图像编码器，只更新
⽂本编码器的参数

图像编码器和⽂本编码器的输出
投影之间使⽤对⽐性损失

Scaling Language-Image Pre-
training via Masking

通过masked进⾏⼤规模语⾔-图
像预训练

定义

FLIP： Fast Language-Image 
Pre-training，快速语⾔-图像预
训练

优点：更快的训练速度，同时还
能提供准确性的提⾼

模型（图2）

随机mask图像碎⽚，只对可⻅的
碎⽚进⾏编码。我们不对被
masked的图像内容进⾏重建

采⽤Vision Transformer（ViT）
作为图像编码器

训练⽬标： 图像⽂本的对⽐性损
失

Towards All-in-one Pre-
training via Maximizing Multi-
modal Mutual Information

通过多模态互信息最⼤化实现⼀
体化预训练

定义

M3I预训练

Maximizing Multi-modal 
Mutual Information Pre-
training 

最⼤化多模态互信息预训练

代码
https://github.com/
OpenGVLab/M3IPretraining

模型

训练⽬标

使输⼊表示和⽬标表示之间的互
信息最⼤化

例如图像重构，⽂本重构，或图
像⽂本配，求Softmax交叉熵损
失

损失

图像类别分类

⽂本图像对

图像增强

图像MIM，图像mask重构

BLIP-2： Bootstrapping 
Language-Image Pre-training 
with Frozen Image Encoders 
and Large Language Models

BLIP-2：⽤冻结的图像编码器和
⼤型语⾔模型进⾏语⾔-图像预

训练的⾃举模型

定义

代码

https://github.com/
salesforce/LAVIS/tree/main/
projects/blip2

本⽂解决的难点

利⽤预训练好的单模态模型，并
对多模态进⾏对⻬，补模态之间
的差距

应⽤
图像到⽂本的⽣成，视觉知识推
理、视觉对话

模型（QFormer）

two-stage预训练策略进⾏预训
练，轻量级的transformer，作为
⼀个桥梁连接语⾔模型和视觉模
型

Q-Former由两个transformer⼦
模块组成，这些模块共享相同的
self-attention层

（1）⼀个图像transformer，与
冻结的图像编码器互动，进⾏视
觉特征提取

2）⼀个⽂本transformer，可以
同时作为⽂本编码器和⽂本解码
器。

第⼀个预训练阶段(图2）

进⾏视觉-语⾔表示学习

使查询能够学会提取对⽂本信息
最丰富的视觉表示

冻结的图像编码器

可学习的查询嵌⼊作为图像
transformer的输⼊

三个预训练⽬标

图像-⽂本对⽐学习（ITC）

将图像表示和⽂本表示对⻬，使
它们的互信息达到最⼤

通过对⽐正样本对的图像-⽂本
相似性和负⾯对的图像-⽂本相
似性来实现这⼀⽬标

将图像transformer的输出查询表
示Z与⽂本transformer的⽂本表
示t对⻬，其中t是[CLS]token的
输出嵌⼊，t和z直接计算相似度

图像为基础的⽂本⽣成（ITG） 就是根据图⽚⽣成⽂字，解码器

图像-⽂本匹配（ITM）

⼆分类任务

模型预测⼀个图像-⽂本对是匹
配的还是不匹配的，

第⼆个预训练阶段（图3）

进⾏视觉到语⾔的⽣成学习

将Q-Former的输出连接到⼀个
冻结的LLM，进⾏⽣成

冻结的LLM

试验了两种类型的LLM

基于解码器的LLM

⽤语⾔模型损失进⾏预训练，其
中冻结的LLM的任务是根据Q-
Former的视觉表示来⽣成⽂本。

基于编码器-解码器的LLM

对于基于编码器-解码器的
LLM，我们⽤前缀语⾔模型损失
进⾏预训练，将⼀个⽂本分成两
部分。前缀⽂本与视觉表示法相
拼接，作为LLM编码器的输⼊。
后缀的⽂本被⽤作LLM解码器的
⽣成⽬标。

LORA： LOW-RANK 
ADAPTATION OF LARGE LAN-
GUAGE MODELS

LoRA:⼤型语⾔模型的低秩适配
器

定义

代码
https://github.com/microsoft/
LoRA

优点

⼀个预训练好的模型可以被共
享，⽤来为不同的任务建⽴许多
⼩的LoRA模块

LoRA使训练更加有效，在使⽤
⾃适应优化器时，硬件⻔槛降低
了3倍，因为我们不需要计算梯
度或维护⼤多数参数的优化器状
态。相反，我们只优化注⼊的、
⼩得多的低秩矩阵。

例如checkpoint的⼤⼩⼤约减少
了10,000×（从350GB到
35MB），⽤更少的GPU进⾏训
练，避免I/O瓶颈。

可以在部署时以更低的成本切换
任务，只交换LoRA的权重，⽽
不是所有的参数

与完全微调相⽐，速度提⾼了
25%

简单的线性设计允许我们在部署
时将可训练矩阵与冻结权重合
并，与完全微调的模型相⽐，在
结构上没有引⼊推理延迟。

LoRA与许多先前的⽅法是不相
关的，并且可以与许多⽅法相结
合，例如前缀微调。

个⼈⼈为还会防⽌⼤模型退化，
即灾难遗忘，因为不⽤微调⼤模
型

使⽤低秩矩阵的原因是为了降低
微调时的计算复杂度和内存消
耗，同时保持模型性能。

其它证明低秩矩阵有效的论⽂

Compacter: Efficient Low-
Rank Hypercomplex Adapter 
Layers

On the Effectiveness of Low-
Rank Matrix Factorization for 
LSTM Model Compression

INTRINSIC DIMENSIONALITY 
EXPLAINS THE 
EFFECTIVENESS OF 
LANGUAGE MODEL FINE-
TUNING

模型

使⽤⽤低秩分解进⾏约束参数更
新，满⾜公式3

对A使⽤随机的⾼斯初始化，B在
训练开始时为零

训练LoRA⼤致收敛于训练原始
模型，⽽基于适配器的⽅法收敛
于MLP

⽬前实验中只对Wq和Wv应⽤
LoRA

基准模型

微调 所有模型参数经历梯度更新

Bias-only纯偏差或BitFit
只训练偏差向量，⽽冻结其他⼀
切

Prefix-embedding tuning 
(PreEmbed) 前缀嵌⼊调整

在输⼊token中插⼊特殊token，
这些特殊的token有可训练的词
嵌⼊，⼀般不在模型的单词表中

Prefix-layer tuning (PreLayer) 
前缀层调整

是前缀嵌⼊调整的延伸

是学习每个transformer层之后的
激活

适配器优化:Adapter tuning

在self-attention模块（和MLP
模块）和随后的残差连接之间插
⼊适配器层,Houlsby等⼈
（2019）

适配器层只应⽤在MLP模块之后
和⼀个LayerNorm之后,Lin等⼈
（2020）


