
NLP⽅向总结-实体链接

普通实体链接

Entity linking

等同于命名实体消歧（NED） named entity disambiguation

实体链接是指将⽂档中出现的⽂
本⽚段, 即实体指称(entity 
mention)链向其在特定知识库
(Knowledge Base)中相应条⽬
(entry)的过程

将⽂本中的命名提及（也称为表
⾯形式）映射到知识库中定义的
实际实体

示例，⼀词多意，例如苹果。多
词同意，例如很多物品的全名、
部分名称、昵称、别名和缩写

⼀般的处理流程

1. 候选实体⽣成（粗过滤）

通过表⾯形式匹配、字典查询和
计算先验概率来减少庞⼤的决策
空间

2. 实体排名（细过滤）

⽆监督
基于信息检索的⽅法

基于向量空间模型

有监督

⼆分类⽅法[12]、学习排名⽅法
[13]、概率⽅法[14]和基于图的⽅
法

利⽤通常带有上下⽂的提及与候
选实体进⾏⽐较，⽣成最终的实
体匹配得分排名结果

3. 不可链接的实体提及
某些实体提及的实体在⽬标在KB
中不存在，那么⽤NIL来表示

相关技术

嵌⼊

提及嵌⼊

实体嵌⼊

实体的表⾯形式作为实体嵌⼊⼀
部分

实体描述作为实体嵌⼊⼀部分

实体的上下⽂作为实体嵌⼊⼀部
分

例如TransE中的：头实体+关系=
尾实体

实体的类型作为实体嵌⼊⼀部分

对⻬嵌⼊

需要保持提及嵌⼊和实体嵌⼊在
同⼀个向量空间，⽅便计算它们
的相似度

相似度特征

先验流⾏度

指在不考虑提及的上下⽂的情况
下，给定⼀个候选实体的出现概
率。

eg: 在⼤多数情况下，当⼈们提
到 "奥巴⻢ "时，他们是指前总
统

表⾯形式相似度

⼀个实体的提及和⼀个候选实体
的表⾯形式相同或相似

例如，实体提及 "Univ 
Manchester "更有可能是指⼤学 
"The University of 
Manchester"，⽽不是指⾜球队 
"Manchester City F.C."

类型相似度 提及词的类型和实体的类型

上下⽂相似度

获取提及和实体的上下⽂的⾼阶
特征 例如基于Transformer模型

计算相似度

余弦相似度

双线性相似性

利⽤神经架构来计算上下⽂相似
性特征

主题⼀致性

同⼀⽂档中共同出现的实体提及
往往指的是主题⼀致的实体，所
以基于实体的主题的判断。

提及集的选择

映射实体的分配

主题⼀致性特征的计算

算法

MLP

基于图

强化学习 使⽤RL作为实体链接的排名算法

论⽂

Scalable Zero-shot Entity 
Linking with Dense Entity 
Retrieval：BLINK

定义

给定⼀个输⼊⽂本⽂档D={w1, ..., 
wr}和⼀个实体提及列表
MD={m1, ..., mn}，实体链接模
型的输出是⼀个提及-实体对的
列表{(mi,ei)}i∈[1,n]，其中每个实
体是⼀个知识库（KB）中的条⽬

分开训练检索模型和排序模型，
联合预测或使⽤检索模型单独预
测（速度快，准确率降低)

模型（图1）

检索

检索出候选实体

Bi-Encoder模型

由⼀个双编码器定义的密集空间
中进⾏检索

编码器独⽴地嵌⼊了提及上下⽂
和实体描述

使⽤两个独⽴的BERT 
transformer将模型上下⽂/提及
和实体编码为密集向量，每个实
体候选者的得分是这些向量的点
积

提及的transformer

CLS + 左侧上下⽂ + 特殊
TOKEN + 提及 + 特殊TOKEN + 
右侧上下⽂  +SEP

特殊token是 unused0和
unused1

注意token是经过: word-pieces
后的

取CLS作为提及的表示

KG实体的transformer

CLS + 实体的标题句⼦(即实体
名name） + 特殊TOKEN + 实
体的描述句⼦ + SEP 特殊token⽤的是 unused2

注意token是经过: word-pieces
后的

取CLS作为实体的表示

实体的表示可以被预先缓存，使
⽤的是FAISS库进⾏的⾼效近似
搜索

⽬标函数

提及的表示和实体的表示的点积
作为相似性分数，优化正负样本
对，额外添加困难的负样本对

不使⽤额外困难负样本时，批次
内优化负样本的话，对⻆线值即
是正确的label了

排序

对候选实体进⾏排序

Cross-Encoder模型

⼀个交叉编码器对每个检索到的
候选者进⾏更仔细的检查

该编码器将提及和实体⽂本拼接
起来

⼀个transformer中对上下⽂/提
及和实体进⾏编码，并应⽤⼀个
额外的线性层来计算每⼀对的最
终得分。

Bi-Encoder模型输出的提及的拼
接上实体，经过⼀个
Transformer后+ 全连接

拼接⽅法是:  CLS + 左侧上下⽂ 
+ 特殊TOKEN + 提及 + 特殊
TOKEN + 右侧上下⽂  +SEP  + 
实体的标题句⼦ + 特殊TOKEN 
+ 实体的描述句⼦ + SEP

取CLS向量，进⾏⼆分类交叉熵
损失判断正负样本

代码 biencoder

train_biencoder.py main(params)主函数

BiEncoderRanker(params)： 初
始化模型

blink/biencoder/
biencoder.py:BiEncoderRanker BiEncoderModule:

初始化bert模型，⽤于提及上下
⽂的模型，context_encoder

初始化bert模型，知识图谱中实
体上下⽂的模型的模型，
cand_encoder

读取训练集blink/
candidate_ranking/utils.py：
read_dataset

blink/biencoder/
data_process.py:process_ment
ion_data 处理数据集

返回：context_vecs：提及上下
⽂的向量， cand_vecs：知识图
谱中候选实体上下⽂向量，
ground_truth实体的id，src表示
这条数据的主题是什么

读取验证集和处理验证集
valid_samples = 
utils.read_dataset，
valid_tensor_data = 
data.process_mention_data

eval_biencoder.py main(params)主函数

load_or_generate_candidate_p
ool: 候选实体： candidate_pool
的token input_id

encode_candidate

cand_encode_list: 候选实体
embedding后的结果

zeshel的cand_encode_dict也是
候选实体的embedding结果，不
过是个字典

candidate_pool：是实体和描述
表示的⽂本的input_id

读取测试集：test_samples = 
utils.read_dataset

blink/biencoder/eval_biencoder.py:process_mention_data， 处理测试集数据

blink/biencoder/
data_process.py:get_context_r
epresentation, 获取上下⽂表示
和对应的id，这即提及的整个句
⼦的表示,context_tokens

即CLS + 左侧上下⽂ + 特殊TOKEN + 提及 + 特殊TOKEN + 右侧上下⽂  +SEP
特殊token是 unused0和unused1 这样表示的input_ids

blink/biencoder/data_process.py:get_candidate_representation 获取ground truth实体的表示，即label_tokens
即CLS + 实体的标题句⼦(即实体名name） + 特殊TOKEN + 实体的描述句⼦ + SEP

特殊token⽤的是 unused2的 input_ids

返回TensorDataset(提及上下⽂向量, 真实实体的表示, 实体的领域的id, 实体的标签id) 真实实体的表示没有被使⽤，在预测阶段

blink/biencoder/nn_prediction.py:get_topk_predictions:进⾏topk预测

blink/biencoder/biencoder.py: score_candidate, 对给定的测试样本和对应的领域类型的候选实体进⾏计算相似度分数
embedding_ctxt.mm(cand_encs.t())：提及的上下的表示和所有候选实体的表示进⾏矩阵相乘，得到相似度score

embedding_ctxt
【batch_size,embedding_size], 
[num_samples,embedding_size
]:，embedding_size是bert的
CLS的向量表示

scores.topk(top_k) 取topk个预测结果

train_dataloader:带有标签的数据集，是测试集或训练集，即process_mention_data返回的内容

Emerging Entity Discovery 
Using Web Sources 利⽤⽹络资源发现新的实体

缩写

ER entity recognition 实体识别

EL entity linking 实体链接

ED entity disambiguation 实体消歧

EEs emerging entities 新出现的实体

EED

emerging entity discovery 新实
体发现,通过对知识库中现有的候
选实体进⾏鉴别,KB外的实体称
为新出现的实
体。

原理 实体上下⽂

CKB 知识库中⼀个实体上的下⽂表示

CActual ⽹⻚中⼀个实体的上下⽂表示

P(CKB, CAcutal)
使⽤LDA模型⽐较两种上下⽂的
主题分布

判断结果

使⽤KL散度判断⽹络实体和知识
库中实体的分布，如果2个分布
相近，说明不是新实体
（EEs），否则说明是不在知识
库（KB）中的新实体。

Efficient One-Pass End-to-
End Entity Linking for 

Questions ELQ实体链接问答

模型

问题token表示
1. 输⼊问题，经过BERT得到

token向量表示

提及检测

2. 假设提及⻓度为L，衡量每个
token表示作为开始，结束和提

及的部分的分数 计算出提及的概率（公式3）

实体消歧
3. 对提及的所有token表示进⾏

平均
与实体候选者进⾏相似度⽐较，

得到相似度分数 计算所有实体的似然分布

联合优化提及检测和实体消歧

数据集
WebQSPEL

GraphQEL

Zero-shot Entity Linking with 
Less Data

⽤更少的数据进⾏zero-shot的
实体链接

定义

ZEL
Zero-shot Entity Linking，零样
本实体链接

代码：https://github.com/
IBM/NeSLET

BLINK缺点

BLINK仅⽤1%的训练数据就达到
了98%的性能，⽽进⼀步将训练
数据从1%增加到100%，只获得
了2%的额外性能

NeSLET

Neuro-symbolic entity Linking 
using Entities Type，使⽤实体
类型的神经符号实体链接

多任务学习、模糊逻辑和分层多
标签分类

NeSLET同时对两个任务进⾏训
练--实体链接（主要任务）和分
层实体类型预测（辅助任务）

FET
Fine-grained Entity Typing, 细
粒度实体类型

HMLC
hierarchical multi-label 
classification，分层多标签分类

ETP
entity type prediction，实体类
型预测

模型（NeSLET）

ETP实体类型预测任务

公式3，实体类型模型

预测层次类型，使⽤使⽤的哥德
尔或卢卡塞维奇t-norm公式（公
式2）

EL实体链接任务 公式1，实体链接模型

多模态实体链接

Multimodal Entity Linking 
(MEL) 

也可以叫多模态命名实体消歧
（MNED）

或者叫multimodal entity 
tagging (MET) 

链接的信息包括图⽚和⽂本等

相似性度量

⼀个被提及实体的多模态上下⽂
必然接近于其相应的正确实体的
多模态上下⽂

Wasserstein距离衡多对多的相
似性

例如知识库中的每个实体都由⼀
组⽂本和图像组成，我们要做实
体链接的数据也是由⼀组图⽚和
⽂本组成，其中包括⼀些提及
词，判断这些提及词所属的知识
库的实体节点

论⽂

论⽂1：Zeroshot Multimodal 
Named Entity Disambiguation 
for Noisy Social Media Posts

提及词周围的⽂本序列特征

相关图像的视觉特征

提及词或KG中实体词的词特征

知识图谱的嵌⼊学习，类似
TransE

词嵌⼊学习知识图谱的嵌⼊

⽬标函数

多模态的铰链损失

三种特征之间使⽤注意⼒机制后
的预测和KG中的正确y和KG中负
样本的y~之间的ranking loss

提及词的铰链损失
仅仅提及词，KG实体，KG中实
体负样本之间的ranking loss

论⽂：Multimodal Entity 
Tagging with Multimodal 
Knowledge Base

输⼊是⼀个⽂本-图像对（t，v）
作为查询

MKB：multimodal knowledge 
base 多模态知识库， MKG: 
multimodal knowledge graph  
多模态知识图谱

每个实体都有⼤量的⽂本和图像
关联

特性

多样性：⽂本和图像是多样化的

稀疏性：许多实体包含有限的信
息

模糊性：⼀个图像（或⼀个⽂
本）可能与多个实体相关

检索
1. 分别检索⽂本和图像的相似得
到候选实体

⾸先⽤⽂本t分别检索出最相关的
N个⽂本及其实体 使⽤ES进⾏基于术语的⽂本检索

⽤图像v检索出最相关的M个图像
及其实体

使⽤ResNet152将图像编码为维
度为2048的实数向量，采⽤近邻
搜索技术，检索出最近的M个图
像的实体

每个检索到的⽂本/图像都与同⼀
实体的⼀些图像/⽂本配对

排名

2. 根据查询（t，v）和检索到的
⽂本和图像之间的相关性对实体
进⾏排名

⽅案1：模态内匹配

⽂本双编码器匹配（TBM）

⽤两个编码器将查询⽂本和检索
⽂本转化为它们的表示，并计算
表示之间的相似性

⽂本交叉编码器匹配（TCM）

将查询⽂本和检索⽂本的串联转
换为只有⼀个编码器的表示，然
后接线性层表示相似性

图像双编码器匹配（IBM）

有两个编码器，⼀个⽤于编码查
询图像，另⼀个⽤于编码检索的
图像。它使⽤余弦来表示两个编
码器的表示法之间的相似性

⽅案2：跨模态匹配 CLIP模型

Multimodal Entity Linking：A 
New Dataset and A Baseline M3EL多模态实体链接

M3EL数据集

多模态实体链接数据集

基于1100部电影演员的数据

181,240个标注的⽂本提及

共45,297张图⽚

每部电影的图像数量在10到50张

数据集构建

数据来源： 互联⽹电影数据库
（IMDb），电影数据库
（TMDb），和维基百科

步骤1： 使⽤斯坦福CoreNLP包
和VGGFace2来⾃动将提及与维
基百科导出中的实体链接起来

步骤2： ⼈⼯标注者来纠正错误
的标签

模型

⽂本实体链接

候选实体⽣成

根据提及-实体对的概率取先验
概率最⾼的前30名候选者

前4名

4名和30名中具有最⾼本地上下
⽂-实体相似度的前3名

得到7个可能的候选实体，⽤于
实体排名

实体排名

实体排名⽅法MulRel

同⼀篇的所有提及和候选实体之
间的的关系作为全局上下⽂

视觉实体链接

6层transformer编码器产⽣视觉嵌⼊

计算视觉嵌⼊和候选实体的余弦
距离

正样本对

负样本对

多模态联合

多对多的⼆分图匹配问题

使⽤⽂本提及嵌⼊到视觉提及嵌
⼊，通过Wasserstein距离衡量
节点对之间的相似性

Zeroshot Multimodal Named 
Entity Disambiguation for 
Noisy Social Media Posts Zeroshot多模态命名实体消歧

定义

多模态命名实体消歧（MNED）

歧义的来源

多义实体

不⼀致或不完整字词

字词的上下⽂有限

新的实体未被训练过

模型

⽂本特征
GloVE + BiLSTM

提及词周围的句⼦xw

视觉特征

ImageNet数据集+ Inception 的
最后⼀层

相关图像xv进⾏提取特征

词嵌⼊特征

对提及词xc和KG中的实体进⾏嵌
⼊

对⽐训练KG中正确实体对和不正
确实体对，Levenshtein距离 得到可以对词⽣成嵌⼊的模型c(.)

知识图谱嵌⼊

⼆分类的三元组关系学习，类似
TransE

与词嵌⼊特征进⾏对⽐训练:公式
6

⽬标函数：2部分损失之和

多模态的铰链损失LKB

⽂本特征+视觉特征+词嵌⼊特征
的加权平均作为预测和KG中的正
确y和KG中负样本的y~之间的
ranking loss 加权平均采⽤的是公式4 多模态的注意⼒机制

提及词的铰链损
失Lc

仅仅提及词，KG实体，KG中实
体负样本之间的ranking loss

Building a Multimodal Entity 
Linking Dataset From Tweets Twitter多模态实体链接

多模态实体链接（MEL）
多模态的实体链接到多模态的知
识库中

Tittwer多模态知识图谱构建

Twitter官⽅API

基于⼈名的实体+基于组织的实
体

20.7k个实体，其中300个是组织
实体

思考：是否可以添加多模态交互
的特征

多模态实体链接

⽂本特征
⽆监督的Sent2Vec提取实体的
unigram，bigram向量

图像特征
Inception v3模型提取所有图像
的特征向量的平均值

BM25特征

提及词的所有周围的词组成⼀个
词袋法向量，和知识库中实体的
周围词的词袋法向量，计算这两
个向量的余弦相似度，并以
BM25加权，得到⼀个相似度特
征。

流⾏度特征
⼈⽓特征，关注者的数量，朋友
的数量

对收集的到特征使⽤ExtraTrees
分类器进⾏加权组合

Multimodal Entity Linking for 
Tweets

利⽤上⾯构建出来的Twitter多模
态知识库进⾏多模态实体链接

任务

多模态实体链接

⼀条提及的⽤户名对应知识库中
的哪个⽤户

例如：⽹上⼀条评论配有图⽚，
评论中提到了Andrew，请问这个
Andrew是我们建⽴的Tweet知识
库（Twitter账户的集合）中的哪
个⽤户

效果⽐ExtraTree提⾼13个点

数据集

tweet构成的知识库

每个⽤户名实体对应⽹名，⽤户
名，时间线，时间线是⼀个集
合，⾥⾯包含不同的描述⽂本和
图⽚对

提及是： ⼀条互联⽹评论+对应
的图⽚

实施

候选实体⽣成：仅表⾯形式匹配
即可，描述⽂本，即提到的词在
实体名称中出现

候选排名

获取特征

⽂本特征： 使⽤Sent2Vec获取
Unigram和Bigram的嵌⼊特征

视觉特征 Inception v3获取图像嵌⼊

流⾏度特征

Nfo是关注者的数量，Nfr是朋友
的数量，Nt是u发布的推⽂的数
量

多模态学习（图2）

提及及其候选实体之间的多模态
上下⽂相似

提及的3个特征 2个全连接+Relu+Normalize
合并3个特征后进⼊最后⼀个全
连接

实体的3个特征 2个全连接+Relu+Normalize
合并3个特征后进⼊最后⼀个全
连接

共享上⾯所有全连接层参数

提及+实体+负样本实体使⽤
Triplet 三元组排名损失函数

参加
torch.nn.TripletMarginLoss

流⾏度+实体+提及接MLP⼆分类
损失，判断是否是正确还是错误
链接

Cross-Modal Retrieval 
Augmentation for Multi-Modal 
Classification 多模态检索

DXR
Dense X-modal Retriever

使⽤的mmf库进⾏的测试

模型

检索器

 跨模态对⻬（图1）

对于⼀个给定的外部知识源K，
由m个模态组成，我们训练⼀个
模型（即检索器）来对⻬不同的
模态

图像使⽤ResNet-152提取特
征，⽂字使⽤Bert提取特征，他
们后⾯接Transformer结构，交
叉注意⼒

对⽐损失：Hinge损失 正样本，负样本

给定⼀个批次，由b个样本组
成，s1...sb对于每个样本si让s1i
和s2i为正例对，其它组对为负样
本。

使⽤点积来计算两种模态之间的
成对相似性

索引和检索（图2）

使⽤FAISS作为快速KNN查询的
索引器平台。

索引的两种变体：KNN查询将返
回⼀个混合模态的结果

为每种模态构建单独的索引IKm

使⽤最⼤内积搜索（MIPS）的⽅
法，其中每个模态都是独⽴计算
的

构建⼀个包含所有模态的联合索
引IK

不同模态之间相似性的计算是纠
缠在⼀起的

阅读器 端到端融合

给定⼀个知识源K和⼀个对⻬模
型，我们训练⼀个下游模型（即
阅读器），⽤来⾃知识源K的额
外数据增加其输⼊。

将检索到的样本与它们相应的输
⼊模态相拼接来增强输⼊x

Attention-Based Multimodal 
Entity Linking with High-
Quality Images 基于注意⼒的多模态实体链接

优点

通过两阶段的图像和⽂本关联机
制来识别噪声图像，消除噪声图
像给MEL任务带来的不良影响

多重注意⼒机制，通过多跳查
询，更好地捕捉到提及表示和其
对应实体之间的联系

模型

提及表示

提及⽂本

使⽤BERT模型获取提及的嵌⼊
和提及的上下⽂嵌⼊，拼接后的
结果作为提及表示（公式2）

提及图像
VGG16获取提及视觉表示（公式
3）

提及表示

图像和⽂本相关性计算过滤，如
果相关性⼤于预设阈值，那么使
⽤提及⽂本和提及图像的拼接作
为最终表示，否则仅使⽤⽂本的
表示（公式4）

这⾥可以剔除与⽂本⽆关的噪声
图⽚

图像和⽂本相关性计算过滤

⽂本
使⽤LDA模型来获取提及⽂本的
主题信息

图像

使⽤预训练好的Inception-v3模
型获取提及图像和实体图像的类
别信息

相似性判断阶段1
⽂本的主题和实体图像的类别信
息之间的相似性

相似性判断阶段2
提及图像的类别信息和实体图像
的类别信息之间的相似性

不论阶段1还是阶段2，相似性⼤
于阈值，都会保留图像，否则图
像作为噪声图像

多跳实体表示作为注意⼒

对MMKG中的三元组作为训练⽬
标，获取实体表示，作为图像和
⽂本的注意⼒表示 有点难理解

候选实体⽣成

对于MMKG筛选候选实体，使⽤
的⽅法是表⾯形式的相似性匹配

候选实体的表示

⽂本表示

MMKG中的每个实体都有多个对
应的属性值和⼀个⻓的⽂本描述
作为上下⽂，把候选实体及其 
"上下⽂ "输⼊预训练好的Bert模
型得到实体⽂本表示

图像表示
VGG16来提取实体图像的特征作
为视觉表示

候选实体排名

计算提及和候选实体的相似度

提及表示和实体表示拼接，输⼊
到全连接层，经过Sigmoid作为
最终相似度

数据

百度百科构建的多模态知识图谱

Weibo数据构建的多模态实体链
接数据集

Cross-lingual Cross-modal 
Pretraining for Multimodal 
Retrieval

多模态检索的跨语⾔跨模态预训
练

定义

跨语⾔预训练⽬标和跨模态预训
练⽬标在⼀个框架中使⽤

测试了⽂本到图像和图像到⽂本
的检索任务

模型

预训练任务

视觉基础的masked语⾔模型
（MLM）

masked区域分类（MRC）任务

跨模态⽂本恢复
给定⽬标的bounding boxes特
征，恢复原始字幕⽂本

跨语⾔⽂本恢复

⼀对不同语⾔的平⾏句⼦，通过
他们之间的注意⼒表示恢复⼀个
句⼦

翻译语⾔模型

⼀对带有不同语⾔的随机mask的
平⾏句⼦作为输⼊，恢复被mask
的token

微调任务：跨模态检索
ranking loss

困难负样本对


