
NLP⽅向总结-检索
论⽂

Atlas： Few-shot Learning 
with Retrieval Augmented 
Language Models

Atlas: ⽤检索增强的语⾔模型进
⾏few-shot学习

定义

检索增强语⾔模型：Retrieval 
Augmented Language Models, 
REALM

⽤于：问答和事实核查（Fact 
Checking)，实体链接

110亿参数的Atlas⽐5400亿参数
的PaLM在NaturalQuestions上
⾼出了3%准确率

代码: https://github.com/ 
facebookresearch/atlas

EMDR2

多⽂档阅读和检索器的端到端训
练

End-to-end training of Multi-
Document Reader and 
Retriever 

PDist
Perplexity Distillation

蒸馏困惑度

LOOP

Leave-one-out Perplexity 
Distillation

拿出⼀个困惑度蒸馏法

提出了⼀个⽬标，即当删除前k
个检索⽂件中的⼀个时，语⾔模
型的预测会变差多少

检索器

传统的术语匹配⽅法

基于神经⽹络的密集检索器，查
询和段落被独⽴编码为向量，并
使⽤内积或欧⽒距离来计算相关
性，例如模型DPR，ANCE

知识密集型语⾔任务

Knowledge-Intensive 
Language Tasks (KILT)

例如：事实核查、问答、对话⽣
成、实体链接和槽位填充

⼤规模多任务语⾔理解
Massively-Multitask Language 
Understanding (MMLU)

模型

Pretext task: 前置任务

前缀语⾔模型

考虑⼀个由N个词组成的⼤块，
并将这个⼤块分成两个⻓度相等
的N/2的⼦序列。然后，第⼀个
⼦序列被⽤作查询，第⼆个⼦序
列则对应于输出

mask语⾔模型

标题到章节的⽣成

查询对应于⽂章的标题，以及章
节的标题，⽽输出对应于章节的
⽂本

检索器模型

Contriever模型： 基于连续密集
嵌⼊的信息检索技术

双编码器结构

BERT-base架构

如果语⾔模型在⽣成输出时发现
⼀个⽂档是有⽤的，检索器的⽬
标应该⿎励检索器将所述⽂档排
在更⾼的位置

尝试的损失

注意⼒蒸馏法: Attention 
Distillation, ADist

输⼊⽂件和输出之间的交叉注意
⼒分数，可以作为⽣成输出时每
个输⼊⽂件的重要性的代表

EMDR2

PDist
⽐EMDR2或ADist更稳定，⽽且
⽐LOOP更有计算效率

LOOP

⽂件索引是预先计算好的检索语
料库中所有⽂件的嵌⼊集合, 如
何定期⾼效的更新⽂件索引。

维基百科和综合索引分别需要
11GB和130GB的存储空间

索引以fp16的精度存储，导致维
基百科和组合索引的GPU总内存
需求分别为49GB和587GB

使⽤索引压缩可以加载到⼀个
80GB的GPU

语⾔模型
T5模型

T5-lm-adapt变体和T5-XL

问答结构

⾸先⽤检索器从⼤型⽂本语料库
中检索出前k个相关⽂档

然后，这些⽂档和查询⼀起被送
⼊语⾔模型，再由语⾔模型⽣成
输出

编码器中独⽴处理每个⽂档

将编码器对应于不同⽂档的输出
拼接起来

在解码器中对这个单⼀序列进⾏
交叉注意⼒

缺点：不能随着⽂件数量的增加
⽽扩展，编码器的self-attention
导致了与⽂件数量有关的⼆次复
杂性

Autoregressive Search 
Engines： Generating 
Substrings as Document 
Identifiers

⾃回归搜索引擎: ⽣成⼦字符串
作为⽂件标识符

定义

代码： https://github.com/
facebookresearch/SEAL

全⽂⼦串索引

full-text substring index，FM-
Index

FM-index可以⽤来计算任何序
列的tokens n的频率

FM-index的空间要求与语料库
的⼤⼩成线性关系

查找任意⼤⼩的ngrams

Burrows-Wheeler Transform, 
BWT

FM-index依赖于BWT,

⼀种可逆变换，它对字符串进⾏
变换以使其更容易压缩

字符串的所有旋转都按字⺟顺序
排序并排列在⼀个矩阵中；矩阵
的最后⼀列是字符串的BWT

⾃回归LMs的搜索引擎

Search Engines with 
Autoregressive LMs (SEAL)

⾃回归模型（BART ）+全⽂⼦
串索引

⽤FM-Index来限制BART的⽣
成，从⽽防⽌⽣成⽆效的标识符
（即不在任何⽂档中出现的
ngrams）

FM-Index提供语料库中包含特
定ngram的所有⽂档的信息，从
⽽允许检索它们

标识符检索

Retrieval with Identifiers

上下⽂嵌⼊后使⽤层次聚类作为
标识符或者直接使⽤标题作为标
识符

inverted indices，倒排索引
没有有效的⽅法来搜索任意⻓度
的短语

模型（图1）

检索器

⾃回归模型BART large根据查询
⽣成n个ngrams，使⽤FM-
Index来限制BART的解码，使每
个ngram在检索语料库中⾄少出
现⼀次。

使⽤公式2对单个ngram进⾏评
分

多个Ngrams的交叉评分

所有单个ngrams评分求和（公式
3）

每个ngrams乘以覆盖率权重（公
式4）

使⽤FM-Index来有效地找到匹
配的⽂档，对⽂档进⾏排名

阅读器

Fusion-in-Decoder摘要阅读器

查询和100个上下⽂，并产⽣⼀
个特定任务的答案

Re2G： Retrieve, Rerank, 
Generate Re2G: 检索、重排、⽣成

定义

RAG：Retrieval Augmented 
Generation

检索增强⽣成

使⽤索引的语料库来⽀持条件⽣
成

类似模型：GENRE，RAG，
DPR，Multi-DPR，
DensePhrases，KGI，KILT-
WEB 2，SEAL

模型

检索模型

DPR训练

来⾃BM25的查询、正⾯段落和 
"困难负⾯ "段落的三元祖，损失
是正负样本对数概率

使⽤问题和出⾃语料库中的段落
证据信息⼀起训练

重排模型（图4）

问题查询和段落被⼀起输⼊到
BERT，⼆分类

DPR和BM25在训练集上的初始
检索结果合并作为问题查询向量

段落的向量预先计算和存储，使
⽤近似近邻（ANN）进⾏检索

也称为交互模型

使⽤问题和出⾃语料库中的段落
证据信息⼀起训练

⽣成模型

端到端联合训练

⾸先上述3个模型单独训练，最
后根据问题和答案进⾏端到端联
合训练

KILT: a Benchmark for 
Knowledge Intensive Language 
Tasks

KILT：知识密集型语⾔任务的基
准

定义

代码：https://github.com/
facebookresearch/KILT

数据：https://huggingface.co/
datasets?search=kilt

KILT基准包括11个数据集，横跨
五个不同的任务，都是需要检索
信息并以此为条件创造输出。

KILT知识源是基于2019/08/01
的维基百科快照，包含590万篇
⽂章

KILT是⼀种KB内资源，即回答
KILT中约320万个实例所需的证
据存在于知识源中的某个地⽅，
因此，KILT中不存在⽆法回答的
实例。使⽤⼀个统⼀的知识源，
其中包含所有任务所需的所有信
息

任务类型（表1）

事实核查（FEVER)、开放领域的
问答(NQ,HoPo, TQA,ELI5)、槽
位填充(T-REx,zsRE)、实体链接
(AY2,WnWi,WnCW)和对话
(WoW)

事实核查是根据⼀组证据来验证
⼀项主张

实体链接（EL）为⽂本中提到的
实体分配⼀个独特的维基百科⻚
⾯

槽位填充（SF）的⽬标是从⼤量
的⾃然语⾔⽂本集合中收集关于
实体的某些关系（或槽位）的信
息

1）对输⼊实体进⾏消歧义，
（2）获得该实体的关系知识

开放域答题是为⼀个问题产⽣正
确答案的任务，没有预定的答案
位置

问题是输⼊，答案是输出，有特
定的数据集出处

评估指标

准确度Accuracy: (TriviaQA, 
HotPotQA)

F1-score: (WoW)

ROUGE-L (ELI5)

R-precision

其中R是每个出处集内的维基百
科⻚⾯的数量，r是前R检索的⻚
⾯中的相关⻚⾯的数量

公式：r/R

Recall@k

其中n是给定输⼊的不同出处集
的数量，w是检索到的前k⻚中完
整出处集的数量

公式：w/n

数据格式（图1，图3）

基线模型(表2，表3)

NSMN， BERT+DPR, BLINK, 
Trans MemNet, BART， T5, 
BART+DPR, RAG

显式检索的模型效果好于隐式模
型，例如BART+DPR基线好于预
训练的seq2seq模型

多任务模型好于单任务模型

The Web Is Your Oyster - 
Knowledge-Intensive NLP 
against a Very Large Web 
Corpus

知识密集型NLP对抗超⼤型⽹络
语料库

定义

KI-NLP

知识密集型NLP，knowledge-
intensive NLP 

如果在没有获得外部知识源的情
况下⽆法解决的任务叫做知识密
集型任务

通常是通过检索器-阅读器系统
来解决的，⾸先，检索器从知识
源中检索出⼀⼩部分相关⽂档，
然后阅读器使⽤上下⽂来⽣成答
案

⽬的：⽤⼤规模⽹络语料库取代
维基百科对知识密集型系统的性
能有什么影响？

SPHERE数据集：涵盖了1.34亿
个⽂档，分成9.06亿个段落，是
CCNet的⼦级

https://github.com/
facebookresearch/Sphere

distributed-faiss： 分布式
faiss，向量检索

https://github.com/
facebookresearch/ 
distributed-faiss

模型

检索器

检索器类型

BM25

稀疏模型

查询和⽂档被表示为⾼维、稀疏
的向量，其维度对应于单词表术
语和表示其重要性的权重

Pyserini开源库对BM25检索进⾏
了实现

DPR

密集模型

将查询和⽂档嵌⼊到⼀个潜在
的、实数的、维度更低的向量空
间中

使⽤FAISS，distributed-faiss
对密集向量检索

稀疏和密集模型都使⽤向量空间
中的距离作为相关性函数

基线检索器模型 BM25、DPRMULTI，DPRWEB

阅读器
使⽤Fusion-in-Decoder (FID) 
reader

Dense Passage Retrieval for 
Open-Domain Question 
Answering ⽤于开放域问答的密集段落检索

定义

DPR
Dense Passage Retrieval,密集
段落检索

ICT inverse cloze task,反填空任务

代码:    https://github.com/
facebookresearch/DPR

DPR对⽐BM25检索

BM25对术语匹配敏感，DPR能
捕获上下语义变化

FAISS内存索引，每秒可以处理
995.0个问题，BM25/Lucene每
秒钟在每个CPU线程中处理23.7
道题

2100万个段落⽣成向量，在8个
GPU上⼤约需要8.8⼩时。在⼀
台服务器上对2100万个向量建⽴
FAISS索引需要8.5⼩时。使⽤
Lucene建⽴⼀个倒排索引要容易
得多，总共只需要30分钟左右。

DPR可以⽤少量的问题-段落对
来训练⼀个⾼质量的密集检索器

模型

双编码器，使⽤的是BERT，使
⽤的CLS向量，

问题编码器和段落编码器

损失（公式2）：⼀个问题，⼀
个正样本段落，n个负样本段
落，

正样本和负样本之间的距离度量 点积相似性或余弦，欧⽒L2距离

负样本通过BM25返回筛选和批
内负样本

使⽤的是NLL损失

实际训练是使⽤1个正样本和1个
困难负样本，没有使⽤其它普通
负样本， yaml配置⽂件中：
hard_negatives: 1
other_negatives: 0

可以改成多个负样本，但是显存
需求量较⼤

推理：使⽤FAISS

Multi-Task Retrieval-
Augmented Text Generation 
with Relevance Sampling

多任务检索-⽤相关性采样增强
⽂本的⽣成

定义

Fusion-in-Decoder (FiD) 
generator 融合解码器⽣成器

本⽂主要是：通过对相关性标签
的信⼼阈值来过滤训练实例，减
少训练过程中的噪⾳

模型

检索 基于T5的密集检索模块

⽣成模型

数据处理

数据集KILT

相关性标签过滤上应⽤我们的置
信度阈值

由于知识库的时间转移，如果新
的段落⽂本中不再有答案，我们
的信⼼就会降低，即在新的段落
中，查询可以得到答案。

根据阈值，对不平衡的任务进⾏
了下采样，以便对KILT的所有七
个任务进⾏平衡的多任务训练

T5 v1.1

OPT-IML ： Scaling Language 
Model Instruction Meta 
Learning through the Lens of 
Generalization

思维OPT-IML：通过泛化的视⻆
扩展语⾔模型指导元学习图

定义

Instruction Meta Learning
（IML）

指令元学习

指令学习和提示学习⼀回事

型NLP任务元数据集
Super-NaturalInstructions，
FLAN，PromptSource

使⽤1500多个NLP任务对OPT模
型进⾏微调

模型

对⽐：数据集⽐例、任务数量和
多样性的影响，使⽤预训练、对
话和推理数据集，以及使⽤演示
进⾏训练，

评估模型泛化能⼒

对数据进⾏完全隐藏、部分保留
和完全监督三种设置，来评估模
型的泛化能⼒

Unsupervised Dense 
Information Retrieval with 
Contrastive Learning 

⽆监督的密集信息检索与对⽐学
习

定义

代码：https://github.com/facebookresearch/contriever

inverse cloze task (ICT)
逆向填空任务

⽬的是预测⼀块⽂本的周围环境

Independent cropping

独⽴裁剪

独⽴裁剪是⼀种常⻅的⽤于图像的独⽴数据增强，其中视图是通过裁剪输⼊⽽独⽴产⽣的

在⽂本的背景下，裁剪相当于对⼀个跨度的token进⾏采样。因此，这个策略从⼀个⽂件中独⽴地取样两个跨度，形成⼀个正样本对。

模型Contriever 检索器

使⽤⼀个BERT base uncased对
查询和⽂档进⾏编码

⼀个编码器的对⽐双编码的优
点： 在zero-shot迁移或few-
shot学习的情况下提⾼鲁棒性

⽆监督训练正样本对获取 使⽤独⽴裁剪⽅法⽣成正样本对

负样本使⽤MoCo的⽅法建⽴，
获取更多的跨批次的负样本对。

A Replication Study of Dense 
Passage Retriever 密集段落检索器DPR的复现研究

定义

代码：https://github.com/
castorini/pygaggle/ 实验代码

代码：https://github.com/
castorini/pyserini/ 检索的⼯具

贡献

稀疏检索（BM25）基线被低估

密集-稀疏混合检索性能有提
升，⽽DPR论⽂中结论相反

检索器的分数结合阅读器的分数
共同确定答案的效果更好

阅读器的答案跨度提取⽅法不
同，也会有改进

检索器的功能

为每个查询问题q返回⼀个来⾃
语料库C中的k个最相关的⽂档
（也可以叫段落，上下⽂）

DPR：Dense Passage 
Retriever 密集段落检索器

密集-稀疏混合检索

综合密集检索器DPR和稀疏检索
器BM25的分数作为总的分数
（公式4）

模型

检索器 BM25或DPR或⼆者结合

阅读器

从这些候选上下⽂中提取最终答
案span， 通过预测上下⽂中答
案跨度的开始和结束标注来识别
答案

阅读器使⽤[CLS]的学习表示来
预测上下⽂与问题的整体相关性

归⼀化答案跨度评分技术
每个候选上下⽂Ci中的每个答案
跨度都被重新打分（公式6）

将检索器的得分和阅读器的得分
作为最终的答案得分（公式7）

Pyserini: An Easy-to-Use 
Python Toolkit to Support 
Replicable IR Research with 
Sparse and Dense 
Representations

Pyserini: ⼀个易于使⽤的Python
⼯具包，⽤于⽀持具有稀疏和密

集表示的可复制IR研究 定义

特点

⽀持BM25稀疏检索

密集检索

集成了Facebook的FAISS库，对
密集向量进⾏⾼效的相似性搜索

TCT-ColBERT, DPR

混合检索

集成了HNSW库，⽀持低延迟的
查

代码

https://github.com/castorini/
pyserini/

https://github.com/castorini/
pygaggle/

关于检索的任务的模型排⾏

https://eval.ai/web/
challenges/challenge-page/
689/leaderboard/1899


