
NLP⽅向总结-问答
论⽂

Iterative Answer Prediction 
with Pointer-Augmented 
Multimodal Transformers for 
TextVQA M4C

多模态多拷⻉⽹络Multimodal 
Multi-Copy Mesh （图2）

类似Transformer的编码器解码
器结构

解码器
对于答案进⾏动态指针进⾏迭代
答案解码

可以对⽐SAN结构的迭代解码，
⻅SAN结构论⽂

迭代⾃回归解码
⾃回归的⽅式输⼊之前的输出来
预测下⼀个答案词

机器翻译类似，我们⽤两个特殊
的token，<begin>和<end>来增
加我们的答案单词表量。这⾥
<begin>被⽤作第⼀个解码步的
输⼊，在<end>被预测后我们停
⽌解码过程

编码器

融合三种输⼊模态

问题 问题词特征列表 BERT模型 d维特征向量

图⽚中的视觉对象
来⾃现成的⽬标检测器的视觉⽬
标特征列表 使⽤的是Faster R·CNN

外观特征和位置特征⽤两个学习
到的线性变换投射到d维空间 参考公式1

对Faster R-CNN检测器的最后
⼀层进⾏微调

图⽚中的⽂字
基于外部OCR系统的OCR token
特征列表

四种特征组成的丰富的OCR表示
(公式2）

⼦词信息的词嵌⼊xftn

Faster R·CNN检测器提供的外
观特征xfrn

字符⾦字塔直⽅图（PHOC）向
量xpn

4维位置特征xbn

多头self-attention允许3种模态
互相进⾏信息交互

数据集TextVQA

看图回答型任务

需要模型：对输⼊的问题、图像
中的视觉内容（如视觉对象）和
图像中的⽂本进⾏理解

Generating Diverse and 
Consistent QA pairs from 
Contexts with Information-
Maximizing Hierarchical 
Conditional VAEs InfoHCVAE

名词

InfoHCVAE：信息最⼤化分层条
件变分⾃编码，Information 
Maximizing Hierarchical 
Conditional Variational 
AutoEncoder

Info代表互信息使得问题和答案
⼀致的，通过计算Jensen-
Shannon散度的⽅法

QG:Question generation 问题
⽣成

QAG：问答对⽣成

MI：互信息mutual information, 
⼜叫信息增益，是信息熵的交集

特点

多样化：同⼀个⽹络⽂本⽣成多
个问答对

⼀致性：问题和其相应的答案之
间的⼀致性，防⽌上下⽂和答案
⽆关

模型

数据集

SQuAD v1.1，Natural 
Questions，TriviaQA, 
HarvestingQA 

评估指标

问答⽣成的质量评估指标：QAE, 
QA-based Evaluation

反向QAE（R-QAE): ⽣成的QA
对是新的和多样化的，那么这个
指标就很低

基础模型 BERT-base

结构

分层空间（图1）

答案⽣成空间
答案总是上下⽂c的有限跨度，
可以⽤分类分布很好地建模

问题⽣成空间

连续的潜空间对问题来说是更合
适的选择，因为从⼀个上下⽂中
可能有⽆限的有效问题

模型⽣成过程

嵌⼊

BERT⽤于词嵌⼊，和上下⽂嵌
⼊。

额外的对于答案的编码，上下⽂
token设为0，答案位置设为1

类似BIO的策略，答案开始的位
置设为1，其它答案位置设为2，
剩余所有上下⽂为0

先验⽹络

1. 通过示例问题和上下⽂c⽣成
问题的潜在向量表示zx

 zx ∼ pψ(zx | c) 问题的先验概率
的潜在向量， 先验条件 zx符合各向同性⾼斯N(μ, σ2I)

是因为连续的潜空间对问题来说
是更合适的选择

2. 通过示例问题和答案和上下⽂
c⽣成答案的潜在向量表示zy zy ∼ pψ(zy | zx, c) ，先验条件

强制答案的潜变量以依赖pψ(zy|
zx, c)中的问题潜变量

zy符合分类分布Cat(π), Cat是
categorical的缩写

因为答案总是上下⽂c的有限跨
度，可以⽤分类分布很好地建模

双向LSTM(Bi-LSTM)将上下⽂
的词嵌⼊编码到隐藏表示中，然
后将其输⼊多层感知器(MLP)。

后验⽹络

1. qφ(zx|x, c)

2. qφ(zy|zx, y, c)

逼近问题x和答案y的潜在变量的
真实后验分布

使⽤变分后验qφ(·)来最⼤化证据
下限(ELBO)， 参考公式1

答案⽣成⽹络

3.  ⽣成⼀个答案 y ∼ pθ(y | zy, c) 

抽取式QA

将pθ(y|zy, c)分解为pθ(ys|zy, c)
和pθ(ye|zy, c)，其中ys和ye分别
是答案跨度的开始和结束位置

预测ys和ye的位置作为答案的跨
度

问题⽣成⽹络

4.  ⽣成⼀个问题 x∼pθ(x | zx, y, c) 
对问题x～pθ(x|zx, y, c)进⾏采样
来实现反向依赖

编码器-解码器结构

编码器

BERT将答案的特定上下⽂编码
到上下⽂的单词嵌⼊中，然后使
⽤两层Bi-LSTM将其编码到隐藏
表示中。将⻔控self-attention机
制应⽤于隐藏表示，得到新的隐
藏表示H

解码器

接收潜变量zx作为初始状态

解码器是⼀个两层的LSTM

每个解码步中动态地将H聚合成sj
的上下⽂向量

复制机制和贪婪地解码确保所有
随机性来⾃于潜变量的采样

互信息最⼤化确保⽣成的问题和
答案的⼀致

⽤Jensen-Shannon散度来计算
问题和答案的互信息（公式2）

正样本和负样本的产⽣

通过对mini-batch中的QA对进
⾏打乱，使⼀个问题与⼀个答案
随机关联，从⽽产⽣负⾯的例⼦

损失（公式3）
互信息最⼤化损失和分层条件变
分⾃编码的损失

PICARD:Parsing Incrementally 
for Constrained Auto-
Regressive Decoding from 
Language Models

PICARD：⽂本到SQL的⾃回归
解码语⾔模型

定义

通过增量解析来约束语⾔模型的
⾃回归解码器的⽅法

通过在每个解码步骤中拒绝不允
许的token，帮助找到有效的输
出序列

优点

与任何现有的⾃回归语⾔模型解
码器和单词表兼容

不需要对模型进⾏预训练或微
调，仅需在推理时选择是否启⽤

不需要⾮常⼤的beam-size

⽅法（图2）

1. 将预测限制在前k个概率最⾼
的token

2. 未能通过PICARD众多检查的
token赋予-∞的分数

检查的模式

关闭状态（⽆检查）

词法Lexing模式

限制模型预测的词在⽩名单词列
表中，例如SQL关键字和表名，
列名等

不考虑顺序

⽆守卫的解析

在语法层⾯上检查输出

关键词和⼦句的出现顺序现在很
重要 拒绝⽆效的查询结构

有守卫的解析

考虑以上所有，并且还有额外的
分析限制，即深度的解析SQL是
否是满⾜实际需求的

思考：应该不仅可以限制SQL的
⽣成，还可以做代码的⽣成？

A Survey on Complex 
Knowledge Base Question 
Answering： Methods, 
Challenges and Solutions Survey：复杂知识库问答

基于语义解析（SP）
将问题解析成逻辑形式，并针对
KBs执⾏，以找到答案

基于信息检索（IR）
检索特定问题的图，并应⽤⼀些
排名算法，从最⾼位置选择实体

评估指标 精度、召回率、F1和Hits@1

Retrieving and Reading ： A 
Comprehensive Survey on 
Open-domain Question 
Answering

检索和阅读：关于开放域问答的
综合调查

定义

⽂本QA
⽂本QA从⾮结构化的⽂本⽂件中
挖掘答案

开放域问答（OpenQA）：是基
于⼤规模⾮结构化⽂档，以⾃然
语⾔的形式回答问题， OpenQA
试图回答⼀个没有任何特定背景
的问题

MRC机器阅读理解

给定上下⽂：使机器能够阅读和
理解指定的上下⽂段落以回答⼀
个给定的问题

知识库KBQA
从预定义的结构化KB中挖掘答
案，这种KB通常是⼈⼯构建的

OpenQA

原始⽅法

问题分析

1. 它的⽬的是促进问题相关⽂档
的检索，为此经常采⽤查询制定
模块来⽣成搜索查询

通常利⽤语⾔学技术，如POS标
签,⼲化，解析和删除停⽌词来提
取关键词进⾏检索。

2. 通过采⽤问题分类模块来预测
给定问题的类型，从⽽得出⼀组
预期的答案类型

其⽬的是根据⼀组问题类型（例
如，哪⾥、什么时候、谁、什
么）或由语⾔专家⼿动定义的分
类法来确定给定问题的类型

问题分析旨在重新表述该问题，
以⽣成搜索查询，促进后续的⽂
档检索，并对问题进⾏分类，以
获得其预期的答案类型，从⽽指
导答案提取。

⽂档检索

系统⽤⽣成的搜索查询来搜索与
问题相关的⽂档或段落

TF-IDF和BM25

借助搜索引擎：如Google.com
和Bing.com

检索模型：从⾮结构化⽂档的集
合获取候选答案

布尔模型

向量空间模型

概率模型

语⾔模型

⽂档过滤，⽂档重排和⽂档选择
对检索到的候选⽂档进⾏进⼀步
处理

答案提取 提取出最终答案
答案提取阶段负责向⽤户返回问
题的最精确答案

最新⽅法
检索和阅读的pipeline端到端系
统

检索器：Retriever
IR系统，针对给定的问题检索相
关的⽂档

稀疏的检索器
DrQA

BERTserini

稠密的检索器

基于表示的检索器 也称为双编码器或双塔检索器

采⽤两个独⽴的编码器，如
BERT，分别对问题和⽂档进⾏
编码，并通过计算两个表示之间
的单⼀相似度分数来估计它们的
相关性

 基于交互的检索器

类检索器将问题和⽂档同时作为
输⼊，并通过通常对它们之间的
token级互动进⾏建模

例如：将密集检索的过程视为⼀
个⼆分类问题。特别是，他们把
每⼀对问题和⽂档作为输⼊，并
使⽤[CLS]token的嵌⼊来确定它
们是否相关

表示-交互检索器
结合了基于表示和基于交互的⽅
法

ColBERT-QA

ColBERT

迭代检索器

⽂档检索
在每个检索步骤中⽤于检索⽂档
的IR技术

查询重构 ⽤于为每次检索⽣成查询的机制

检索停⽌机制 决定何时终⽌检索进程的⽅法

阅读器：Reader

从⼀组有序的⽂档中推理出响应
问题的答案

Reader的⽬的是从收到的⽂档中
推理出最终答案，通常是⼀个神
经MRC模型

提取式阅读器

基于给定问题的正确答案肯定存
在于上下⽂中的假设，通常侧重
于学习从检索的⽂档中预测答案
跨度的开始和结束位置

⽣成式阅读器 尽可能⾃然地⽣成答案 Seq2Seq, BART,T5,

辅助模块

⽂档后处理（Document Post-
processing）

以细粒度的⽅式对检索到的⽂档
进⾏过滤和重新排序，以选择最
相关的⽂档

答案后处理（Answer Post-
processing） 多个候选答案中确定最终的答案

RNG-KBQA: Generation 
Augmented Iterative Ranking 
for Knowledge Base Question 
Answering

RNG-KBQA:⽤于知识库问答的
⽣成增强型迭代排名

定义

RNG: Rank-and-Generate,排序
+⽣成的模型，⼀个以问题和排
名靠前的候选者为条件的定制⽣
成模型，以组成最终的逻辑形式 

排名器

⽣成器

泛化能⼒强

⽬标，即⽂本到sql：问题是x，
我们的任务是获得⼀个逻辑形式
y，它可以在知识库上执⾏，产⽣
最终的答案

模型

⽣成候选者

从问题中检测到的每个实体开
始，在知识库中查询两跳内可到
达的路径 实体消歧技术

写下对应于每条路径的s表达
式，这就构成了⼀个候选的集合

排名器（图2）

对⽐学习

通过最⼤化问题和ground truth
逻辑形式之间的相似性，同时最
⼩化问题和负⾯逻辑形式之间的
相似性，来学习对每个候选逻辑
形式进⾏评分

BERT-base的编码器

训练中的⾃举负样本

⾸先使⽤随机样本对排名器进⾏
数次训练，使其warm-start，然
后选择对模型有混淆作⽤的虚假
逻辑形式作为负样本，进⼀步训
练模型

⽣成器（图3）

以问题和前k个逻辑形式为条
件，组成最终的逻辑形式

T5-base模型 问题+候选拼接，⽣成最终答案

执⾏增强推理

保证T5模型⽣成的答案是有效
的，即在KB中查询是有结果的

基于语法的解码器或动态束修剪
技术

数据集 GRAILQA，WEBQSP

Multi-Task Dense Retrieval via 
Model Uncertainty Fusion for 
Open-Domain Question 
Answering

通过模型不确定性融合的多任务
密集检索⽤于开放领域的问答

定义

多任务密集检索模型

模型融合

在不同的数据集上分别训练多个
DPR专家，并在测试时间内将他
们的预测汇总

更容易纳⼊新的数据进⾏持续学
习，⽽不会引⼊冲突，因为每个
专家都在独⽴任务上进⾏训练

如何将不同专家的预测集合起来:
模型不确定性估计作为动态加权
⽅案(图1）

为每个预训练的DPR专家训练⼀
个⼩型神经⽹络的集合

使⽤不同的DPR专家检索⼀组
top-k⽂档，然后使⽤其对应的
集成来计算该问题的不确定性得
分

将所有专家的预测汇总成⼀个归
⼀化的加权和，并对检索到的⽂
档进⾏排序

不确定性估计

⻉叶斯神经⽹络（BNNs）使⽤
概率分布估计模型的不确定性

蒙特卡洛Dropout估计模型的不
确定性

集成单个成员的预测，并应⽤不
同的权重估计模型的不确定性

缺点：推理耗时较⻓

模型

双编码器模型

问题编码器

⽂档编码器

点积作为相似度

正负样本对进⾏训练

多任务模型融合

找到最佳的权重集W来结合所有
专家对每个问题的预测

模型不确定性衡量的是在训练数
据下模型预测的信⼼,我们使⽤模
型的不确定性来对专家的预测进
⾏加权，这样我们就能知道⼀个
问题是否属于专家的专⻓。

不确定性估计： 没看懂

模型的不确定性融合: 使⽤每个
专家得分的不确定性加权总和，
对topk个候选⽂档进⾏排序，计
算问题和⽂档的最终得分

不确定度校准:预期校准误差
（ECE）

Database Reasoning Over Text NeuralDB

NLDBs：⾃然语⾔数据库

以⾃然语⾔短句表达的⽆序事实
集合组成的语料库称为⾃然语⾔
数据库

例如，⼀个语料库可以包括⽤户
给个⼈助理的所有话语，或者⼀
个政治⼈物说的所有主张。

例如，⼀个句⼦包含⼀个单⼀的
事实，"Gustavo喜欢espresso 
“。或者多个事实，如 
"Robertson Howard，就读于弗
吉尼亚⼤学，被埋葬在国会公
墓"。

本⽂是针对这样的数据进⾏问答
的模型

⽀持的查询类型

(1) 集合查询是抽取式查询，从事
实中返回⼀个跨度的列表，如实
体。

(2) 布尔查询返回⼀个真/假的答
案。

(3) 聚合查询需要⽤运算符对答
案集进⾏计算，如计数、最⼩和
最⼤。例如。"有多少⼈在耶鲁⼤
学法学院⼯作？"。

(4) 连接查询需要结合两个（或
更多）事实来产⽣每个答案。

问答系统的挑战

最⼤序列⻓度限制

通常使⽤最⼤输⼊⼤⼩为512或
1024个token的语境

可被编码的token数量受限于
GPU内存

例如： Linformer， 
Longformer，Fusion in 
Decoder

多重答案跨度

NLP制定的问答通常需要从单个
⽂档中提取跨度或⽣成⼀个简短
的答案。这个答案来⾃多个知识
⽂本。

定位和⽂件结构
⽂本结构经常改变和位置经常改
变

条件检索
限定多个条件的问题，需要对事
实进⾏多跳检索

模型结构：图2

⽀持集⽣成器SSG 相关事实的检索

例如： 如 "Sheryl的丈夫是
谁？"，应该返回包含单个事实的
⽀持集，如{"Sheryl是Nicholas
的配偶"}

给出⼀个问题，产⽣⼀组⽀持集

是多标签分类任务

编码状态和事实编码之间的最⼤
内积搜索（MIPS） 算法1

选择-项⽬-连接（SPJ）运算器

产⽣中间答案，然后联合起来产
⽣最终答案

并⾏运算的序列到序列模型

如图3：给定问题和⽀持集，产
⽣答案

聚合器Aggregation 常规计算来执⾏数字推理
例如使⽤聚合函数min、max和
count

WIKINLDB数据集

本⽂提出的NLDB数据集

通过将Wikidata，结构化数据转
化为⾃然语⾔事实和查询⽽产⽣
的。

General-Purpose Question-
Answering with MACAW MACAW通⽤问答

特点

缩写Multi-angle c(q)uestion 
answering

模型基于UnifiedQA，UnifiedQA
基于T5

参数110亿

⽐GPT3性能⾼10%

MACAW允许使⽤其输⼊和输出
的不同组合（"⻆度"）

例如⼀个问题，得到⼀个答案；
或者给它⼀个答案，得到⼀个问
题；或者给它⼀个问题和答案，
得到该问题的⼀组多选（MC）
选项

模型

训练输⼊输出（图2）

输⼊问题，答案，选项，背景的
不同组合，预测其它。Q（问
题），M（MC选项），A（正确
答案），C（背景）

输⼊格式⽤$和分号连接（图
2.2）

不同的组合的形成的训练集⽐例
是启发式的⽐例系数，多次迭代
训练

输出是默认是贪婪解码，也可使
⽤beam search

训练

⾸先训练⼀个多⻆度版本的
UnifiedQA

在7个数据集上训练12万步，批
次⼤⼩为8，模型⼤⼩110亿参数

表2，其它模型规模对性能的影
响

然后使⽤ARC和ARC-DA数据集
和WorldTree进⼀步微调模型 添加额外的解释”E”

The Design and 
Implementation of XiaoIce, an 
Empathetic Social Chatbot

社交聊天机器⼈⼩冰的设计与实
现

定义

⼩冰的主要设计⽬标：⼀个⼈⼯
智能伴侣，⽤户可以与之建⽴⻓
期的情感联系 智商+情商+性格

CPS

Conversation-turns Per 
Session预期对话次数

衡量社交聊天机器⼈的性能，
CPS 越⼤，社交聊天机器⼈的参
与度就越⾼

有意义的对话，⻓期来看会促进
CPS，例如避免，“我不明⽩，
你是什么意思？”之类的对话

智商能⼒包括知识和记忆建模、
图像和⾃然语⾔理解、推理、⽣
成和预测

情商有两个关键组成部分，同理
⼼和社交技巧

同理⼼是指在他⼈的参照系中理
解或感受他⼈所经历的事情的能
⼒，即设身处地为他⼈着想的能
⼒

这需要查询理解、⽤户分析、情
感检测、情感识别以及动态跟踪
⽤户在对话中的情感

社交技巧：⽤户具有不同的背
景、不同的个⼈兴趣和独特的需
求。社交聊天机器⼈需要能够个
性化响应

整体架构

⽤户体验层

连接聊天平台（如微信、QQ）

处理⽤户输⼊和⼩冰响应

图像理解和⽂本归⼀化、语⾳识
别和合

区分⽤户输⼊和背景噪声的语⾳
活动检测

识别年龄和性别的语⾳分类器

talking-to-bot：唤醒⼩冰，区
分⽤户和⼩冰说话还是和别⼈说
话

对话引擎层

对话管理器

跟踪对话状态s
存储⽤户和⼩冰的语⾔⽂本

检测语⾔中的实体和情感

对话策略：根据对话状态选择动
作，例如使⽤对话规则策略，者
转如核⼼聊天 分层策略机制

顶层策略

输⼊普通⽂本—>转⼊核⼼聊天
模块 Topic Manager话题管理策略

⽤户感到⽆聊，就会触发话题切
换

话题推荐引擎由⼀个话题排序器
和⼀个话题数据库组成

上下⽂相关性

新鲜度

个⼈兴趣

流⾏度

接受率

输⼊图⽚或视频—>图⽚或视频
评论模块

任务句⼦或图⽚—>对话技能，
例如询问天⽓

底层策略

同理⼼计算模块

理解⽤户输⼊的内容，（例如，
主题）

理解对话和⽤户的同理⼼⽅⾯，
例如，情感、意图、对主题的看
法，以及⽤户的背景和⼀般兴趣

组成

上下⽂查询理解
命名实体识别，共指解析，句⼦
补全

⽤户理解eQ

⽤户意图 要⼲什么

情感分析 例如：快乐、悲伤、愤怒，正常

话题 聊天是新话题还是现有话题

观点

⽤户⻆⾊向量
例如性别、年龄、兴趣、职业、
个性等

响应⽣成eR

基于⽤户意图、情感，⽤户⻆⾊
向量等⽣成同理⼼向量

同理⼼向量代表⼩冰的同理⼼和
性格特⾊

核⼼聊天

分成

General Chat 开放域对话

Domain Chats
⾳乐、电影和名⼈等特定领域进
⾏深⼊对话

它们的区别是访问不同的数据库

原理

候选⽣成器

基于检索的⽣成器
来⾃互联⽹的⼈类对话数据

⼩冰过去的对话

神经响应⽣成器

训练深度学习模型，以学习模拟
⼈类对话

例如seq2seq，GRU-RNN 模型

基于知识图谱⽣成候选响应的样
本

例如问句：告诉我关于北京的事
情，那么⾃动查询北京的信息

候选排序器
提升树排序器模型根据4个特征
分配⼀个排名分数

本地凝聚⼒特征，全局⼀致性特
征，同理⼼匹配特征，检索匹配
特征

例如图9示例的3种分数

对图像的处理
2800 万张图⽚，每张图⽚6条评
论的多模态训练

对话技能

配备了 230 种对话技能

例如点播歌曲、新闻推荐，物联
⽹智能设备完成，⽂本的诗歌⽣
成，⼉童故事⼯⼚

数据层

存储收集的⼈类对话数据

知识图谱

活跃⽤户资料

AliMe Assist： An Intelligent 
Assistant for Creating an 
Innovative E-commerce 
Experience

AliMe Assist：打造创新电商体
验的智能助⼿ 定义

AliMe Assist特点

提供协助服务、客服服务和聊天
服务

能够进⾏语⾳和⽂本输⼊

上下⽂结合，⽀持多轮交互

结构

输⼊层
⽀持多端（如⼿机、pad、PC）
的语⾳和⽂本输⼊

意图层

决定了每个问题的路径（例如，
帮助服务还是客户服务？）

3⼤类意图：请求帮助，询问信
息，闲聊，40个⼩类的意图，然
后路由到不同的处理处理组件

意图分类器模型+规则解析

答案组件

不同的意图的路径，不同的答案
处理⽅式

询问信息的处理组件：使⽤知识
图谱neo4j进⾏存储和查询，⽀
持短（⼀或两）跳推理

闲聊服务使⽤： Seq2Seq模型

数据库知识 数据库问答对，知识图谱

Training language models to 
follow instructions with human 
feedback

训练语⾔模型以遵循⼈类反馈的
指令-InstructGPT（ChatGPT前

身）

定义

代码

https://github.com/lvwerra/trl

https://github.com/CarperAI/
trlx

https://github.com/allenai/
RL4LMs

TRL - Transformer 
Reinforcement Learning

huggingface的专⻔训练的RHLF
程序

https://huggingface.co/docs/
trl/main/en/index

InstructGPT

13亿，60亿，1750亿参数

解决了让语⾔模型不能遵循⽤户
的意图，没有与⽤户保持⼀致的
问题。例如，⼤型语⾔模型可以
产⽣不真实的、有毒的或根本对
⽤户没有帮助的输出。

InstructGPT产⽣的真实性和信息
性答案是GPT-3的两倍

利⽤⼈类反馈的强化学习来进⼀
步微调模型。

ChatGPT的前身是InstructGPT

40个承包商标注数据

模型测试

毒性测试：有害的回答，消极的
回答，诋毁，暴⼒内容等

隐私测试：泄露隐私数据

偏差测试：例如性别歧视等

真实性测试：不编造事实，以事
实为依据的回答

使⽤封闭领域任务中进⾏测试，
例如TruthfulQA数据集

对⻬测试： 不是答⾮所问，正确
的废话，就是回答符合⽤户意图

其它问题

模型有时会错误地假定前提是真
的，例如⻢斯克出⽣在中国哪个
地区？

Elon Musk was not born in 
China. He was born on June 
28, 1971 in Pretoria, South 
Africa.

对语⾔模型使⽤约束条件，例
如，⽤指定的句⼦数量写⼀个摘
要，模型的性能就会下降。

⼈们不可能⼀下⼦就训练出⼀个
符合每个⼈偏好的系统

ChatGPT有时会写出听起来很有
道理但不正确或⽆意义的答案

1）RL训练期间，加上答案的参
考来源

2）模型回答的置信度调整，这
可能导致它拒绝它可以正确回答
的问题

3）监督训练的误差，模型的答
案类型取决于标注者

对⽤户的模糊问题，会猜测⼀个
意图，⽽不是让⽤户澄清更具体
的问题

⿎励⽤户对问题的答案进⾏反
馈，帮助模型继续学习

RLHF

reinforcement learning from 
human feedback，⼈类反馈的
强化学习

它使⽤⼈类的反馈作为强化学习
的奖励信号，以帮助模型学习任
务。

对⻬AI系统和⼈类，即AI系统更
懂⼈类，因为⼈类很难直接评
估。

模型偏好与标注⼈员的偏好⼀
致，标注⼈员（⽼师）的价值观
影响模型（学⽣）

为什么要⽤RLHF

语⾔模型⽣成⽂字的的好坏，很
难定义的，因为它是主观的，⽽
且取决于上下⽂，如写故事，你
希望有创意，信息性的⽂本应该
是真实的，或者我们希望代码⽚
段是可执⾏的

编写⼀个损失函数来捕捉这些好
的属性很难，例如交叉熵损失，
评价指标如BLEU或ROUGE，这
些指标只是将⽣成的⽂本与具有
简单规则的参考进⾏⽐较，所以
提出将这种反馈作为损失来优化
模型，使语⾔模型的答案与复杂
的⼈类价值相⼀致

GPT-3 1750亿参数

RM reward model，奖励模型 

SFT
supervised fine-tuning，监督微
调

Likert
李克特分数，李克特量表，⼀种
⼼理反应量表

模型

SFT模型监督微调

预训练⼀个语⾔模型

使⽤监督学习在⼈⼯标注的数据
上微调预训练的GPT-3模型

使⽤SFT数据集训练

问题的多样性

⽣成性问题，开放式问答，头脑
⻛暴，闲聊，重写，总结摘要，
分类，封闭式问答，信息提取

13000个训练提示，即⽤户的提出的问题

99%的问题是英语，其它语种⽐较少

问题的⻓度最⼩是1，最⼤⻓度是
2039个字，不同的任务⻓度都有
所不同（表10）

训练参数：训练了16个epoch，
使⽤余弦学习率衰减，残差为0.2

验证集

根据验证集上的RM得分来确定
是否停⽌训练

SFT模型在1个epoch后对验证损
失过拟合

但训练更多的epoch有助于RM得
分和⼈类的偏好评分

奖励模型（RM）训练

收集数据并训练⼀个奖励模型(或
叫做偏好模型)

标注者指出他们对⼀个给定的输
⼊更喜欢哪⼀个模型的输出。然
后我们训练⼀个奖励模型来预测
⼈类喜欢的输出。⽤排序的⽅式
代替评分，解决不同⼈对同⼀问
题的评分不同的⽽产⽣的噪声。

⼈⼯根据模型的不同回答打分，
然后对回答得分进⾏排序,然后训
练奖励模型（gpt-3，60亿参
数）

回归模型，对SFT模型的答案进
⾏打分。输出是⼀个标量奖励。

使⽤RM数据集训练

对SFT模型的回答进⾏⼈⼯打
分，教会RM模型也学会如何打
分

33000个训练提示

现在chatgpt⻚⾯上，⽤户的对
改问题的回答的反馈，对于模型
来说很重要

RLHF模型

⽤强化学习对LM进⾏微调

使⽤奖励模型分数，近似策略优
化（PPO）进⾏强化学习

让回答更灵活，强化学习是根据
环境变化⽽调整⾃身的⾏动

使⽤RM的输出作为⼀个标量奖
励,使⽤PPO算法微调SFT模型，
微调完成的模型叫做InstructGPT
模型

PPO数据集： 31000个训练提示

对于1750亿参数的模型，训练了
8个epoch

具体过程表述为⼀个RL问题

策略是⼀个语⾔模型，它接受⼀
个提示并返回⼀个⽂本序列

策略的动作空间是单词表相对应
的所有token

观察空间是可能的输⼊token序
列

奖励函数

给定⼀个提示x，分别输⼊来⾃
初始语⾔模型和来⾃微调策略的
当前迭代模型，产⽣2个答案y1和
y2

y2输⼊奖励模型，得到⼀个标量
的奖励值rθ

y1和y2计算KL散度rKL

奖励函数是: rθ- λrKL

Training a Helpful and 
Harmless Assistant with 
Reinforcement Learning from 
Human Feedback

利⽤⼈类反馈的强化学习来训练
⼀个有⽤和⽆害的助⼿ 定义

RLHF

⼈类反馈的强化学习，
reinforcement learning from 
human feedback

HH
helpfulness and harmlessness 
data, 有⽤和⽆害数据

HHH数据集

helpfulness, honesty, and 
harmlessness data，有⽤，诚
实，⽆害的数据集

Elo scores 

Elo评分（Elo rating）是⼀种⽤
于评估团队或个⼈等级和能⼒的
数值系统。Elo评分系统的核⼼思
想是根据个体之间的胜负记录来
计算其相对实⼒，并根据⽐赛结
果的预期胜率和实际胜率之间的
差异来更新评分。

本⽂是⽐较2个模型的好坏，⼀
个模型是否优于另⼀个模型的分
数

PM score

Pretraining Model, 预训练模型
分数, ⼈类对于模型的⽣成的回
答的得分

PMP
preference model pretraining, 
偏好模型预训练

OOD

out-of-distribution，指识别模
型在处理输⼊数据时从未⻅过的
样本，OOD detection的⽬标是
在测试和⽣产环境中检测和识别
出这些未⻅过的样本，从⽽提⾼
模型的鲁棒性和准确性。

Learning to summarize from 
human feedback 从⼈类的反馈中学习总结

定义

使⽤⼈类的偏好代替ROUGE指
标进⾏⽂本摘要

ChatGPT受此启发训练⽽成

所有的模型都是GPT-3⻛格的
transformer解码器

模型

收集⼈类反馈数据，相⽐于
ChatGPT，没有进⾏微调训练

训练奖励模型

从⼈类的⽐较中学习奖励模型。
给定⼀个帖⼦和⼀个候选摘要，
判断这个帖⼦⽣成的摘要的好坏

训练时使⽤⼀对样本（即帖⼦和
回答1，帖⼦和回答2，公式1，让
好的回答和坏的回答差距拉⼤，
那么Sigmoid函数的结果为1，取
log后为0，

使⽤强化学习训练摘要模型

奖励模型的输出作为强化学习的
奖励

每个时间步是⼀个BPE token

策略模型： 最终的摘要模型

价值模型：使⽤奖励模型初始化

损失中添加训练的策略模型输出
和原始监督模型的KL散度

它起到了熵的作⽤，⿎励策略的
探索，阻⽌它塌陷到⼀个单⼀的
模式

确保策略不会学习产⽣与奖励模
型在训练期间所⻅的输出有太⼤
的不同

定义图谱问答(KBQA)

基于语义解析（semantic 
parsing-based: SP）的⽅法

解释性好

解析-执⾏的流程

基于信息检索（retrieval-based: 
IR）的⽅法

思路1

训练知识图谱嵌⼊： 头实体+关
系= 尾实体， 参考TransE

问答训练： 头实体+ 问题 = 尾
实体（答案）

核⼼思路是： 问题等价于关系

更容易训练，解释性差


